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Kurzzusammenfassung 
Der Einsatz von multiagentenbasierter Simulation hat sich in den vergangenen Jahren als 

methodischer Ansatz zur Untersuchung komplexer Systeme etabliert. Der agentenbasierte Ansatz 

eignet sich besonders zur Beschreibung autonomer und zielorientierter Akteure, deren gemeinsame 

Interaktion zu komplexem Verhalten auf einer übergeordneten Betrachtungsebene führen kann. Mit 

den Methoden der Simulation können die Wechselwirkungen zwischen der mikroskopischen Ebene 

(mit dem individuellen Verhalten der Agenten) und der makroskopischen Ebene (mit dem emergenten 

Systemverhalten) systematisch und effizient untersucht werden. In der bisherigen Praxis wurde bislang 

allerdings eine Rückkoppelung zwischen der makroskopischen und der mikroskopischen Ebene 

weitestgehend vernachlässigt. Innerhalb des Agentenverhaltens werden somit starre und 

unveränderliche Regeln eingesetzt und dem einzelnen Agenten weitergehende Fähigkeiten zur 

Anpassung seines Verhaltens abgesprochen. Gerade im Kontext dynamischer oder hochkomplexer 

Aufgabenstellungen ist ein solcher Ansatz aber häufig wenig zielführend, da er dem Entwickler bereits 

während der Konzeptionierung seiner Modelle ein ausgeprägtes Domänenwissen abverlangt, das 

dieser aber noch gar nicht besitzen kann.  

Eine manuelle Anpassung des Verhaltens in den Iterationen des Entwicklungsprozesses ist allerdings 

sehr aufwendig und häufig wenig robust. Stattdessen wird heutzutage verstärkt nach geeigneten 

Methoden gesucht, die eine automatisierte Anpassung des Verhaltens ermöglichen. In der Praxis 

herrscht dabei der Einsatz genetischer Verfahren vor. Dieser Ansatz löst aber die grundlegende 

Problemstellung nur bedingt, zumal die Adaption des Verhaltens nur außerhalb der eigentlichen 

Ausführung des Simulationsmodells erfolgt. Gerade in den typischen Anwendungsdomänen der 

Simulation, wie z. B. Soziologie und Biologie, drängen aber adaptive Erklärungsmodelle immer weiter 

in den Vordergrund. Der Modellierer benötigt daher geeignete Methoden, um solche Ansätze auch 

direkt in seine Simulationsmodelle einzubinden.  

Dabei kann er auf bestehende Ansätze aus dem Bereich der KI-Forschung zurückgreifen. Das 

maschinelle Lernen beschäftigt sich nun schon seit mehreren Jahrzehnten mit der Umsetzung des 

induktiven Lernprozesses. Allerdings finden sich bislang wenige Arbeiten, die eine explizite 

Integration der Methoden vornehmen. Dies lässt sich im Wesentlichen auf ein unterschiedliches 

Grundverständnis der beiden Forschungsrichtungen zurückführen. In dieser Arbeit wird daher ein 

konzeptionelles Rahmenmodell zur Integration der Lernverfahren unter Berücksichtigung des 

methodischen Vorgehens der multiagentenbasierten Simulation abgeleitet und in einer bestehenden 

Simulationsumgebung als Rahmenwerk prototypisch implementiert.       



 

  



 

Abstract 
Multi-agent-based simulation is nowadays recognized as a valuable methodological approach for 

analyzing complex systems. Agent-based modelling is particularly suited to describe autonomous and 

goal-oriented actors whose interactions can lead to complex behaviour at a systemic level. A user can 

apply simulations to study the complex and unforeseen interactions between a microscopic level 

(describing the individual behaviour of the agents) and a macroscopic level (describing the emergent 

behaviour of the overall system). In the past an explicit feedback between the macroscopic and 

microscopic level has been neglected. Thus static and rigid rules are commonly used to describe the 

behaviour of the agents. The agents are not allowed to amend their behaviour at runtime. Such an 

approach is not particularly well-suited for dynamic or complex problem domains. Additionally an 

adequate behaviour requires detailed domain knowledge. The developer is usually not able to provide 

this in the initial development of the simulation model. 

Therefore the behaviour has to be adjusted manually. Such iterations are often quite tedious and the 

resulting behaviours are not particularly robust. Therefore we can identify an increasing demand for an 

automated adaptation of the behaviour. In practice the use of genetic methods is quite prevalent. 

However, this solves the underlying problem only partially. The behaviour is still adapted offline. This 

is not in line with the requirements from the application domains such as sociology and biology which 

require adaptive explanatory models for the agents themselves.  

On the other hand machine learning has been dealing with the implementation of the inductive 

learning process now for several decades. But there are only few works that try an explicit integration 

of the methods. This can be attributed to a quite differing understanding of the underlying ontology. In 

this thesis a conceptual framework model of the learning process is established under consideration of 

the methodological approach of multi-agent-based simulation and prototypically implemented in an 

existing simulation environment as a framework. 
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1. Einführung 

Everyone is going through changes 

No one knows what's going on 

 

Alan Price 

 

John H. Holland [Hol06] beschrieb in seinem Aufsatz „Studying Complex Adaptive 

Systems“, dass die Untersuchung komplexer adaptiver Systeme eine der herausforderndsten 

Aufgabenstellungen der heutigen Forschung im Bereich der Informatik darstellt. Nach seinem 

Verständnis besteht ein solches System aus einer großen Anzahl an Entitäten, die miteinander 

interagieren können. Das ein solches System eine hohe Komplexität aufweist, steht sicherlich 

außer Frage, da die Wechselwirkung einer großen Anzahl von interagierenden Entitäten nicht 

detailliert erfasst oder gar vorhergesagt werden können. Die Adaptivität bezeichnet hingegen 

die allgemeine Fähigkeit eines Systems zur Anpassung. Sie kann zum einen auf der Ebene der 

einzelnen Entitäten wirken, die ihre eigene Struktur aufgrund eines inneren oder äußeren 

Zwangs anpassen. Sie wirkt aber zum anderen auch auf einer systemischen Ebene, in der sich 

die äußere Form und Ordnung auf Grundlage von selbst-organisierenden Prozessen verändern 

kann.  

Im Bereich der Simulation haben sich hierfür entsprechende Untersuchungsansätze im 

Bereich der multiagentenbasierten Simulation herausgebildet, bei denen die Entitäten als 

autonome und zielorientierte Akteuren abgebildet werden. Obwohl diese Ansätze bereits seit 

mehreren Jahrzehnten erfolgreich in den unterschiedlichsten Anwendungsgebieten eingesetzt 

werden, herrscht noch immer Uneinigkeit darüber, wie ein Agent im Detail zu spezifizieren und 

einzusetzen ist. 

Dies gilt in besonderem Maße für die Adaptionsfähigkeit des Agenten. In der Literatur 

lassen sich hierbei zwei wesentliche Standpunkte identifizieren. Bei einer pessimistischen 

Sichtweise ist die weitergehende Veränderlichkeit des Agentenverhaltens eher hinderlich und 

führt zu unkontrollierten Wirkungen auf der systemischen Ebene. [Bry04] Zudem lassen sich in 

der Praxis genügend Problemstellungen identifizieren, bei denen komplexe Aufgaben bereits 

durch den Einsatz relativ simpler Agenten ohne irgendwelche Fähigkeiten zur Adaption 
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effizient gelöst werden können. [AM04] Gerade im Rahmen der Idealisierung und Abstraktion 

erscheint eine solche Vernachlässigung durchaus als akzeptabler Ansatz. 

 Bei einer optimistischen Sichtweise erscheint der Einsatz adaptiver Agenten hingegen 

unumgänglich, da sie eine elementare Eigenschaft zur Generierung eines komplexen 

Systemverhaltens darstellen. [Sie+10] Gerade in den typischen Anwendungsgebieten der 

multiagentenbasierten Simulation entstehen aber mehr und mehr Modelle, die eine Anpassung 

der Agenten explizit berücksichtigen.  

Die Entwickler der Simulation dürfen sich diesen Herausforderungen nicht verschließen 

und müssen daher nach geeigneten Ansätzen streben, mit denen sie eine entsprechende 

Bereitstellung der Funktionalität ermöglichen. 

1.1. Zielsetzung dieser Arbeit 

Die allgemeine Aufgabe der Simulation besteht in der Abbildung eines realen Systems 

auf ein vereinfachendes Modell, indem es dessen wesentliche Eigenschaften aufgreift und 

unwichtige Details vernachlässigt. Durch die experimentelle Ausführung dieses Modells können 

wesentliche Erkenntnisse über das zugrunde liegende System gewonnen werden. Der 

Modellierer muss dabei die Entscheidungen über den Grad der Idealisierung und Abstraktion 

innerhalb seines Modells unter subjektiven Gesichtspunkten treffen. Er trennt unter 

Berücksichtigung der ihm zur Verfügung stehenden Methoden Wichtiges von Unwichtigem. 

Die multiagentenbasierte Simulation eignet sich aufgrund ihres dezentralen Ansatzes 

mit eigenständigen und zielorientierten Akteuren besonders zur Abbildung komplexer adaptiver 

Systeme. In der praktischen Umsetzung wird bislang vor allem davon ausgegangen, dass der 

adaptive Effekt durch die Selbstorganisation und Emergenz der Agenten entsteht. Die 

Betrachtung konzentriert sich somit im Wesentlichen auf die Untersuchung der systemischen 

Ebene. Dagegen wird die Adaptionsfähigkeit auf der Ebene des individuellen Agenten häufig 

im Rahmen von Abstraktion und Idealisierung vernachlässigt. Dies kann auf einen Mangel an 

geeigneten Methoden zur Beschreibung einer geordneten Adaption zurückgeführt werden. In 

dieser Arbeit wird deshalb untersucht, ob die Methoden anderer Forschungsgebiete (z. B. 

Neurowissenschaften, Lernpsychologie, Verhaltensbiologie oder KI-Forschung) hier anwendbar 

sind. Voraussetzung ist dabei, ob sie über einen weitergehenden Formalisierungsgrad verfügen, 

der eine Operationalisierung zulässt.  

Diese Voraussetzung wird bisher nur von den Methoden des maschinellen Lernens 

erfüllt, die eine notwendige innere Repräsentation sowie strukturierte Regeln zur 
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Verhaltensadaption zur Verfügung stellen. Da es zwischen dem maschinellen Lernen und der 

multiagentenbasierten Simulation erhebliche konzeptionelle Unterschiede gibt, wurden die 

Methoden bislang selten angewendet. Es wird deshalb in dieser Arbeit untersucht, welche 

Voraussetzungen geschaffen werden müssen, um sie erfolgreich in den Anwendungsbereich zu 

integrieren.  

Auf der Ebene des bestärkenden Lernens wird ein konzeptuelles Rahmenmodell zur 

Ableitung einer Lerninstanz entworfen, das die elementaren Bestandteile des bestärkenden 

Lernens identifiziert, ihre Aufgaben und Verantwortlichkeiten abgrenzt und die Interaktionen 

untereinander spezifiziert. Um das Lernverhalten abzugrenzen und zu analysieren, müssen 

zudem weitere Anpassungen auf Seiten der Simulation vorgenommen werden.  

Bei der praktischen Umsetzung in einer exemplarischen Simulationsumgebung wird 

hier die besondere Bedeutung eines komponentenbasierten Vorgehensmodells erläutert. Ziel ist 

es, das ganzheitliche Verhalten des Agenten durch eine kompositorische Leistungserbringung 

der (Verhaltens-)Komponenten zu realisieren. Hierbei wird aufgezeigt, dass eine holonistische 

Realisierung der Lerninstanz zu einer erhöhten Wiederverwendung der implementierten 

Funktionalität führt. Durch die domänenunspezifische Kapselung der elementaren Bestandteile 

des bestärkenden Lernens kann ein Werkzeug erstellt werden, das den Entwickler bei der 

Realisierung seiner Modelle effizient unterstützt. 

1.2. Aufbau dieser Arbeit 

Die Arbeit beginnt in Kapitel 2 mit einer grundlegenden Darstellung der 

multiagentenbasierten Simulation. Dabei werden die zugrunde liegende Zielsetzung sowie die 

Funktionsweise der einzelnen Bestandteile erläutert.  

In Kapitel 3 wird eine allgemeine Analyse zur Umsetzung adaptiven Verhaltens 

durchgeführt. Hierbei werden in einem ersten Schritt die allgemeinen Konzepte zur Adaption 

vorgestellt und miteinander verglichen. Darauf aufbauend wird die besondere Eignung von 

Lernverfahren zur Umsetzung von adaptiven Agenten erläutert. Für eine Operationalisierung 

werden die unterschiedlichen Ansätze aus der empirischen und der theoretischen Forschung 

analysiert. Das Kapitel schließt mit einer Auswahl der Methoden des bestärkenden Lernens.  

In Kapitel 4 wird ein konzeptuelles Rahmenmodell zur Integration bestehender 

Methoden des bestärkenden Lernens entworfen. Dieses Modell umgrenzt deren Aufgaben, 

Verantwortlichkeiten und Wechselwirkungen als elementare Bestandteile innerhalb einer 

umfassenden Lerninstanz.   
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In Kapitel 5 wird eine prototypische Integration dieses Rahmenmodells in einer 

Simulationsumgebung beschrieben. Die elementaren Bestandteile des bestärkenden Lernens 

lassen sich hierbei als eigenständige Komponenten realisieren, wodurch das Agentenverhalten 

aus einer kompositorischen Leistungserbringung entsteht. Mit einer domänenunspezifischen 

Implementation kann eine erhöhte Wiederverwendbarkeit der realisierten Funktionalität in 

einem veränderten Aufgabenkontext erreicht werden.  

In Kapitel 6 wird die Realisierung in einer exemplarischen Anwendungsdomäne 

beschrieben. Dabei werden das allgemeine Vorgehen sowie die Wirkung des bestärkenden 

Lernens für die Integration eines lernfähigen Agenten anschaulich dargestellt.   

In Kapitel 7 werden die Ergebnisse dieser Arbeit zusammengefasst und diskutiert. 

Dabei werden die Möglichkeiten und Grenzen des gewählten Ansatzes kritisch reflektiert und 

ein Ausblick hinsichtlich aufbauender Forschungsansätze gegeben. 
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2. Grundlagen der multiagentenbasierten Simulation 

 

 

 

Die multiagentenbasierte Simulation hat sich in den vergangenen beiden Jahrzehnten als 

eigenständiges Modellierungsparadigma innerhalb der Simulation etabliert. Sie vereinigt dabei 

Konzepte aus der Entwicklung von Multiagentensystemen mit dem Modellierungszyklus der 

Simulation.1 Durch die Nutzung des agentenbasierten Ansatzes konnte sich die Simulation auch 

in vielen realweltlichen Anwendungsdomänen etablieren, die sich durch eine große Anzahl 

interagierender und zielorientierter Akteure auszeichnen und sich daher mit den bisherigen 

Paradigmen der Simulation nur unzureichend abbilden und untersuchen ließen. [CSM10]  

Mit diesem Simulationsansatz kann insbesondere die Wechselwirkung zwischen einer 

mikroskopischen Ebene (mit dem Verhalten der einzelnen Agenten) und einer makroskopischen 

Ebene (mit dem entstehenden Systemverhalten) untersucht werden. Er wird daher besonders 

häufig genutzt, wenn keine hinreichende Kenntnis über das individuelle Agentenverhalten 

existiert oder die Erfassung des gesamtheitlichen Verhaltens in einem realen System zu 

komplex wäre. [Hea10] Entsprechende Anwendungen finden sich beispielsweise vor dem 

Hintergrund sozialwissenschaftlicher [MN08], ökonomischer [CCD12] oder biologischer 

Fragestellungen [BCM09].2 

In diesem Kapitel werden die notwendigen Grundlagen der multiagentenbasierten 

Simulation im Verständnis der vorliegenden Arbeit kompakt dargestellt.3 Es gliedert sich dabei 

wie folgt: Im Unterkapitel 2.1 werden die Grundlagen der Multiagentensysteme im 

softwaretheoretischen Verständnis dargestellt, bevor im folgenden Unterkapitel 2.2 auf die 

Besonderheiten der multiagentenbasierten Simulation eingegangen wird. Das Kapitel endet im 

                                                      
1 Für eine eingehendere Diskussion über die unterschiedlichen Integrationsansätze von 
Multiagentensystemen und Simulation sei hier auf die Ausführungen von Knaak, Kreutzer und Page 
[KKP05] verwiesen.  
2 Die multiagentenbasierte Simulation besitzt dabei natürlich auch Überschneidungen mit den typischen 
Einsatzgebieten der Multiagentensysteme und anderer Simulationsparadigmen. Für eine 
zusammenfassende Darstellung sei hier auf die Arbeiten von Davidson et al. [Dav+07] und Heath [Hea10]  
verwiesen.  
3 Für eine weiterführende Darstellung sei in diesem Zusammenhang auf die Arbeiten von Klügl [Klü00], 
Knaak [Kna02] und Knaak, Kreutzer und Page [KKP05]verwiesen  
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Unterkapitel 2.3 mit einer Kritik des derzeitigen Stands der Forschung in Bezug auf den Einsatz 

multiagentenbezogener Simulationen im Kontext dynamischer Aufgabenstellungen.  

2.1. Multiagentensysteme 

Multiagentensysteme zeichnen sich durch die Nutzung mehrfacher (und dabei 

möglicherweise auch widersprüchlicher oder konkurrierender) Ansätze und Perspektiven bei der 

Problemlösung aus. [SV00] Durch die Verteilung der Aufgaben auf mehrere Entitäten bieten 

solche Systeme häufig wünschenswerte Eigenschaften wie Parallelisierbarkeit, Robustheit und 

Skalierbarkeit, die einen Einsatz in Domänen ermöglichen, die von monolithischen Systemen 

nicht mehr beherrscht werden können. [Wei96] Typische Einsatzgebiete finden sich z. B. im 

Bereich der Soziologie [Squ10], der Fertigung [MP11] oder des eCommerce [Büt09].4 

 

Abb. 1: Typische Struktur eines Multiagentensystems nach Wooldridge [Woo09] 

Dem Entwickler wird dafür ein Repertoire an Metaphern, Techniken und Werkzeugen 

zur Verfügung gestellt. Multiagentensysteme bestehen in ihrem Kern aus Agenten, einer sie 

umfassenden Umgebung, Interaktionen zwischen den Agenten bzw. mit ihrer Umwelt sowie 

regulierenden Organisationsstrukturen. [Dem95] 

2.1.1. Agenten 

Die Agentenmetapher dient der Beschreibung selbstständiger und zielorientierter 

Entitäten, die in unsicheren oder dynamischen Systemen bestehen müssen. Derzeit existiert 

(noch immer) keine allgemeingültige oder auch nur von der breiteren Allgemeinheit akzeptierte 

                                                      
4 Für eine Darstellung der historischen Entwicklung sei hier zudem auf die Arbeit von Jennings, Sycara 
und Wooldridge  [JSW98] verwiesen. 
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Definition eines Agenten.5 Sie wird jeweils unter Berücksichtigung der zugrunde liegenden 

Forschungsinteressen definiert und kann daher domänen- oder gar autorenspezifische 

Spezialitäten enthalten. [AM04] 

Allerdings ist festzustellen, dass sich die verschiedenen Definitionen in vielen 

Teilbereichen durchaus überschneiden. Sie lassen sich somit auf eine Menge von Eigenschaften 

zurückführen, die je nach Bedarf zur individuellen Definition zusammengefügt werden, um 

besonders wichtige Eigenschaften für den derzeitigen Anwendungskontext zu betonen. [JSW98] 

Zu den am häufigsten aufgeführten Eigenschaften zählen Situiertheit, Autonomie und Teleo-

Reaktivität, die daher im Weiteren auch als Primäreigenschaften bezeichnet werden.  

Darüber hinaus existiert eine Vielzahl weiterer Eigenschaften, die nur für einzelne 

Domänen bzw. Problemstellungen von besonderer Bedeutung sind. Diese Eigenschaften werden 

im Weiteren als Sekundäreigenschaften bezeichnet. Hierzu zählen z. B. Adaptivität, soziale 

Fähigkeiten und Mobilität.  

Situiertheit 

Situiertheit bedeutet, dass der Agent sich persistent in einer Umgebung6 befindet. Der Agent 

nimmt diese über Sensoren wahr und verändert sie über seine Effektoren. [WPH01] Solche 

Interaktionen erfolgen zumeist als iterativer Prozess, d. h. dass sich die Überprüfungen und die 

Veränderung der Umwelt fortwährend abwechseln. [Woo09] 

 

Abb. 2: Interaktionen zwischen Agent und Umgebung nach Wooldridge [Woo09] 

Eine besondere Bedeutung nehmen hierbei die Schnittstellen zur Kommunikation innerhalb der 

Sensoren und Effektoren ein. Der Austausch von Nachrichten ermöglicht den Agenten erst die 

Übermittlung von Wissen und hierdurch die Abstimmung ihres Verhaltens. Die Kommunikation 

                                                      
5 Man vergleiche dazu die fortwährende Diskussionen bei z. B. Franklin und Graesser [FG97], Alonso 
[Alo02], Panait und Luke [PL05] oder Macal und North [MN11]. 
6 Eine detailliertere Spezifikation hierzu erfolgt in Kap. 2.1.2 
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lässt sich dabei als willentlicher Akt der Agenten interpretieren, d. h. Empfang und Versand der 

Nachrichten erfolgen über die Sensorik bzw. Effektorik des Agenten. Dies erlaubt dann auch 

eine weitergehende Strukturierung der Dialoge mit formalen Methoden. [Klü01] 

Teleo-Reaktivität 

Die Situiertheit gewährt dem Agenten bereits einen gewissen Grad an Kontinuität. Er muss 

allerdings auf die Wahrnehmung seiner Umgebung rechtzeitig und in einer angemessenen Art 

und Weise reagieren, indem er aus der Gesamtmenge der zur Verfügung stehenden Aktionen 

eine Teilmenge auswählt und zur Ausführung bringt. [Bro91] Diese Aktionsauswahl ist dabei 

von reaktiven und proaktiven Verhaltensbestandteilen geprägt. 

 

Abb. 3: Teleo-reaktives Verhalten nach Winikoff, Padgham und Harland [WPH01] 

Mit Reaktivität beschreibt man dabei die Fähigkeit eines Agenten, Veränderungen in seiner 

Umwelt zu erkennen und die Aktionsauswahl mit Hilfe neuer, aus der Umwelt extrahierter 

Informationen anzupassen. Proaktivität bezeichnet hingegen die Fähigkeit eines Agenten zu 

zielorientiertem Verhalten. Mit Zielen kann der Agent seine Präferenz über Zustände7 

ausdrücken. [PM10] Der Agent berücksichtigt daher bei der Aktionsauswahl seine internen 

Zielvorgaben und ergreift die Initiative, um diese Zustände zu realisieren.  

Rein reaktive Agenten reagieren allerdings nur auf ihre Umwelt, arbeiten aber nicht auf die 

Erreichung eines Zieles hin, während rein proaktive Agenten sich zwar ihrer Ziele bewusst sind, 

aber die Einflüsse der sich verändernden Umwelt vernachlässigen. Der Modellierer muss daher 

ein angemessenes Gleichgewicht zwischen reaktivem und proaktivem Verhalten erreichen. 

[Woo09] Dieses kann dann zusammenfassend als Teleo-Reaktivität bezeichnet werden. [BN96] 

 
                                                      
7 Hierbei kann es sich sowohl um die internen Zustände des Agenten als auch um externe Zustände der 
Umwelt handeln. Winikoff, Padgham und Harland [WPH01] betonen, dass i. d. R. Letzteres der Fall ist. 
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Autonomie 

Autonomie bedeutet, dass der Agent seine Aktionen eigenständig bestimmt: Er entscheidet ohne 

fremde Maßgabe, wie er seine Sensorwerte interpretiert und welche Aktionen er aus der Menge 

der ihm zur Verfügung stehenden Möglichkeiten auswählt und zur Ausführung bringt. [BH04] 

Autonomie muss daher immer in Relation zu anderen Entitäten betrachtet und für den 

praktischen Einsatz weiter ausdifferenziert werden. [Ver04]  

Eine der weitreichendsten Klassifizierungen8 findet sich bei Carabelea, Boissier und Florea 

[CBF04], bei denen fünf unterschiedliche Dimensionen der Autonomie in Anlehnung an den 

Vowels-Ansatz von Demanzeau [Dem95] unterschieden werden (vgl. Tabelle 1).  

2.1.2. Umgebung 

Die Umgebung eines Agenten stellt eine Abstraktion aller ihn umgebenden 

Bedingungen dar. [WOO07] Sie dient der Interaktions-Mediation und dem Ressourcen- bzw. 

Kontext-Management [Pla+07] und enthält (extern) verfügbare Entitäten9 sowie Schnittstellen 

bzw. Dienste, die anhand einer zugrunde liegenden Topologie10 strukturiert werden können. 

Nach Molesini, Omicini und Viroli [MOV09] kapselt sie damit bereits einen signifikanten 

Anteil der System-Komplexität, die beim Entwurf des Agenten unberücksichtigt bleiben kann. 

Nach Russell und Norvig [RN95] lassen sich die Umgebungen anhand von vier grundlegenden 

Dimensionen strukturieren:  

Diskretheit 

Die Diskretheit der Umwelt beschreibt die Anzahl der möglichen Werteausprägungen, mit 

denen der Agent in seiner Umwelt konfrontiert werden kann. Diese Eigenschaft lässt sich dabei 

entlang der folgenden drei Dimensionen verfeinern:  

- In einer räumlich-diskreten Umgebung kann der Agent nur an einer endlichen Anzahl 

von Punkten auf seine Umgebung zugreifen (z. B. innerhalb eines Graphen, wo der 

Agent nur an den Knoten Zugriff auf seine Umgebung erhält). Bei räumlich-

kontinuierlichen Umgebungen ist die Anzahl dieser Punkte nicht festgelegt, bzw. nicht 

zählbar.  

                                                      
8 Alternative Ansätze finden sich z. B. bei Schillo und Fischer [SF04] bzw. Verhagen [Ver04]. 
9 Hierbei herrscht in der Literatur Uneinigkeit, ob der Agent selbst zu diesen Entitäten gezählt werden 
sollte. Man betrachte dazu z. B. die Diskussion bei Molesini, Omicini und Viroli [MOV09]. Unter 
Berücksichtigung des vorgestellten Begriffs der Situiertheit (vgl. Kap. 6) und der Argumentation von 
Ferber [Fer01] folgend, wird in dieser Arbeit im Weiteren davon ausgegangen, dass sie explizit 
eingeschlossen werden. 
10 Dies geschieht zumeist anhand räumlicher Modellen (wie z. B. Graphen oder Netzwerken). Allerdings 
muss dies nicht der Fall sein, wie die sog. „Suppen-Topologie“ bei Macal und North [MN11] zeigt. 
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- In einer zeitlich-diskreten Umgebung besitzt der Agent nur zu festgelegten Zeitpunkten 

Zugriff auf die Umwelt. Bei zeitlich-kontinuierlichen Umgebungen kann dies hingegen 

zu quasi beliebigen Zeitpunkten erfolgen. 

- In einer informationell-diskreten Umgebung benötigt der Agent bei der Beschreibung 

eines Umweltzustands nur eine beschränkte Anzahl an diskreten Variablen. Bei einer 

räumlich-kontinuierlichen Umgebung ist wenigstens eine dieser beschreibenden 

Variablen kontinuierlich. 

Zugänglichkeit 

Eine zugängliche Umgebung zeichnet sich durch einen akkuraten und aktuellen Zugriff des 

Agenten auf sämtliche Informationen aus, die diese Umgebung beschreiben bzw. von ihr 

bereitgestellt werden. In einer unzugänglichen Umgebung muss der Agent verzerrte oder 

unvollständige Wahrnehmungen berücksichtigen. 

Determinismus 

In einer deterministischen Umgebung besitzt jede transformierende Handlung des Agenten 

einen vorher festgelegten Effekt. Es besteht keine Unsicherheit darüber, in welchem Zustand 

sich die Umgebung nach der Ausführung dieser Aktion befinden wird. 

Dynamik 

Eine statische Umgebung ist nur durch die Ausführung von Aktionen eines Agenten 

veränderbar. In einer dynamischen Umgebung existieren noch weitere Prozesse oder Entitäten, 

die die Umgebung verändern können und sich der Kontrolle des Agenten entziehen. 

Die entsprechende Berücksichtigung der Umgebung entlang dieser Dimensionen 

während der Modellierung und Implementation der Agenten stellt allerdings auch weiterhin eine 

besondere Herausforderung für den Entwickler dar. [Klü00] 

2.1.3. Interaktionen 

Wie bereits dargestellt wurde, können die Agenten ihre Umwelt mittels ihrer Sensoren 

wahrnehmen und mittels ihrer Effektoren verändern. In der Regel besitzt jeder Agent aber nur 

eine begrenzte Reichweite innerhalb der Umgebung, d. h. seine Sensoren sind nicht in der Lage, 

ein komplettes Abbild der Umgebung zu erfassen, und seine Effektoren können die Umwelt 

nicht vollständig in einen gewünschten Zielzustand transformieren. [Par+05]  
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Autonomie-Dimension Ausprägung 

Nutzer-Autonomie  
(U-Autonomy) 
 

Die grundlegendste Form der Autonomie stellt die Unabhängigkeit von 

einem Nutzer dar. Der Agent tritt dabei als Vertreter für eine reale Per-

son oder andere Agenten auf. Der Agent wird als vollständig nutzer-

autonom bezeichnet, wenn er jederzeit entscheiden kann, welche 

Handlungen er als nächstes (im Interesse des Vertretenen) ausführt.  

Soziale Autonomie 
(I-Autonomy) 
 

Soziale Autonomie entsteht bei der Interaktion mehrerer Agenten. Ein 

Agent wird als vollständig sozial-autonom bezeichnet, wenn er stets in 

der Lage ist, seine eigenen Ziele zu verfolgen, d. h sollte er von einem 

anderen Agenten beauftragt werden, dessen Zielsetzung zu 

übernehmen, so besitzt er die Freiheit, diesen Auftrag abzulehnen.  

Normen-Autonomie 
(O-Autonomy) 
 

Durch die Nutzung von autonomem Verhalten kann eine Nicht-

Determiniertheit im System entstehen, da die Handlungen der Agenten 

i. d. R. nicht mehr a priori vorhergesagt werden können. Um dem zu 

begegnen, können regulierende Normen eingeführt werden.11 Ein 

vollständig normen-autonomer Agent wägt dabei den Wert der 

Erfüllung seiner eigenen Zielsetzung gegenüber der Normeinhaltung 

ab. 

Umgebungs-Autonomie 
(E-Autonomy) 
 

Umgebungs-Autonomie bezieht sich auf den Umstand, dass die Um-

gebung das Verhalten des Agenten nur beeinflussen, aber nicht 

erzwingen kann. Ein Agent, der völlig losgelöst von seiner Umwelt 

existieren würde, könnte als umgebungs-autonom bezeichnet werden. 

Dies steht allerdings im Widerspruch zur bereits dargestellten 

Situiertheit. Man unterscheidet daher anhand der Stärke des Einflusses 

der Umgebung auf das Verhalten eines Agenten zwischen schwach und 

stark umgebungs-autonomen Agenten. 

Selbst-Autonomie 
(A-Autonomy) 

 

Selbst-Autonomie beschreibt die Fähigkeit eines Agenten, nicht nur 

eine einzelne Entscheidung selbstständig zu treffen, sondern aus 

mehreren Verhaltensalternativen gezielt eine auszuwählen. Diese Wahl 

wird weder vom Nutzer noch durch andere Agenten, der Umgebung 

oder vorhandene Normen beeinflusst. Diese Autonomie ist implizit in 

allen Agenten enthalten, da erst durch die Schaffung mehrerer 

Verhaltensalternativen die vorher angeführten Autonomie-Formen 

ermöglicht werden. 

Tabelle 1: Autonomie-Dimensionen nach Carabelea, Boissier und Florea [CBF04] 

 

                                                      
11 Vgl. dazu Kap. 2.1.4 
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Um ihre Ziele (und damit zumeist auch das übergeordnete Ziel des Gesamtsystems) zu 

erreichen, müssen die Agenten ihre Handlungen untereinander abstimmen. Ferber [Fer01] 

definiert Interaktionen somit als die dynamische Beziehung mehrerer Agenten, wenn sie durch 

ihre Handlungen direkt oder indirekt miteinander in Kontakt kommen.12 Die Interaktionen 

lassen sich beruhend auf drei Fragestellungen weitergehend strukturieren (vgl. Tabelle 2): 

1. Sind die Ziele der Agenten kompatibel oder inkompatibel?  

2. Sind ausreichend Ressourcen zur Erreichung aller Ziele vorhanden? 

3. Besitzen alle beteiligten Agenten die notwendigen Fähigkeiten, um ihre Ziele zu 

erreichen? 

Durch Kooperation mit anderen Agenten können die Agenten ihre Reichweite in der 

Umgebung effektiv erweitern. Bei Antagonismus findet hingegen ein Wettbewerb um das 

Zugriffsrecht auf die Umgebung statt.  

Selbst bei der vereinfachten Betrachtung von genau zwei Agenten lassen sich nach 

Wooldridge [Woo09] bereits vier grundsätzliche Relationen für die Abhängigkeiten zwischen 

den Agenten identifizieren (vgl. Tabelle 3). Allerdings unterliegen diese aufgrund von 

Informationsasymmetrie häufig einem subjektiven Blickwinkel.13 Bei lokaler Kenntnis ist einem 

der beiden Agenten bewusst, dass eine Abhängigkeit vorliegt. Er unterstellt zudem, dass seinem 

Gegenüber diese Abhängigkeit nicht bewusst ist. Dieser vermutet stattdessen, dass eine andere 

Abhängigkeitsrelation vorliegt. Im Fall der gegenseitigen Kenntnis geht der Agent nicht nur 

davon aus, dass eine Abhängigkeit existiert, sondern er vermutet auch, dass seinem Gegenüber 

diese Abhängigkeit bewusst ist. 

Die unterschiedlichen Interaktionsmöglichkeiten und die (eventuell nur temporär) 

vorliegenden Abhängigkeiten erschweren die Untersuchung und die Vorhersage des emergenten 

Verhaltens des Gesamtsystems. 

  

                                                      
12 Holland [Hol96] unterscheidet dabei drei Arten der direkten und unmittelbaren Interaktion: die Agenten 
nehmen sich durch ihre Sensoren gegenseitig wahr, sie üben eine (unmittelbare) Handlung aufeinander 
aus oder die Agenten kommunizieren miteinander. Indirekte und i. d. R. verzögerte Interaktionen 
entstehen, wenn ein Agent eine Veränderung der Umwelt verursacht, die das Verhalten der anderen 
Agenten (zu einem späteren Zeitpunkt) beeinflusst. Dies wird dann unter dem Begriff Stigmergie 
subsumiert. 
13 Für ein veranschaulichendes Beispiel sei hier auf die eigene Darstellung in [Kru06] verwiesen.   
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Kategorie Interaktionsart Ziele Ressourcen  Fertigkeiten 

Indifferenz 

Unabhängigkeit kompatibel ausreichend ausreichend 

Einfache 

Zusammenarbeit 
kompatibel ausreichend unzureichend 

Kooperation 

Blockade kompatibel unzureichend ausreichend 

Koordinierte 

Zusammenarbeit 
kompatibel unzureichend unzureichend 

Rein individueller 

Wettbewerb 
inkompatibel ausreichend ausreichend 

Antagonismus 

Rein kollektiver 

Wettbewerb 
inkompatibel ausreichend unzureichend 

Individuelle 

Ressourcenkonflikte 
inkompatibel unzureichend ausreichend 

Kollektive 

Ressourcenkonflikte 
inkompatibel unzureichend unzureichend 

Tabelle 2: Interaktionsarten nach Ferber [Fer01] 

Form der 

Abhängigkeit 
Ausprägung 

Unabhängigkeit 
Unabhängigkeit liegt vor, wenn keiner der beiden Agenten den anderen 

zur Erreichung seiner Ziele benötigt. 

Einseitige 

Abhängigkeit 

Einseitige Abhängigkeit liegt vor, wenn nur einer der beiden Agenten den 

anderen zur Erreichung seiner Zielsetzung benötigt. 

Gegenseitige 

Abhängigkeit 

Gegenseitige Abhängigkeit liegt vor, wenn beide Agenten sich gegenseitig 

benötigen, um eine gemeinsame Zielsetzung zu erreichen. 

Reziproke 

Abhängigkeit 

Reziproke Abhängigkeit liegt vor, wenn beide Agenten auf die 

Unterstützung des Gegenübers zur Erfüllung ihrer Ziele angewiesen sind, 

aber die beiden Agenten divergierende Zielsetzungen besitzen. 

Tabelle 3: Abhängigkeitsformen zwischen zwei Agenten nach Wooldridge [Woo09] 
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2.1.4. Organisation 

Um die Anzahl der Konflikte und Verhandlungen während der Interaktionen zu 

reduzieren, können regulierende Normen etabliert werden, die die Aktionsauswahl des 

einzelnen Agenten (im Interesse des gesamten Systems) im Vorhinein beeinflussen. [FT00] Die 

Organisation innerhalb des Multiagentensystems beschreibt nach Gouaich [Gou04] die 

Zusammenfassung aller Mechanismen, die die Entropie innerhalb des Multiagentensystems 

reduziert und ein kohärentes Verhalten des gesamten Systems ermöglicht. Sie stellt dabei ein 

dynamisches Rahmenwerk für die Agenten dar, das eine Zusammenfassung gleichartiger 

Agenten als aggregierte Entitäten erlaubt. Als Teilnehmer in einer Gruppe können die Rechte, 

Pflichten, notwendige Voraussetzungen und Fertigkeiten usw. in einer Rollenbeschreibung14 

festgelegt werden. [Pac04]  

Level n + 2

Level n + 1

Level n
 

Abb. 4: Organisationsstruktur eines Multiagenten-Systems nach Ferber [Fer01] 

Der Agent ist dabei nicht gezwungenermaßen statisch an eine Gruppe gebunden und 

kann auch mehreren Gruppen oder gar keiner Gruppe angehören. [FGM04] Durch die 

sukzessive Betrachtung aller Beziehungen der Agenten kann somit eine komplexe 

Organisationsstruktur entstehen (vgl. Abb. 4), wobei direkte Abhängigkeiten zwischen den 

                                                      
14 Für eine weiterführende Darstellung und Diskussion unterschiedlicher formaler Notationen zur 
Modellierung von Organisationen sei an dieser Stelle auf die Arbeit von Ferber, Gutknecht und Michel  
[FGM04] verwiesen. 
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Agenten auf der tiefsten Ebene angesiedelt und die aggregierten Abhängigkeiten zwischen den 

Gruppen in höhere Ebenen eingebettet werden. 

2.2. Simulation 

Die computergestützte Simulation hat sich seit ihren Anfängen in den 1960er Jahren in 

vielen Forschungsrichtungen als wertvoller Ansatz zur Untersuchung komplexer Systeme 

etabliert. Die experimentelle Untersuchung eines abstrahierten und idealisierten Modells kann 

zu einem tiefgreifenden Verständnis des zugrunde liegenden Systems führen, wenn sich reale 

Beobachtungen und analytische Verfahren aus Gründen der Komplexität, der Unzugänglichkeit 

oder eines zu hohen immanenten Risikos nicht durchführen lassen. 

Die Simulation kann dabei (auch und gerade im Kontext der multiagentenbasierten 

Simulation) drei wesentliche Ziele verfolgen. [Hea10] Bei einem tief greifenden Verständnis 

der Domäne und der konkreten Aufgabenstellung kann sie als Prädiktor des zu erwartenden 

Verhaltens des Systems genutzt werden.  

Sofern der Modellierer aber über kein hinreichendes Wissen verfügt, lässt sie sich auch 

für einen explorativen Ansatz nutzen, bei dem ein tiefgreifender Erkenntnisgewinn über das 

Modell und das zugrundeliegende System angestrebt wird. In seiner stärkeren Form dient die 

Simulation dabei als Mediator, bei dem ein konzeptuelles Modell zur Ausführung gebracht 

wird, um es so auf seine Validität und Angemessenheit hin zu überprüfen. In seiner 

schwächsten Form dient die Simulation als Generator, der nur eine Betrachtung des 

entstehenden Modellverhaltens ermöglicht.     

 Die Simulation fungiert aber nicht nur als Werkzeug, sondern sie stellt dem Entwickler 

auch eine strukturierte Methode zur Verfügung, die von der Konzeption über die 

Implementation bis hin zur eigentlichen Ausführung und Analyse der Modelle reicht. Hierbei 

wird im Wesentlichen eine iterative Herangehensweise propagiert. In der Literatur wird dieses 

Vorgehen unter dem Begriff des Modellierungszyklus (vgl. Abb. 5) subsumiert.15 Der 

Entwickler muss dabei immer wieder die Korrektheit und Angemessenheit seiner derzeitigen 

Aktivitäten überprüfen. 

                                                      
15 Für eine detaillierte Beschreibung der einzelnen Aktivitäten sei an dieser Stelle auf die ausführlichen 
Darstellungen bei z. B. Banks et al. [Ban+10] verwiesen.  
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Abb. 5: (Vereinfachter) Modellierungszyklus der Simulation nach Sargent [Sar11] 

 Die multiagentenbasierten Modellierungsansätze bauen dabei auf den traditionellen 

prozess- und ereignisorientierten Modellierungsperspektiven der Simulation auf und erweitern 

diese.  

Ein Prozess gilt dabei als eine aktive und persistente Entität innerhalb des 

Simulationsmodells, deren ganzheitliches Verhalten (d. h. von der Erzeugung bis zur letztlichen 

Terminierung) aus einer lokalen Perspektive beschrieben wird. Klügl [Klü00] führt hierzu aus, 

dass in der agentenbasierten Sicht dieser Prozess innerhalb des Agenten als Verhalten gekapselt 

werden kann. Knaack, Kreutzer und Page [KKP05] bemerken dazu allerdings, dass die 

Flexibilität der Verhaltensdefinition gerade im Kontext der Autonomie und Teleo-Reaktivität 

weit über die quasi-lineare Bearbeitung der prozessorientierten Modellierung hinaus geht.  

 Ein Vergleich mit dem ereignisorientierten Modellierungsparadigma erscheint hingegen 

auf den ersten Blick unintuitiv und widersprüchlich, da keine zusammenfassende 

Transformation der Agenten durchgeführt werden soll. [KKP05] Gerade die Erfassung der 

unterschiedlichen Kommunikationsbeziehungen und Interaktionen der Agenten kann aber 

häufig erst mit Ereignissen zufriedenstellend modelliert werden, da sie eine notwendige 

zusammenfassende Beschreibung der Agenten erlaubt. [SDJ13] In der Tradition von Spaniol 

und Hoff [SH95] sollten diese Ereignisse jedoch nur als Ausgangspunkt für eine weiterführende 

Transformation innerhalb des Agenten genutzt werden.      
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Gerade im Bereich der konzeptuellen Modellierung und der Validierung muss der 

allgemeine Modellierungszyklus daher angepasst und verfeinert werden. So führen Macal und 

North [MN05] aus, dass der Entwickler (nach der eigentlichen Abgrenzung der Entitäten) 

bereits frühzeitig eine Festlegung einer inhärenten Agentenarchitektur, der Interaktionen der 

Agenten und der Organisation der Agenten bestimmen muss. Für diese Aktivitäten gibt es 

eigentlich keine Entsprechungen bei der Modellierung einer prozessorientierten Simulation.  

Bei der letztlichen Umsetzung und Ausführung kann der Entwickler mittlerweile auf 

eine relativ weite Bandbreite an Implementationen und Werkzeugen zurückgreifen. [RLJ06] 

Diese reicht von dedizierten Entwicklungsumgebungen bis hin zur proprietären Entwicklungen 

mit allgemeinen Programmiersprachen. Ein wesentliches Hindernis ist allerdings, dass bislang 

noch keine spezialisierten Programmiersprachen zur Verfügung stehen, die eine Umsetzung der 

Agenten gezielt unterstützen. [Mck+08] Der Entwickler muss daher seine Agenten zumeist mit 

objektorientierten Entwurfsmustern abbilden. Dies führt allerdings auch zu einer fortwährenden 

Diskussion, inwieweit eine weitreichende Abbildung des Agentenentwurfs überhaupt 

realisierbar ist. 16 

 

2.3. Kritik am Stand der multiagentenbasierten Simulation 

Eine der Kernaufgaben der multiagentenbasierten Simulation besteht in der 

Untersuchung von Wechselwirkungen zwischen dem Verhalten der Agenten und einem sich 

entfaltenden Verhalten auf einer übergeordneten systemischen Ebene. In diesem 

Zusammenhang wird zumeist der Begriff des emergenten Verhaltens genutzt, der sich im 

Wesentlichen auf die Definition von Broad zurückführen lässt.17 In seinem wegweisenden Buch 

„Mind and its place in nature” [Bro25] führte er dazu aus, dass … 

„[…] das charakterisierende Verhalten des Ganzen nicht, und zwar nicht 

einmal theoretisch, aus dem vollständigsten Wissen über das Verhalten seiner 

Komponenten abgeleitet werden könnte, auch wenn diese einzeln oder in 

anderer Zusammensetzung und ihren Anteilen und Anordnungen in diesem 

Ganzen betrachtet werden.“  

Aus der historischen Betrachtung heraus wird hierbei in erster Linie ein sog. 

Mikrodeterminismus unterstellt, d. h. das systemische Verhalten ergibt sich auf Grundlage 

                                                      
16 Vgl. dazu auch z. B. Franklin und Graesser [FG97], Fisher et al. [Fis+99] und Wooldridge [Woo09]. 
17 Für eine weiterführende Diskussion und die Darstellung der historischen Entwicklung sei an dieser 
Stelle auf die Arbeiten von Hoyningen-Huene [Hoy94] und Eronen [Ero04] verwiesen. 
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unbekannter oder nicht erfassbarer Wechselwirkungen zwischen den definierenden 

Komponenten des Systems. Emergenz steht somit im scharfen Kontrast zu Mechanizismus und 

Reduktionismus, da eine Deduktion der Abhängigkeiten zwischen der mikroskopischen und der 

makroskopischen Ebene nicht allein auf einer theoretischen Ebene erfolgen kann.  

In den vergangenen drei Jahrzehnten wurde im stärkeren Maße auch ein sog. 

Makrodeterminismus untersucht, dem zufolge auch ein kausaler Einfluss der makroskopischen 

Ebene auf die Komponenten in der mikroskopischen Ebene existiert. [Hoy94] Die Entfaltung 

beider Ebenen kann unter Berücksichtigung der komplexen Wechselwirkungen und 

Rückkopplungen erst im Zuge der tatsächlichen Ausführung untersucht werden.  

In der multiagentenbasierten Simulation wird derzeit allerdings noch immer ein 

verhältnismäßig starker Schwerpunkt auf die Untersuchung des emergenten Systemverhaltens 

gelegt. Dabei geht man im Wesentlichen davon aus, dass die Agenten mit einem vordefinierten 

statischen Verhalten ausgestattet werden sollten, d. h. das Verhalten des Agenten wird vor der 

tatsächlichen Durchführung der Simulationsexperimente fixiert und kann bzw. darf zur Laufzeit 

nicht weiter verändert werden.18 Der Agent wird dabei zwar nicht auf ein rein reaktives 

Verhalten reduziert, aber seine Autonomie wird häufig eingegrenzt (vgl. Kap. 2.1.1). 

Diese recht einseitige Betrachtung führt somit zu einer weitestgehenden 

Vernachlässigung der (Rückkopplungs-)Effekte auf den individuellen Agenten. Hierdurch 

besitzt er keine Möglichkeit, sein Verhalten dem entstandenen und wahrgenommenen 

Systemverhalten anzupassen. Diese Herangehensweise ist auf drei Ursachen zurückführen: 

1. Die Untersuchung der Emergenz entwickelte sich historisch vor dem Hintergrund 

physikalischer Fragestellungen.19 In dieser Domäne herrschen auf der mikroskopischen 

Ebene fundamentale Grundprinzipien vor, die keine Anpassung oder Variation dieser 

„physikalischen Gesetze“ erlauben.20 Bei einer Übertragung in andere 

Anwendungsdomänen21 wird auch eine entsprechende Kausalität unterstellt, die bei 

einer genaueren Analyse nicht zwingend gerechtfertigt ist. [Pen14]   

2. Selbst die Nutzung von relativ simplen (Verhaltens-)Regeln auf der mikroskopischen 

Ebene kann bereits zu einer sog. „komplexen Emergenz“ [HW08] führen, d. h. die 

                                                      
18 Man vergleiche hierzu auch die Ausführungen von z. B. Alonso und Mondragón [AM04], Macal und 
North [MN08] oder Chan, Son und Macal [CSM10].  
19 Vgl. z. B. Nicolis [Nic95] oder Newmann [New11]. 
20 Dabei muss allerdings herausgehoben werden, dass aufgrund eines mangelhaften Verständnisses oder 
einer ungenügenden Erfassbarkeit durchaus entsprechende Abstraktionen oder Idealisierungen 
vorgenommen werden können, die häufig in die Entwicklung stochastischer Modellen münden.  
21 Man betrachte hierzu z. B. die Ausführungen bei Pross [Pro03], Sedlacek et al. [Sed+10] oder 
Kapitanova [Kap10]. 
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Nutzung von linearen bzw. vergleichsweise einfachen stochastischen Verhalten führt zu 

nicht-linearem und letztlich nicht vorhersagbarem Verhalten auf der systemischen 

Ebene. [MP07] Im Kontext der Idealisierungen und Abstraktionen im 

Modellierungszyklus der Simulationen nutzen die Entwickler daher häufig 

vereinfachende Verhaltensmodelle, ohne hierdurch die Aussagekraft auf der 

makroskopischen Ebene allzu stark einzuschränken.  

3. Emergentes Verhalten äußert sich häufig in komplexen und dynamischen Mustern auf 

der systemischen Ebene, die sich aufgrund der inhärenten Nicht-Linearität bislang nur 

unzureichend durch automatisierbare Methoden erfassen und analysieren lassen. 

[BG08] Die Beurteilung der Muster muss daher manuell vom Nutzer durchgeführt 

werden. Gerade im Kontext der multiagentenbasierten Simulation werden daher in den 

Agenten verhältnismäßig statische Verhalten verankert, um einer weitergehenden 

„Flüchtigkeit“ dieser Muster entgegenzuwirken.          

Damit das Verhalten des Agenten allerdings im Vorhinein festgelegt werden kann, muss 

der Modellierer bereits während der Spezifikation des Modells sämtliche späteren 

Eventualitäten vorhersehen. Häufig muss das Verhalten in mehreren Iterationen angepasst 

werden (vgl. Kap. 2.2), bis ein adäquates (d. h. hinreichend detailliertes und ausdifferenziertes) 

Verhalten entsteht, das zur Ausführung gebracht werden kann.  

Ein solcher Ansatz ist allerdings unangemessen, wenn das zu untersuchende Modell 

über einen relativ hohen Grad an Dynamik22 oder Unsicherheit verfügt: Der Einsatz von 

statischen Verhaltensansätzen kann zur Realisierung einer suboptimalen Systemleistung führen, 

wenn vorhandene Handlungspotentiale von den Agenten nicht ausgeschöpft werden. Zudem 

lassen sich Schwächen im Agentenverhalten gezielt durch andere Entitäten bzw. Agenten 

ermittelt und ausnutzen. Selbst eine iterative Verfeinerung des Verhaltensentwurfs oder die 

Einführung von Normen (vgl. Kap. 2.1.4) können diese Defizite nur bedingt abmildern.  

Der Entwickler sollte stattdessen seinen Agenten mit entsprechenden Methoden und 

Ansätzen ausstatten, um ihn diese Aufgabe eigenverantwortlich und zur Laufzeit bewältigen zu 

lassen.   

 

                                                      
22 Hierfür können im Wesentlichen zwei verschiedene Ursachen identifiziert werden: Entweder ist die 
Dynamik bereits inhärenter Bestandteil des zugrunde liegenden Systems bzw. des davon abgeleiteten 
Modells, oder sie entsteht durch die komplexen und (teilweise) unvorhergesehenen Wechselwirkungen 
der Agenten. 
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3. Analyse zur Umsetzung adaptiven Verhaltens 

 

 

Im vorangegangenen Kapitel wurde beschrieben, dass eine statische Definition des 

Agentenverhaltens im Kontext dynamischer oder unsicherer Modelle häufig wenig zielführend 

ist. Der Agent benötigt stattdessen Möglichkeiten zur dynamischen und situationsbedingten 

Anpassung seines eigenen Verhaltens. Dies wird in der Literatur unter dem Begriff der 

Adaptivität subsumiert. Nach Zadeh [Zad63] lässt sich damit die Fähigkeit eines Agenten 

beschreiben, sein Verhalten an eine sich ändernde oder (teilweise) unbekannte Umwelt so 

anzupassen, dass er (weiterhin) ein bedeutungsvolles Ergebnis für sich und seine Umwelt 

erreichen kann.  

Diese recht allgemeine und unscharfe Definition muss für den praktischen Einsatz 

allerdings weiter ausdifferenziert werden. Hierbei lassen sich drei wesentliche Aufgaben für den 

Agenten ableiten: 

1. Identifikation der Verhaltensattraktoren und -repulsoren 

In einem dynamischen Prozess existieren häufig herausragende Zustände, die den 

Prozess maßgeblich beeinflussen können. Mit solchen Attraktoren und Repulsoren 

werden Teilmengen im Phasenraum bezeichnet, die Trajektorien anziehen bzw. 

abstoßen. [Len02] Die dynamischen Prozesse streben somit „natürlicherweise“ nach der 

Erreichung bzw. Vermeidung dieser Zustände.23 Im Kontext der multiagentenbasierten 

Simulation bedeutet dies, dass im Raum der möglichen Verhaltensausprägungen eine 

Teilmenge sinn- und bedeutungsvoller Verhalten existiert, die für die Erreichung einer 

vorgegebenen Aufgabenstellung geeignet sind. Diese sind für den Agenten bzw. seinen 

Entwickler aber zumeist nicht transparent, sodass er entsprechende Methoden zur 

Aufdeckung der Attraktoren bzw. Repulsoren benötigt.  

  

                                                      
23 Typische Beispiele sind (asymptotisch) stabile Punktattraktoren (z. B. Schellingpunkte in der 
Spieltheorie), zyklische Attraktoren (z. B. Grenzzyklen von Differentialgleichungen) oder sog. „seltsame 
Attraktoren“, wie sie in der Chaos-Theorie genutzt werden. 
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2. Auswahl eines Verhaltensattraktors bzw. -repulsors 

Der Agent steht häufig auch vor der Herausforderung, dass mehrere Attraktoren oder 

Repulsoren existieren, die er nicht gleichzeitig realisieren kann.24 Er muss daher aus 

diesen Alternativen unter Berücksichtigung seines derzeitigen Ausführungskontextes 

eine Teilmenge auswählen, die er für die Anpassung seines Verhaltens explizit 

berücksichtigen möchte. Der Kontext eines Agenten beschreibt dabei die Gesamtheit 

aller Informationen, die ihm zu einem definierten Zeitpunkt zur Verfügung stehen und 

die zur Bestimmung seines Verhaltens genutzt werden können. [Che+09] Hierzu 

gehören neben den erfassten und abgeleiteten (externen) Informationen aus der Umwelt 

bzw. über die Umwelt auch intern verfügbare Informationen, wie z. B. die derzeitigen 

Zielsetzungen des Agenten. 

3. Anpassung des Verhaltens 

Der Agent muss über geeignete Methoden verfügen, mit denen er im Zeitverlauf eine 

Anpassung seines Verhaltens vornehmen kann. Diese ermöglichen ihm typischerweise 

eine graduelle Überführung gegenüber den angestrebten Attraktoren. Dabei benötigt er 

neben den eigentlichen Operatoren zur Verhaltensmodifikation auch eine Rückmeldung 

über die Güte seines derzeitigen Verhaltens bzw. seiner Verhaltensanpassung.     

Dieses Kapitel untersucht die Ansätze zur Umsetzung adaptiven Verhaltens unter der 

Berücksichtigung der Anforderungen aus der multiagentenbasierten Simulation. Es beginnt in 

Unterkapitel 3.1 mit einer Beschreibung und Abgrenzung bestehender Adaptivitätsansätze. 

Danach werden im Unterkapitel 3.2 mögliche Formen zur Operationalisierung der Lernfähigkeit 

untersucht. Das Kapitel schließt in Unterkapitel 3.3 mit einer Analyse der bestehenden Ansätze 

im Bereich des maschinellen Lernens. 

3.1. Vergleich existierender Adaptivitätsansätze 

Dem Entwickler steht zur Umsetzung der Adaptivität eine Reihe grundsätzlicher 

Ansätze zur Verfügung. Diese unterscheiden sich in der grundlegenden Art und Weise der 

Verhaltensanpassung.  

Planungsverfahren 

Planung ist ein kognitiver Prozess zur gedanklichen Vorwegnahme zukünftiger Handlungen auf 

Grundlage von vorhandenem Domänen- und Modellwissen. [Sut91b] Als Ergebnis entsteht ein 

Plan, d. h. eine (partiell geordnete) Folge von Aktivitäten, deren Abarbeitung eine Überführung 

von einem Ausgangs- in einen erwünschten Zielzustand ermöglichen soll. [WC09] Sofern ein 

                                                      
24 Man vergleiche dies einmal mit der später in Kap. 6.2.2.2 vorgestellten „Rechte-Hand-Regel“, für die 
auch eine vollkommen gleichwertige „Linke-Hand-Regel“ existiert.   
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Plan nicht vollständig abgearbeitet werden konnte25, muss er durch ein erneutes Anstoßen des 

Planungsprozesses modifiziert oder durch einen neuen Plan ersetzt werden. [Bal98] Diese 

iterative Ausführung des Planungsprozesses gewährleistet (in relativ engen Grenzen) das 

Erreichen adaptiven Verhaltens. 

Evolutionäre Verfahren 

Evolutionäre Verfahren bilden eine Klasse von iterativen, heuristischen Optimierungsverfahren, 

die von biologischen Prinzipien der Evolution abgeleitet wurden. Hierfür wird ein zu 

optimierendes Problem einer Menge an Lösungskandidaten präsentiert.26 Nach deren Evaluation 

wird eine Teilmenge an vielversprechenden Kandidaten ausgewählt, die zur weiteren 

Optimierung herangezogen werden soll. Deren inhärente Lösungsstrategien werden in der 

nachfolgenden Iteration durch Mutation und Rekombination variiert und erneut evaluiert. 

Dieses Vorgehen ist zu wiederholen, bis keine signifikante Verbesserung des Verhaltens mehr 

erreicht werden kann. Der derzeit beste Lösungsansatz wird anschließend als (quasi-)optimale 

Lösung akzeptiert. 

Lernverfahren 

Lernfähigkeit beschreibt die Eigenschaft eines Systems, sich eigenständig so zu verändern, dass 

es in der Lage ist, seine derzeitige oder eine ähnliche Aufgabe bei wiederholter Ausführung 

effizienter zu lösen. [Sim85] Sie lässt sich daher auf eine Anpassung des zukünftigen 

Verhaltens auf Grundlage von vergangenen Erfahrungen zurückführen. [SW99] Der Akteur 

kann dabei eine interne Repräsentation der Aufgabenstellungen in einem zumeist relativ engen 

Rahmen manipulieren, um diese bei der späteren Ausführung effizient zu nutzen. [XU10]  Die 

verschiedenen Ansätze und Methoden zur Lernfähigkeit unterscheiden sich dabei in der Art und 

Weise, wann und wie solche Erfahrungen entstehen und welche Auswirkungen sie auf das 

Verhalten des Akteurs besitzen. 

Bei der Entscheidung zugunsten eines dieser Verfahren müssen die individuellen 

Stärken und Schwächen27 unter Berücksichtigung der Gegebenheiten des Anwendungskontextes 

gegeneinander abgewogen werden. [Küh+10] 

Dabei zeichnen sich die Planungsverfahren zusammenfassend durch ihren 

Gestaltungscharakter, der Zukunftsbezogenheit und den subjektiven Informationsbezug aus. 

                                                      
25 Dies tritt beispielsweise ein, wenn eine Aktivität nicht (erfolgreich) ausgeführt werden konnte oder ein 
unvorhergesehener Zustand eingetreten ist. 
26 Gerdes, Klawonn und Kruse [GKK04] bezeichnen evolutionäre Ansätze daher auch als massiv parallel 
ablaufende Optimierungsverfahren, da die Kandidaten typischerweise gleichzeitig existieren und die 
Problemstellung bearbeiten. 
27 Man betrachte z. B. die Ergebnisse von Moriarty, Schultz und Greffenstette [MSG99], Whiteson, 
Taylor und Stone [WTS10] oder Śnieżyński [Sni13]. 
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[Sch01] Die Planungen erfolgen dabei zumeist auf Grundlage eines subjektiven Modells. [Li09] 

Dieses zeichnet sich häufig durch unvollkommene Informationen aus, d.h. es ist unvollständig, 

unterliegt stochastischen Schwankungen oder ist schlichtweg fehlerhaft. In einer dynamischen 

Umgebung kann allerdings nicht mehr gewährleistet werden, dass das unterstellte Modell 

während der Ausführung des Plans seine Gültigkeit behält. Die unreflektierte Beibehaltung des 

Plans ist somit häufig nicht mehr zielführend. Bei einer (wahrgenommenen) Veränderung 

müssen sowohl das Umweltmodell als auch die erstellten Pläne überprüft und bei Bedarf 

angepasst werden. Durch die Notwendigkeit eines Modells kann die Güte des Verhaltens somit 

signifikant beeinflusst und die Anwendbarkeit für adaptive Fragestellungen letztlich 

eingeschränkt werden. [Sut90]  

Evolutionäre Verfahren ermöglichen durch den Einsatz von Selektion, Mutation und 

Rekombination einen sowohl gerichteten als auch ungerichteten Optimierungsprozess in der 

Menge aller möglichen Lösungskandidaten.28 Sie benötigen im Vergleich zu den 

Planungsverfahren kein detailliertes Modell der Umwelt und sind daher im Vergleich häufig 

wesentlich robuster. Sie können daher auch für komplexe Problemstellungen eingesetzt werden, 

die sich mit analytischen Methoden nur unzureichend lösen lassen. [GKK04] Dies geschieht 

allerdings häufig auf Kosten eines langwierigen und rechenintensiven Optimierungsprozesses, 

da der Nutzen der inhärenten Strategien eines Lösungskandidaten erst durch dessen praktische 

Ausführung ermittelt werden kann. [Dej06] Dabei müssen auch solche Kandidaten evaluiert 

werden, die während der Selektion verworfen werden. Die zeitpunktbezogene Bewertung der 

(momentanen) Lösungsqualität ist zudem häufig willkürlich und kann zu einer weiteren 

Verzerrung der Ergebnisse führen. [BAB10]  

Im Vergleich zu den Lernverfahren wirken evolutionäre Verfahren allerdings nur 

langfristig, da die Verhaltensadaption zwischen den verschiedenen Iterationen stattfindet. 

[BTM96] Dem einzelnen Agenten wird dabei die Fähigkeit zur Anpassung seines individuellen 

Verhaltens aberkannt. Für den Modellierer eines Agenten im Kontext der multiagentenbasierten 

Simulation ist aber häufig die schnelle und kurzfristige Adaptionsfähigkeit des einzelnen 

Individuums von großer Bedeutung, damit sich der Agent einer dynamischen Umwelt stellen 

kann. [BT04b] Lernverfahren bieten hierbei hingegen eine höhere Kopplung zwischen 

Evaluation und Verhaltensanpassung, da beides während der tatsächlichen Ausführung des 

Agenten stattfinden muss. Allerdings benötigen sie eine geeignete interne Repräsentation des 

Problemraums, um effiziente Anpassungen des Verhaltens zu ermöglichen. 

                                                      
28 Sie gehören daher zur Klasse der Meta-Heuristiken, d. h. für hinreichend komplexe 
Aufgabenstellungen existieren keinerlei mathematische Nachweise, dass die berechnete Lösung auch 
wirklich der optimalen Lösung des Problems entspricht. Empirische Nachweise belegen aber ihre 
Bedeutung zur Steuerung komplexer Systeme. 
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Für die Umsetzung eines adaptiven Agenten bietet sich somit insbesondere eine 

Integration der Lernfähigkeit an. Daher wird im weiteren Verlauf dieser Arbeit nur noch eine 

weiterführende Betrachtung der Lernfähigkeit durchgeführt. 

3.2. Operationalisierte Formen der Lernfähigkeit 

Für den praktischen Einsatz in einer multiagentenbasierten Simulation benötigt der 

Modellierer eine operationalisierte oder zumindest operationalisierbare Form der Lernfähigkeit. 

Diese beschreibt die notwendige innere Repräsentation und bietet strukturierte Regeln zur 

Überführung aufgrund der erlangten Erkenntnisse. 

 Im Idealfall wird dies bereits vom zu untersuchenden System bzw. der zugrunde 

liegenden Domäne bereitgestellt. Dies ist in der Praxis allerdings nur selten der Fall. Daher 

muss der Entwickler auf domänenfremde Theorien und Modelle zurückgreifen und diese 

anschließend in den Kontext der multiagentenbasierten Simulation übertragen und dort 

integrieren. Hierbei kann er entweder auf empirische (z. B. aus den Neurowissenschaften, der 

Verhaltensbiologie und der Psychologie) oder theoretische (z. B. aus der Mathematik oder der 

Informatik) Lernmodelle zurückgreifen.  

Lernfähigkeit in den Neurowissenschaften 

Die Neurowissenschaften untersuchen den Aufbau und die Funktionsweise des zentralen 

Nervensystems. Zur Reduktion der inhärenten Komplexität wird das Nervensystem dabei auf 

unterschiedlichen Abstraktionsebenen beschrieben. Diese reichen von der molekularen Ebene 

(mit der Beschreibung der biochemischen und physikalischen Prozesse) über die zellulare 

Ebene (mit der Beschreibung des Aufbaus und der Funktionsweise der einzelnen Nervenzellen) 

bis zur systemischen Ebene (mit der Beschreibung des Aufbaus und der Funktionsweise des 

gesamten Nervensystems). [BCP06]  

Die Funktionsweise des zentralen Nervensystems ist dabei vor allem auf den tieferen 

Abstraktionsebenen weitestgehend erforscht. So stellen offenkundig Veränderungen der 

Synapsen und die Etablierung von (optimalen) Aktivierungsniveaus elementare Bestandteile der 

Lernfähigkeit dar. [EW12] Es fehlen allerdings weitergehende Erkenntnisse, welche 

Wechselwirkungen zwischen den einzelnen Ebenen schließlich zu intelligentem Verhalten und 

zu Lernfähigkeit auf den höheren Ebenen führen. [PM10] 

Zudem ist das zentrale Nervensystem zu komplex, um mit technischen Mitteln in seiner 

Gesamtheit valide abgebildet zu werden: So besitzt das menschliche Gehirn Schätzungen 

zufolge etwa 100 Milliarden Nervenzellen, wobei jede einzelne Nervenzelle wiederum mit 
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1.000 bis 100.000 anderen Nervenzellen verknüpft sein kann. [Mel03] Derzeitige 

Computermodelle sind allerdings nur in der Lage, wenige 10.000 Neuronen vollständig und 

valide abzubilden. [Kin+09] 

Lernfähigkeit in der Verhaltensbiologie 

Die Verhaltensbiologie untersucht die Ursachen und die Funktion des Verhaltens von Tieren 

und Menschen unter Berücksichtigung ihrer natürlichen Lebensbedingungen und ihrer 

Evolutionsgeschichte. [Mun+11] Das Verhalten ist dabei durch die Wechselwirkung zwischen 

genetisch kodierten und somit angeborenen Instinkten bzw. Reflexen und umweltbedingten, 

erlernten Fähigkeiten geprägt. Lernen ermöglicht eine Feinanpassung des Individuums an seine 

Umwelt, indem es seine Verhaltensweisen auf Grundlage von Erfahrungen mehr oder minder 

bewusst und im Rahmen seines vorgegebenen genetischen Handlungsspielraums modifiziert. 

[Hic+08] 

In der Forschung wird dabei zwischen individuellem Lernen und sozialem Lernen 

unterschieden, wobei eine entsprechende Abgrenzung nicht immer vollständig und eindeutig 

möglich ist. [Sch10] Unter dem Begriff des individuellen Lernens werden Ansätze 

zusammengefasst, bei denen das Lernverhalten durch Reize in der Umwelt ausgelöst wird (wie 

z. B. Sensitivierung, Habitutation und Konditionierung), während beim sozialen Lernen das 

Lernverhalten erst durch die soziale Interaktion mit Artgenossen entsteht (z. B. Imitiation, 

Unterrichten oder Stimmungsübertragung). [Kap12] 

Die Verhaltensbiologie liefert allerdings mehrheitlich nur qualitative Modelle. Insbesondere im 

Bereich des Lernens entstehen dabei mehr oder weniger komplexe Eingangs-Ausgangs-

Analysen, bei denen die Beziehung zwischen bestimmten Umwelteinflüssen und der Reaktion 

des Individuums beobachtet wird. Der Organismus selbst wird hingegen als Blackbox 

betrachtet. Das (Lern-)Verhalten eines Organismus wird somit von einer Vielzahl interner (z. B. 

physiologische, endokrinologische und neurobiologische Prozesse) sowie externer Faktoren (z. 

B. ökologische und soziale Variablen) beeinflusst. [Nag06]    

Lernfähigkeit in der Psychologie 

Die Lernpsychologie, als Teilgebiet der allgemeinen Psychologie, beschäftigt sich mit der 

Beschreibung, Erklärung und Vorhersage des Lernvorgangs im Menschen. Sie vereinigt dabei 

verhaltensbezogene und kognitive Fragestellungen unter Einbeziehung neurowissenschaftlicher 

Erkenntnisse über den Aufbau des zentralen Nervensystems. Der Lernende wird dabei nicht 

länger als „passiver Rezipient“ (im Gegensatz zu den Lernexperimenten des klassischen und 

operanten Konditionierens), sondern als aktiver Gestalter des Lernprozesses betrachtet, der in 

Wechselwirkung mit emotionalen, vitalen und sozialen Komponenten steht. [Cor70]  
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Die Lernpsychologie unterscheidet sich dabei von der Verhaltensbiologie in erster Linie durch 

die Einbeziehung kognitiver Fragestellungen, die den Fokus somit auf die inneren Abläufe des 

Lernens im Individuum richtet. Komplexen Lernsituationen begegnet der Lernende offenkundig 

durch die Kombination verschiedener Techniken. [Ede00] Die Lernpsychologie verfolgt 

heutzutage verstärkt einen differentiellen Ansatz, d. h. es werden keine allgemeingültigen 

Lernverfahren erforscht, sondern spezifische Faktoren gesucht, die den Lernerfolg des einzelnen 

Lernenden nachhaltig beeinflussen. [WPP06]  

Lernfähigkeit in der Mathematik 

In der Spieltheorie wird das (mehr oder minder eindeutig) rationale Entscheidungsverhalten in 

sozialen Konfliktsituationen untersucht. [HG03] Die ersten Arbeiten gingen noch davon aus, 

dass sämtliches Wissen bereits vor dem Beginn des eigentlichen Spiels vollständig bekannt und 

im Zeitverlauf unveränderlich ist. Solche Annahmen sind allerdings für realistische Modelle 

selten gegeben. Daher beziehen z. B. die moderneren Methoden des fiktiven Spiels und der 

evolutionären Spieltheorie solche im Verlauf des Spiels gewonnenen Erkenntnisse explizit in 

die Entscheidungsfindung mit ein, wodurch zeit- bzw. wissensabhängige Lösungen entstehen, 

die sich fortwährend in einem Spiel ändern können.  

Lernfähigkeit in der Informatik 

Innerhalb der Informatik finden sich mittlerweile auch mehr und mehr Arbeiten, die sich direkt 

mit Lernfähigkeit auseinandersetzen. Diese basieren auf zwei Grundthesen. Zum einen ist es für 

den Entwickler häufig einfacher, ein (verhältnismäßig) simples System zu entwickeln, das erst 

zur Laufzeit eine größere und komplexere Struktur generieren kann, als diese von vornherein zu 

entwickeln. [BM93] Zum anderen sind Entwickler häufig gar nicht in der Lage, sämtliche 

Strukturen im Vorhinein vollständig zu spezifizieren, mit denen das System später interagieren 

muss. Daher sollten solche Systeme in die Lage versetzt werden, sich verändernde Umstände zu 

erfassen und ihre Entscheidungsfindung selbstständig anzupassen, sobald neue Informationen 

eintreffen [AM04]. 

Die Forschung im Bereich der künstlichen Intelligenz versucht durch die Erzeugung und 

Analyse von künstlichem intelligenten Verhalten Rückschlüsse auf natürliches intelligentes 

Verhalten zu gewinnen. Das Teilgebiet des maschinellen Lernens beschäftigt sich dabei bereits 

seit Mitte des vergangenen Jahrhunderts29 mit der algorithmischen Umsetzung von (induktiven) 

Lernprozessen. [PL05] Ein (Computer-) System kann damit in die Lage versetzt werden, eine 

vorgegebene Problemstellung ohne weitergehende Führung durch einen Benutzer zu 

bewältigen, indem es selbstständig eine Lösungsstrategie auf Grundlage einer gegebenen oder 

                                                      
29 Man  betrachte dazu z. B. die wegweisenden Arbeiten von Minsky [Min54] und Samuel [Sam59] aus 
den 1950er Jahren. 
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gesammelten Menge an (exemplarischen) Beobachtungen und Erfahrungen entwickelt. 

[MRT12]  

Die empirischen Ansätze sind somit zwar häufig recht nah an der Anwendungsdomäne 

angesiedelt, aber auch wenig formalisiert und somit nur schwer zu operationalisieren. 

Insbesondere die Arbeiten aus den Neurowissenschaften und der Verhaltensbiologie bieten eine 

wertvolle Grundlage für die Beschreibung der elementaren Funktionsweise des Lernens. Ihnen 

fehlen allerdings eine weitergehende Abstraktion und ein integrativer Rahmen, der für die 

Überführung in eine operationalisierte Form notwendig wäre.  

 Die theoretischen Ansätze sind hingegen meist gut formalisiert bzw. bereits 

operationalisiert, aber dafür auch relativ domänenfern, sodass verstärkte Anforderungen in der 

Validierung der Modelle entstehen können. Sowohl die Spieltheorie als auch das maschinelle 

Lernen beschreiben vorrangig präskriptive Modelle, mit denen das optimale Verhalten 

rationaler Akteure beschrieben werden kann. Diese Prämisse der vollkommenen Rationalität 

aller beteiligten Akteure ist allerdings für realistische Modelle nicht zwingend zutreffend. 

[Zin95] Die Modelle der Spieltheorie bieten zudem aufgrund der extrem hohen Abstraktion der 

Akteure zu wenig Aufschluss über die notwendige Strukturierung bzw. eine weiterführende 

Einbettung in bereits vorliegende Agentenarchitekturen. 

Dennoch erscheint die Nutzung von bereits bestehenden Ansätzen aus dem Bereich der 

Informatik als am erfolgversprechendsten. Im weiteren Verlauf dieser Arbeit werden daher nur 

die bestehenden Ansätze aus dem Bereich des maschinellen Lernens betrachtet. 

3.3. Analyse der bestehenden Ansätze im maschinellen 

Lernen 

Das maschinelle Lernen ist ein stark interdisziplinäres Forschungsfeld, das u. a. auf 

Ansätze aus den Bereichen der Statistik, der Optimierung, der Psychologie und den 

Neurowissenschaften zurückgreift. [Gha03] Aufgrund dieser unterschiedlichen methodischen 

Ansätze ist allerdings auch ein sehr heterogenes Forschungsfeld entstanden, in dem neben drei 

dominierenden Kernansätzen eine Vielzahl hybrider Ansätzen existiert, bei denen die 

Lernverfahren mit anderen methodischen Ansätzen kombiniert werden (vgl. Abb. 6).  

Die drei Hauptrichtungen im maschinellen Lernen werden dabei als überwachtes 

Lernen, unüberwachtes Lernen und bestärkendes Lernen bezeichnet. [SW99] 
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Abb. 6: Ansätze im maschinellen Lernen 

Überwachtes Lernen (Supervised Learning) 

Die Aufgabe des überwachten Lernens besteht in der Aufdeckung sinnvoller Verknüpfungen 

zwischen einer Menge von unabhängigen Eingangsattributen und einem abhängigen 

Ausgangsattribut. Das Vorgehen lässt sich dabei in zwei Phasen unterteilen: Während der 

Trainingsphase wird dem lernenden System von einem „allwissenden Lehrer“ [SW99] für eine 

(begrenzte) Menge an Trainingsbeispielen30 die korrekte Ausprägung des abhängigen 

Ausgangsattributs bereitgestellt. Der Algorithmus muss hieraus die Zusammenhänge und 

Abhängigkeiten identifizieren, die in der Menge an Daten verdeckt sind und ein geeignetes 

Modell ableiten. [RM10] Anschließend kann dieses Modell in der Testphase zur Beurteilung 

von bisher unberücksichtigten Testinstanzen herangezogen werden. Das Hauptanwendungs-

gebiet des überwachten Lernens liegt im Bereich der automatischen Mustererkennung und wird 

z. B. in der Bilderkennung [DFD12] oder Diagnostik [AG12] eingesetzt.  

                                                      
30 Die Bereitstellung von geeigneten Beispiele ist dabei nicht trivial, da das lernende System auf der einen 
Seite nur solche Zusammenhänge erlernen kann, die auch adäquat in den Trainingsbeispielen vertreten 
sind, aber gleichzeitig auch eine Überanpassung des Modells vermieden werden muss. [FE08]  
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Unüberwachtes Lernen (Unsupervised Learning) 

Die Aufgabe des unüberwachten Lernens besteht in der eigenständigen Ableitung 

bedeutungsvoller Muster aus einer (fixierten) Menge verfügbarer Datensätze, die über ein 

„unstrukturiertes Rauschen“ hinausgehen. [Gha03] Dabei wird unterstellt, dass die zu 

untersuchenden Daten einer unbekannten, erzeugenden Verteilungsfunktion unterliegen, die 

vom Lernverfahren adäquat abgebildet werden muss. [CSZ06] Der Algorithmus erhält hierbei 

allerdings keine explizite Rückmeldung, sondern muss ein geeignetes Modell selbstständig auf 

Grundlage von „Versuch und Irrtum“ und Selbstorganisationsprozessen erstellen. Die 

Umgebung des Agenten agiert somit als „passiver Beobachter“. [SW99] Das 

Hauptanwendungsgebiet des unüberwachten Lernens findet sich wiederum im Bereich der 

automatischen Mustererkennung und wird z. B. in der Linguistik [HB11] oder der 

Bioinformatik [BO05] eingesetzt.  

Bestärkendes Lernen (Reinforcement Learning) 

Im Gegensatz zum überwachten Lernen ist der Entwickler nicht in der Lage oder nicht gewillt, 

einen „allwissenden Lehrer” zur Verfügung zu stellen, der dem Agenten innerhalb der 

(separierten) Trainingsphase die korrekten Handlungen aufzeigt. Stattdessen erhält er von einem 

„informierten Kritiker“ [SW99] ein skalares Signal, anhand dessen der Agent seine Handlungen 

selbstständig evaluieren und anschließend verbessern muss. Das Hauptanwendungsgebiet des 

bestärkenden Lernens liegt im Bereich der (autonomen) Kontrolle und wird z. B. in der Robotik 

(zu Land [KP12], auf dem Wasser [Ste04] und in der Luft [Cor10]), der Navigation [MLF12] 

oder der Ressourcenallokation [PKR11] eingesetzt. 

Neben diesen Kernansätzen existieren weitere sog. hybride Ansätze, bei denen Ansätze 

und Techniken innerhalb des maschinellen Lernens miteinander verbunden werden. 

Verbindung von überwachtem und unüberwachtem Lernen31 

Dem Algorithmus steht zu Beginn nur für eine Teilmenge der Beispielinstanzen die korrekte 

Ausprägung einer abhängigen Variablen zur Verfügung. Zur Erschaffung des erklärenden 

Modells müssen daher sowohl Techniken des überwachten als auch des unüberwachten Lernens 

eingesetzt werden. [CSZ06] Beispielhafte Anwendungen finden sich z. B. in der Bioinformatik 

[Wes+06] oder der automatischer Bildverarbeitung [GVS10].    

Verbindung von überwachtem und bestärkendem Lernen 

Durch die Integration von bestehendem (Domänen-)Wissen eines externen Beobachters kann 

der Prozess des bestärkenden Lernens (potentiell) beschleunigt werden, da neben dem 

                                                      
31 In der Literatur findet sich hierfür häufig auch die Bezeichnung „Semi-Überwachtes Lernen“. 
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unmittelbaren Nutzen auch Informationen über die langfristig günstigen Zuordnungen zur 

Verfügung gestellt werden können. [MS94] Beispielhafte Anwendungen finden sich z. B. in der 

Navigation [NO03a] oder der Datenanalyse [HLG08].  

Verbindung von unüberwachtem und bestärkendem Lernen  

Durch die Integration von selbstorganisierenden Prozessen können die erhaltenen Informationen 

über den Nutzen auch auf vergleichbare Instanzen übertragen werden. Dieses dient somit der 

Generalisierung und somit wiederum der Beschleunigung des zugrunde liegenden Prozesses des 

bestärkenden Lernens. Beispielhafte Anwendungen finden sich z. B. in der Robotik [PKM04] 

oder der Navigation [ULL12].      

Außer diesen hybriden Ansätzen existieren noch weitere Ansätze, bei denen die 

Methoden des maschinellen Lernens mit domänenfremden Ansätzen verbunden werden.  

Integration von automatischen Schlussfolgerungen 

Bei der Integration von automatischen Schlussfolgerungen werden die Lernvorgänge durch die 

Bereitstellung von (möglichst reichhaltigem) Domänenwissen unterstützt. [MKK86] Die 

Methode zielt dabei in erster Linie auf die Umwandlung der vorhandenen Vorkenntnisse in 

praktisch anwendbares Wissen ab. Sie ist besonders geeignet, wenn dem System zur 

Generierung eines Modells nur eine (verhältnismäßig) geringe Anzahl an Trainingsbeispielen32 

zur Verfügung steht. [Wus92] Exemplarische Anwendungen hierzu finden sich z. B. im Bereich 

der linguistischen Datenverarbeitung [SR89] oder der Robotik [Lai+12].   

Integration von evolutionären Ansätzen 

Einer der wesentlichen Kritikpunkte gegen die Nutzung von evolutionären Verfahren (vgl. Kap. 

3.1) war die langfristige Adaption des Verhaltens über die Generationsgrenzen hinweg. Aus 

biologischer Sicht wirken Evolution und Lernfähigkeit allerdings als komplementäre Prozesse. 

[BTM96] Daher existieren auch im Bereich der KI-Forschung hybride Ansätze, bei denen die 

verschiedenen Methoden miteinander integriert werden.33 Hierbei können insbesondere die 

grundlegenden Techniken der Mutation und Rekombination zur Variation des erlernten 

Verhaltens herangezogen werden. [TVL03] Solche hybriden Ansätze finden eine besondere 

Beachtung, wenn der Agent mit einem kontinuierlichen Problemraum konfrontiert wird oder 

sein Verhalten offensichtlich von stochastischen Handlungsauswahlen34 geprägt ist. 

                                                      
32 Durch die besondere Relevanz der einzelnen Trainingsinstanzen besitzt das erklärungsbasierte Lernen 
daher auch eine wesentlich dichtere Verwandtschaft zum deduktiven Lerntheorem. 
33 Für eine weitergehende Darstellung hierzu sei an dieser Stelle z. B. auf die Arbeiten von Moriarty, 
Schultz und Greffenstette [MSG99], Torres et al. [Tor+09] bzw. Whiteson [Whi12] verwiesen. 
34 Dies ist beispielsweise der Fall, wenn der Agent keinerlei dominierende Handlungen besitzt, sondern 
zufällig unter verschiedenen „gleichwertigen“ Handlungen auswählen muss. Die verschiedenen 
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Exemplarische Anwendungen hierzu finden sich z. B. im Bereich der Ökonomie [HW09] oder 

der Navigation [SB98b].  

Das Gebiet des maschinellen Lernens ist somit ein sehr ausdifferenziertes und 

heterogenes Forschungsfeld. Keines der vorhandenen Verfahren dominiert in Bezug auf 

Vorhersagegenauigkeit oder Laufzeiteigenschaften, sodass für den individuellen 

Anwendungskontext entschieden werden muss, welcher der Ansätze am besten geeignet ist.   

Bereitstellung eines evaluierenden Signals  

Der Agent benötigt für eine strukturierte Adaption seines Verhaltens ein evaluierendes Signal 

von der Umwelt, dass die Güte seines derzeitigen Verhaltens beschreibt. Im überwachten 

Lernen muss dabei ein „allwissender Lehrer“ im Modell verankert werden, der dem Agenten die 

korrekten Zuordnungen der Handlungen während einer Trainingsphase zur Verfügung stellen 

kann.  

Ein solches Vorgehen ist im Kontext der multiagentenbasierten Simulation nur bedingt 

realisierbar, da der Entwickler häufig nur ein allgemeines Domänenwissen über das zugrunde 

liegende System besitzt. Dieses kann nicht in einer hinreichend formalisierten und umfassenden 

Form zur Verfügung gestellt werden, um eine qualitative Entscheidung über die Korrektheit des 

derzeitigen Agentenverhaltens vorzunehmen. [CB96] Die Angemessenheit des Verhaltens kann 

häufig auch erst unter Berücksichtigung des emergenten Systemverhaltens bewertet werden, d. 

h. die Bewertung der individuellen Handlungen kann erst bei Berücksichtigung der 

Wechselwirkungen mit anderen Agenten adäquat beschrieben werden.  

Im bestärkenden Lernen muss hingegen ein „wertender Kritiker“ im Modell verankert werden, 

der dem Agenten eine quantitative Rückmeldung über den Nutzen und die Effizienz seines 

derzeitigen Verhaltens liefert. [BE02] Dies steht grundlegend in Übereinstimmung mit dem 

Kerngedanken der multiagentenbasierten Simulation, da zur Untersuchung der übergeordneten 

Zielsetzungen bereits entsprechende Kennzahlen zur Erfassung des Agenten- und 

Systemverhaltens spezifiziert und umgesetzt werden. Diese können alsdann auch als steuerndes 

(Belohnungs-)Signal den Agenten zur Verfügung gestellt werden, um dieses zur Anpassung 

ihres Verhaltens zu nutzen.  

Im unüberwachten Lernen ist eine solche weitergehende Rückkoppelung zwischen dem 

Agenten und seiner Umwelt nicht vorgesehen. Der Agent fungiert nur als „passiver Beobachter“ 

                                                                                                                                                            
Handlungsalternativen können hierbei als heterogene Populationen verstanden werden, die in einem 
Wettbewerb um die tatsächliche Ausführung konkurrieren. Durch die evolutionäre Entwicklung der 
Populationen können Gleichgewichte realisiert werden, die eine stochastische Handlungsauswahl 
ermöglichen. [Vid03]  
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der Umwelt. Die Strukturierung des eigenen Verhaltens erfolgt in erster Linie auf Grundlage 

von Selbstorganisation.  

Ein- und mehrstufige Entscheidungsprobleme 

Nach Sutton [Sut88] lassen sich die verschiedenen Aufgabenstellungen anhand des Zeitpunkts, 

zu dem die Korrektheit der Entscheidungen überprüft werden kann, in zwei (disjunkte) 

Problemklassen unterscheiden. 

 

Abb. 7: Ein einstufiges Entscheidungsproblem 

In einem einstufigen Entscheidungsproblem (vgl. Abb. 7) wird nur eine einzelne isolierte 

Entscheidungssituation betrachtet. Weitere Folgezustände bzw. daraus resultierende 

Entscheidungssituationen können vernachlässigt werden. [Sal03] Dies ist beispielsweise der 

Fall, wenn der Entscheidungsträger einen terminierenden Lebenszyklus besitzt35 bzw. aufgrund 

der gegebenen Modellstruktur nur (noch) eine einzelne Handlung ausführen kann oder der 

Entscheidungsträger immer wieder in dieselbe Ausgangs- und somit auch 

Entscheidungssituation zurückversetzt wird.  

In einem mehrstufigen Entscheidungsproblem (vgl. Abb. 8) muss hingegen berücksichtigt 

werden, dass die Entscheidungen aufeinander aufbauen und somit eine zeitliche und logische 

Reihenfolge durchlaufen. 

                                                      
35 So reduziert sich beispielsweise das Entscheidungsproblem aus Abb. 8 zu dem aus Abb. 7, sofern der 
Agent in Zustand s0 nur noch eine einzelne Aktion ausführen kann. 
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Abb. 8: Ein mehrstufiges Entscheidungsproblem 

In der multiagentenbasierten Simulation muss in erster Linie davon ausgegangen werden, dass 

die Agenten mit Aufgabenstellungen aus der Klasse der mehrstufigen Entscheidungsprobleme 

konfrontiert werden, da die Simulation in ihrer Zielsetzung auf die Untersuchung eines 

komplexen Modells über eine (ggf. unrestringierte) Zeitspanne abgestimmt ist. 

Ursprünglich wurde davon ausgegangen, dass die Methoden des überwachten Lernens und des 

unüberwachten Lernens sich im Wesentlichen nur für Aufgabenstellungen aus der Domäne der 

einstufigen Entscheidungsprobleme eignen. [Sut88] Die Unmittelbarkeit der Prognose erlaubt 

auch eine unverzügliche Überprüfung der Zuordnung, sodass keine Unsicherheit über die 

Auswirkungen späterer Handlungen entstehen kann.  

Mittlerweile wird allerdings auch verstärkt nach Ansätzen gesucht, die eine Übertragung des 

überwachten Lernens auf mehrstufige Entscheidungsprobleme erlauben.36 Boné und Crucianu 

[BC02] stellen hierzu allerdings kritisch fest, dass eine solche Übertragung der bestehenden 

Methoden nicht unproblematisch ist. Zum einen sind die Modellierer häufig gar nicht in der 

Lage, eine entsprechende Menge an Historien bereitzustellen, mit der langfristige 

Entwicklungen hinreichend in den verfügbaren Trainingsinstanzen repräsentiert werden.37 Zum 

anderen akkumulieren sich die Prädiktionsfehler, wodurch das angestrebte optimale Verhalten 

häufig nicht mehr realisiert werden kann. 

                                                      
36 Für eine Übersicht über die verschiedenen Ansätze und weiterführende Diskussion sei an dieser Stelle 
auf die Arbeit von Dietterich [Die02] verwiesen. 
37 Vgl. Fußnote 30.  
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Das bestärkende Lernen ist hingegen in seiner Grundausrichtung von vornherein auf 

mehrstufige Entscheidungsprobleme ausgerichtet. Die Bewertung der Handlungsfolgen muss 

während der eigentlichen Ausführung ermittelt werden, d. h. im Gegensatz zum überwachten 

Lernen muss keine optimale Zuordnung vorgegeben werden, sondern diese kann sich durch 

entsprechende Interaktion mit der Umwelt entwickeln. Durch die Bereitstellung eines skalaren 

Belohnungssignals lassen sich in den Methoden des bestärkenden Lernens auch entsprechende 

Mechanismen verankern, die eine entsprechende Berücksichtigung vergangener bzw. 

zukünftiger Entscheidungen ermöglichen.     

Statische und dynamische Lernverfahren 

Nach van Otterlo und Wiering [OW12] lassen sich die Aufgabenstellungen anhand der 

Verfügbarkeit und Veränderlichkeit der Datengrundlage in statische und dynamische 

Problemklassen unterteilen. In einem statischen Problem wird die Menge der zu untersuchenden 

Probleminstanzen als fixiert angesehen. Der Lernfortschritt kann durch die Anpassung des 

erlernten Modells gegenüber der (unbekannten) erzeugenden Verteilung bemessen werden. In 

dynamischen Verfahren hingegen verändert sich die Menge bzw. die Zugreifbarkeit der 

verfügbaren Instanzen im Zeitverlauf. Der Lernfortschritt muss dabei auch gegenüber 

vergangenen und ggf. nicht mehr wiederholbaren Instanzen berücksichtigt werden. 

Im Verständnis der multiagentenbasierten Simulation besitzen die Agenten zumeist nur einen 

eingeschränkten Zugriff auf die zugrunde liegende Problemstellung (vgl. Kap. 2.1.3). Sie 

können somit immer nur einzelne Ausschnitte der derzeitigen Aufgabenstellung erfassen und 

evaluieren. Durch die Anpassung des internen und externen Zustands verändert sich diese lokale 

Perspektive im Zeitverlauf. Zur Beurteilung eines angemessenen Verhaltens darf allerdings 

nicht nur die derzeitige Perspektive der Agenten berücksichtigt werden, sondern es müssen auch 

zukünftige und vergangene Episoden einbezogen werden. 

Im überwachten und unüberwachten Lernen erfolgt die Bewertung des Modells gegenüber einer 

vorgegebenen und fixierten Menge an (Trainings-)Datensätzen. Dabei wird eben unterstellt, 

dass die bereitgestellten Datensätze einer unveränderlichen Struktur unterliegen und darüber 

hinaus auch zur Prognose zukünftiger Probleminstanzen herangezogen werden können.   

Im bestärkenden Lernen hingegen findet keine (explizite) Unterscheidung zwischen einer 

Trainings- und einer Testphase statt, sodass sich das erlernte Verhalten fortlaufend ändern kann. 

Die eigentliche Adaption erfolgt allerdings zumeist nur lokal, d. h. der Agent verändert sein 

Verhalten nur punktuell auf Grundlage seiner derzeitigen Erfahrungen. Durch die Erfassung in 

einer sog. Politik kann das Verhalten nachhaltig persistiert werden.   
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Aktive und passive Lernverfahren 

Nach Thrun [Thr95] lassen sich die verschiedenen Ansätze in aktive und passive Lernverfahren 

unterscheiden. In einem passiven Lernverfahren muss der Agent bereits durch die (passive) 

Beobachtung seiner Umwelt sinnvolle Anpassungen an seinem Verhalten generieren. In einem 

aktiven Lernverfahren besitzt der Lernalgorithmus hingegen einen weitergehenden Einfluss auf 

die Auswahl der (zukünftiger) Beobachtungen. Hierbei entstehen also Rückkopplungseffekte 

zwischen der eigentlichen Adaption und der Wahrnehmung des Problemraums, die eine 

effizientere Anpassung an eine Verhaltensnische erlauben. [Set10] 

Das überwachte und unüberwachte Lernen lässt sich jeweils vorrangig den passiven 

Lernverfahren zuordnen, da eine weitestgehende Unabhängigkeit zwischen den 

Wahrnehmungen der Umwelt unterstellt wird. Dies lässt sich insbesondere auf die Ausrichtung 

auf einstufige Entscheidungsprobleme zurückführen. Das bestärkende Lernen wird eher den 

aktiven Lernverfahren zugeordnet, da die Adaption erst während der eigentlichen Ausführung 

des Agenten erfolgen kann. 

Im Kontext der multiagentenbasierten Simulation bietet sich vorrangig die Nutzung aktiver 

Lernverfahren an, wenn hiermit eine zielgerichtete Steuerung des Agentenverhaltens angestrebt 

werden soll. Das Lernverfahren erlangt damit eine relevante Wirkung auf die Erfassung der 

zugrunde liegenden Aufgabenstellung, da es aktiv die Handlungen des Agenten und somit auch 

die späteren Wahrnehmungen beeinflusst. Dies ermöglicht dem Agenten eine effizientere 

Nutzung seines Lernprozesses. Allerdings muss auch eine hinreichende Erkundung des 

Problemraums gewährleistet werden, um zu verhindern, dass er in suboptimalen 

Handlungsweisen verharrt.    

  Unter Berücksichtigung der vorangegangenen Argumentation werden daher im weiteren 

Verlauf nur die Ansätze des bestärkenden Lernens für eine Integration in die 

multiagentenbasierte Simulation herangezogen. 
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4. Konzeptueller Rahmen zur Integration lernfähiger 

Agenten in eine multiagentenbasierte Simulation 

A complex system that works  

is invariably found to have evolved  

from a simple system that worked.  

 

John Gall 

Im vorangegangenen Kapitel wurde die besondere Eignung des bestärkenden Lernens 

für die Integration innerhalb einer multiagentenbasierten Simulation herausgearbeitet. Das 

bestärkende Lernen besitzt dabei eine sehr stark mathematisch-formalisierte Fundierung, die 

besonders zur strukturierten Beschreibung und Ausführung des adaptiven Verhaltens geeignet 

ist. Hieraus erwuchs allerdings auch ein deutlich abweichendes Verständnis des Agentenbegriffs 

im Vergleich zur multiagentenbasierten Simulation (wie es im Kapitel 2.1.1 umrissen wurde), 

sodass eine direkte Integration der Lernmethoden in die Simulation bislang nicht im größeren 

Maße erfolgen konnte.  

Zudem sind die bestehenden Ansätze zur Umsetzung des bestärkenden Lernens sehr 

heterogen und bieten somit keine einheitliche Grundlage, auf die der Modellierer zurückgreifen 

könnte. Daher muss ein entsprechender konzeptueller Rahmen geschaffen werden, der eine 

weiterführende Integration der Lernverfahren in die Agenten ermöglicht. Hierbei müssen die 

definierenden Bestandteile des Lernens und ihre wechselseitigen Beziehungen untereinander 

identifiziert, abgegrenzt und strukturiert werden. 

In diesem Kapitel werden die Überlegungen zur Konzeptionierung eines 

Rahmenmodells für die Integration des bestärkenden Lernens in die Agenten eines 

multiagentenbasierten Simulationsmodells vorgestellt. Es beginnt in Unterkapitel 4.1 mit einer 

Darstellung der bestehenden Ansätze im Bereich des bestärkenden Lernens und einer Kritik am 

derzeitigen Vorgehen. Bevor ein konzeptuelles Rahmenmodell hergeleitet werden kann, werden 

in Unterkapitel 4.2 die grundlegenden Formalismen der Markov-Entscheidungsprobleme 

dargestellt. Daraufhin werden in Unterkapitel 4.3 die daraus abgeleiteten Fragestellungen 

beschrieben. Unterkapitel 4.4 beschreibt eine holonistische Betrachtung der Lerninstanz und der 
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Ableitung ihrer elementaren Bestandteile auf Basis der vorangegangenen Fragestellungen und 

der formalen Grundlagen. Das Kapitel schließt in Unterkapitel 4.5 mit einer 

zusammenfassenden Darstellung des konzeptuellen Rahmenmodells der Lerninstanz.  

4.1. Bestehende Ansätze und Kritik am derzeitigen 

Vorgehen 

In der Literatur zum bestärkenden Lernen findet praktisch keine Unterscheidung 

zwischen dem Agenten und dem eigentlichen Lernalgorithmus statt. Besonders deutlich ist dies 

in der Arbeit von van Hasselt [Has11] erkennbar: 

„Ein Agent im bestärkenden Lernen ist ziemlich einfach: Er besteht aus einer 

Politik für sein Verhalten und einem Algorithmus, um diese Politik 

anzupassen. Die meisten anderen Elemente, wie z. B. die Bereitstellung der 

Belohnungen, die Verarbeitung der Wahrnehmungen, ja selbst die körperliche 

Hülle des Agenten, werden als Bestandteil des Umgebungsmodells 

angesehen!“ 

Diese durchaus gängige Einschätzung lässt sich im Wesentlichen auf die 

(simplifizierende) Darstellung in der Standardliteratur zurückführen.38 Für einen Modellierer im 

Kontext der (multiagentenbasierten) Simulation ist ein solcher Ansatz allerdings wenig hilfreich 

oder zielführend, da er eine entsprechende Unterstützung bei der Integration des Lernverhaltens 

in seine (bereits bestehenden) Agentenarchitekturen benötigt.  

 

Abb. 9: Abstrakte Architektur einer proprietären Lernumgebung 

                                                      
38 Man betrachte hierzu die entsprechenden Ausführungen in der Arbeit von Sutton und Barto [SB98b], 
aber auch in aktuelleren (Lehr-)Büchern zu diesem Thema von z. B. Szepesvári [Sze10], Buşoniu et al. 
[Bus+10] oder van Otterlo und Wiering [OW12]. 
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Im Gegensatz zu anderen Domänen des maschinellen Lernens39 konnte sich dabei im 

Bereich des bestärkenden Lernens bislang noch kein einheitliches Vorgehen durchsetzen, auf 

das der Entwickler zurückgreifen könnte. [KE11] Die bestehenden Arbeiten sind noch immer in 

hohem Maße von proprietären Entwicklungen geprägt, die eine Vergleichbarkeit der Ergebnisse 

und auch eine Wiederverwendbarkeit der entwickelten Modelle, Architekturen und Algorithmen 

erschweren. [Son+07]  

Bislang existieren nur vergleichsweise wenige Arbeiten, die sich mit einer 

weiterreichenden Wiederverwendbarkeit beschäftigen. Erste Ansätze beziehen sich im 

Wesentlichen auf die Bereitstellung von spezialisierten Simulationswerkzeugen, in denen 

unterschiedliche Agenten bzw. Lernalgorithmen in einer fixierten Problemdomäne miteinander 

verglichen werden können. Hierbei liegt eine sehr starke Verzahnung zwischen dem Agenten, 

dem Lernalgorithmus, dem Umgebungsmodell und der Ausführungsumgebung vor (vgl. Abb. 

9). 

• Einer der ersten Ansätze zu diesem Thema lässt sich in der sog. Tileworld von Pollack 

und Ringuette [PR90] finden. Dieses Werkzeug enthält im Wesentlichen eine relativ 

simple Simulationsumgebung, in der Agenten in einem strukturierten, regelmäßigen 

Gitternetz eine Menge von Objekten auf vordefinierte Zielpositionen bewegen müssen. 

Der eigentliche Simulator fand allerdings keine weitere Verbreitung.40 Dies lässt sich 

neben der Fixierung auf die zugrunde liegende Anwendungsdomäne auch auf die 

intransparente Implementation der genutzten Simulationsfunktionalität und die fehlende 

Unterstützung bei der Strukturierung und Evaluation des Agenten zurückführen.  

• Eine wesentlich größere Resonanz fand hingegen der sog. SoccerServer von Noda et al. 

[Nod+98]. Die Arbeit beschreibt eine dedizierte Simulationsumgebung, in der simulierte 

Fußballroboter quasi in Echtzeit gegeneinander antreten können. Sie beinhaltet zudem 

ein spezialisiertes Kommunikationsprotokoll, mit es den unterschiedlichen Agenten 

(sprach- und plattformübergreifend) möglich ist, auf die simulierte Umgebung 

zuzugreifen. Hiermit findet eine erste weitergehende Entkopplung von den Agenten und 

ihrem Umweltmodell statt. Der SoccerServer ist auch heutzutage noch relativ weit in 

der Literatur verbreitet, da er seit dem erstmalig 1998 ausgetragenen RoboCup als 

Ausführungsumgebung für die simulierte Variante dieses Roboterwettbewerbs genutzt 

                                                      
39 So existiert insbesondere für die Bereiche des überwachten und unüberwachten Lernens eine 
verhältnismäßig große Anzahl an integrativen und allgemein anerkannten Systemen. [Che+07] Hierzu 
gehören z. B. ProM im Bereich des Process Mining [Don+05] und WEKA im Bereich des Data Mining 
[WFH11].   
40 Die zugrunde liegende Problemspezifikation wird jedoch auch weiterhin aktiv in der Forschung 
herangezogen. [Lee02] Man betrachte hierzu aktuelleren Arbeiten von z. B. So und Sonenberg [SS04] 
oder Wang, Mabu und Hirasawa [WMH11]. 
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wird.41 Eine Verallgemeinerung dieses Ansatzes ist allerdings nur bedingt möglich, da 

die bestehenden Kommunikationsprotokolle und die Umgebungsdefinition zu 

domänenspezifisch ausgelegt sind. Diese Argumentation lässt sich auch auf 

vergleichbare Umgebungen in der Domäne des Roboterfußballs wie z. B. SimSpark42 

[OR05] und SimuroSoT43 [Kim+04] übertragen. 

• Eine andere Intention verfolgt hingegen der RL-Simulator von Rohit und Vivek 

[RV05]. Dieser Simulator ist auf die (universitäre) Ausbildung und Lehre im Bereich 

des bestärkenden Lernens ausgelegt. Der Fokus liegt auf der Verdeutlichung der 

Funktionsweise einiger ausgewählter Lernalgorithmen und der Wirkung 

unterschiedlicher Parametrisierungen. Daher wurde mit der Auswahl der 

Irrgartendomäne auch eine Fixierung der exemplarischen Anwendungsdomäne 

vorgenommen. Die Implementation ist aber letztlich zu eng gefasst und bietet keine 

Einbettung der Lernalgorithmen in weiterführende Agentenarchitekturen.     

Erst Mitte der 1990er Jahre lassen sich erste Bestrebungen nach domänenunabhängigen  

Ansätzen erkennen, auch wenn erst seit Mitte der 2000er Jahre vermehrt Arbeiten und 

Implementationen zu diesem Thema entstehen (vgl. Tabelle 4). Die Arbeiten lassen sich nach 

Kovacs und Egginton [KE11] in drei Stufen gliedern: 

1. Standardisierung von Kommunikationsschnittstellen und -protokollen 

Die Festlegung einer formal definierten Schnittstelle zwischen dem Agenten 

und seiner Umwelt erlaubt den strukturierten Austausch relevanter 

Informationen im Kontext des bestärkenden Lernens. Durch die Etablierung 

eines Kommunikationsprotokolls kann zudem die Einhaltung einer 

vorgegebenen Sequenz von Nachrichten sichergestellt werden.  

2. Implementation von wiederverwendbaren Softwarebibliotheken 

Während der Entwicklung wird bewusst auf die Wiederverwendbarkeit der 

späteren Implementationen geachtet, d. h. bereits während der 

Konzeptionierung wird eine problem- bzw. domänenunabhängige Spezifikation 

und eine einhergehende Strukturierung der Programme vorgenommen. 

                                                      
41 In der Literatur findet sich daher eine Unzahl von Veröffentlichungen, die einen direkten oder 
indirekten Bezug auf diese Ausführungsumgebung besitzen. Diese reichen vom Ursprungsjahr (vgl. z. B. 
[And98], [Sto98], [SWS98]) bis in die jüngere Vergangenheit (vgl. z. B. [Rie+09] oder [BWC13]). 
42 SimSpark ist eine Erweiterung des SoccerServers auf den dreidimensionalen Raum, bei dem der 
Schwerpunkt zudem auf eine wesentlich komplexere Physik-Engine gelegt wurde.  
43 Der SimuroSoT-Server ist eine konkurrierende Simulationsumgebung des FIRA Cups. 



 

Name Plattform Autoren Kürzel Jahr Depr. 

Devel. 

Umfang Komplexität 

Proto-

kolle 

Algo-

rithmen 

Umge-

bungen 

Agent Zustands- & 

Aktionsraum 

Zeit 

Kommunikationsprotokolle 

RL-Interface u.a. Python, C++ Sutton & Santamaria SS96b 1996  X   Single diskret diskret 

RL-Glue C/C++ Tanner & White TW09b 2009  X  (X) Single variabel diskret 

BLTL Java Fasel, Quinlan & Stone FQS09 2009  X   Multi variabel diskret 

Bibliotheken 

LibPGrl C++ Aberdeen & Buffet AB07 2007 X  X (X) Single variabel diskret 

MADP Toolbox C++ Spaan & Oliehoek SO08 2008 X   X Multi variabel diskret 

RL-Lib u.a. Java, C++ Tanner & White TW09 2009   X X Single variabel diskret 

PyBrain Python Schaul et al. Sch
+
10 2010   X (X) Single variabel diskret 

RL-GGP-Library Java Benacloch-Ayuso Ben12 2012   X (X) Single variabel diskret 

Special Purpose Simulatoren 

Tileworld Common Lisp Pollard & Ringuette PR90 1990 X  X X Multi diskret diskret 

SoccerServer C++ Noda et al. Nod
+
98 1998  X  X Multi variabel diskret 

SimuroSoT C++ Kim et al. Kim
+
04 2004  X  X Multi variabel diskret 

SimSpark C++, Ruby Obst & Rollmann OR05 2005  X  X Multi variabel diskret 

RL-Simulator Java Rohit und Vivek RV05 2005 X  X X Single diskret diskret 

General Purpose Simulatoren 

WebSim  Java Baird Bai98 1998 X X X X Single variabel diskret 

MDPtoolbox MatLab Chadès et al. Cha
+
01 2001  X X (X) Single diskret diskret 

RL Toolbox C++ Neumann Neu05 2005 X X X X Single variabel variabel 

PIQLE Java de Comité Com05 2005  X X X Multi variabel diskret 

Teaching-Box Java Ertel et al. Ert
+
09 2009  X X X Single variabel diskret 

MARL MatLab Buşoniu Bus10 2010  X X (X) Multi diskret diskret 

MMLF Python Metzen & Edgington ME11 2011  X X X Single variabel diskret 

RL Framework .Net Constandache & Leon CL12 2012  X X X Single variabel diskret 

dotRL .Net Papis & Wawrzyński PW13 2013  X X X Single variabel diskret 

ApproxRL MatLab Buşoniu Bus13 2013  X X (X) Single variabel diskret 

Tabelle 4: Bestehende Ansätze zur Ausführung von Lernproblemen  
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3. Bereitstellung einer Ausführungsumgebung  

Während die Kommunikationsschnittstelle und die Softwarebibliotheken einen 

eher statischen Charakter besitzen, unterstützt die Ausführungsumgebung die 

tatsächliche Ausführung der Programme. Neben der reinen Steuerung des 

Ablaufs unterstützt sie bei der Initialisierung, Visualisierung und späteren 

Evaluation der Agenten bzw. Lernalgorithmen. 

Die verschiedenen Arbeiten lassen sich nicht zwangsläufig nur einer einzelnen Stufe 

zuordnen. Sie bieten z. T. auch Lösungsansätze und entsprechende Implementationen für 

mehrere Stufen. 

Die ersten Arbeiten im Kontext domänenunabhängiger Implementationen beschäftigten 

sich mit der Herleitung allgemeiner Kommunikationsschnittstellen und -protokolle, die bereits 

eine Separierung der Agenten bzw. des inhärenten Lernalgorithmus von seiner Umwelt 

ermöglichen. Die vorgefundenen Arbeiten orientieren sich dabei sehr dicht an den formalen 

Grundlagen44 des bestärkenden Lernens. Dabei wird aber bereits eine Entkopplung zwischen 

Entwicklung und Einsatz der Lernalgorithmen ermöglicht und eine implizite Unterstützung bei 

der Strukturierung der Agenten und des Umgebungsmodells geboten, da sie den vorgesehenen 

Nachrichtenaustausch reglementieren.  

 

Abb. 10: Abstrakte Architektur einer domänenunabhängigen Lernumgebung 

Allerdings sind die bestehenden Ansätze letztlich nicht ohne Weiteres auf den Kontext 

der multiagentenbasierten Simulation übertragbar, da die vorhandenen Schnittstellen allesamt 

keinen weiteren Bezug auf die Ausführungszeit zulassen, sodass nur eine zeitgetriebene 

Simulation mit äquidistanten Zeitintervallen realisierbar wäre. Eine entsprechende Anpassung 

der zugrunde liegenden Spezifikationen ist aber auch nur bedingt zielführend, da weitergehende 

                                                      
44 Hierauf wird im späteren Verlauf dieser Arbeit noch detaillierter eingegangen. Vgl. Kap. 4.2. 
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Funktionalitäten (die in separaten Bibliotheken zur Verfügung gestellt werden) nicht mehr 

genutzt werden können. 

• Eine erste Arbeit hierzu lässt sich in dem RL-Interface von Sutton und Santamaria 

[SS96b] finden. Die Schnittstelle orientiert sich direkt an der formalen Darstellung, 

die später auch in das Standardwerk von Sutton und Barto [SB98b] Einzug gefunden 

hat. Hierbei wird relativ simpel zwischen dem Agenten und seiner eigentlichen 

Umwelt unterschieden: Der Agent führt in jedem Regelungszyklus eine Handlung aus 

und erhält von der Umwelt eine daraus abgeleitete Wahrnehmung und Belohnung. Die 

Schnittstelle dient in erster Linie der Vereinheitlichung des Zugriffs zwischen dem 

Agenten und seiner Umwelt, bietet aber keine weiterführende Unterstützung für die 

Einhaltung der vorgesehenen Interaktionen.        

• Den vermutlich bekanntesten und am weitesten verbreiteten Vertreter dieser Art stellt 

mittlerweile das sog. RL-Glue von Tanner und White [TW09a] dar. Das Framework 

basiert in seiner formalen Fundierung auf den gleichen Grundlagen wie das RL-

Interface von Sutton und Santamaria. Die vorgestellte Architektur sieht allerdings die 

Auslagerung des Protokolls auf einen eigenständigen Server vor, mit dem die anderen 

Clients mittels eines allgemeinen Mechanismus in Form von TCP-IP Sockets 

kommunizieren können. Dies ermöglicht somit eine plattform- und 

sprachenunabhängige45 Implementation der verschiedenen Bestandteile. Hiermit kann 

auch eine weitergehende Separierung der Ausführungsumgebungen für den Agenten 

und der Umwelt erreicht werden (vgl. Abb. 10). 

• Die BLTL-Schnittstelle von Fasel, Quinlan und Stone [FQS09] bietet ein erweitertes 

Kommunikationsprotokoll, in welches weitere Primitive integriert wurden, mit denen 

das Verhalten in außergewöhnlichen Situationen des Lernproblems beschrieben 

werden kann, wie z. B. während der Initialisierung oder Terminierung des 

Lernproblems. Die Schnittstelle sieht damit eine weitergehende Verzahnung mit der 

eigentlichen Ausführungsumgebung vor. Im Gegensatz zu den vorangegangenen 

Protokollen kann das BLTL-Framework durchaus auch für mehrere Agenten 

gleichzeitig verwendet werden. Allerdings werden hierbei (weitestgehend) homogene 

Agenten unterstellt. 

                                                      
45 Der Programmierer muss nur auf einen sog. Codec in der entsprechenden Programmiersprache bzw. in 
dem Werkzeug zugreifen können. RL-Glue stellt bereits entsprechende Codecs für z. B. C/C++, Java, 
Python oder Matlab zur Verfügung. [TW09b] 
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Parallel zu dieser Entwicklung entstanden Software-Bibliotheken, in denen dezidierte 

Funktionalitäten als separierte Entitäten gesammelt und anderen Entwicklern zur Verfügung 

gestellt werden können. Der Entwickler erhält dabei zumeist wenig Unterstützung bei der 

Integration in seinen eigenen Ausführungskontext.  

• In ihrer einfachsten Form wird in den Bibliotheken nur eine Sammlung verschiedener 

Lernalgorithmen angeboten. Diese sind dabei im Wesentlichen in sich abgeschlossen. 

Daher existieren keine weiteren Vorgaben über die Strukturierung der Agenten oder 

des Umweltmodells. Diese Bibliotheken bieten häufig nur eine relativ kleine Auswahl 

an Algorithmen, die auch untereinander keiner weitergehenden Strukturierung folgen. 

Ein typischer Vertreter dieser Art ist LibPGrl von Aberdeen und Buffet [AB07]. 

• Im Kontrast hierzu ist PyBrain von Schaul et al. [Sch+10] wesentlich weiter gefasst, da 

diese Bibliothek im Gegensatz zu den meisten anderen vorgefundenen Ansätzen nicht 

nur auf ein einzelnes Lernparadigma ausgerichtet ist (vgl. Kap. 3.3). Der Schwerpunkt 

liegt allerdings auf dem Einsatz von neuronalen Netzen im Kontext des überwachten 

Lernens. Die Bestandteile zum bestärkenden Lernen sind nur marginal ausgeprägt.     

• Durch die bereits beschriebene Entkopplung von Agenten und Umwelt entwickelten 

sich parallel zu den verschiedenen Schnittstellen zumeist auch dedizierte Bibliotheken. 

So regten Tanner und White [TW09a] parallel zur Entwicklung ihrer eigenen RL-

Glue-Schnittstelle die Schaffung einer (open-source-basierten) Bibliothek an, in der 

unterschiedliche Agenten und Umgebungen gesammelt werden können. Ein weiteres 

Beispiel ist die RL-GGP-Library von Benacloch-Ayuso [Ben12], der eine (Re-) 

Implementation verschiedener Lernalgorithmen auf Grundlage der Arbeit von van 

Hasselt [Has11] vorgenommen hat. Obwohl die unterschiedlichen Bibliotheken in 

Umfang und Struktur deutlich untereinander variieren, ist der letztliche Nutzen für den 

Entwickler in erster Linie durch die zugrunde liegende Schnittstelle begrenzt.  

• Obwohl die meisten Bibliotheken vorrangig auf die Bereitstellung von Agenten bzw. 

Lernalgorithmen abzielen, existieren durchaus auch Bibliotheken, in denen gezielt 

Umgebungsmodelle zur Verfügung gestellt werden. Hierfür wäre vorrangig die 

MADP Toolbox von Spaan und Oliehoek [SO08] zu erwähnen. Diese haben in ihrer 

Implementation eine weitergehende Strukturierung verschiedener multiagenten-

basierter Umgebungsmodelle vorgenommen. Dem Nutzer stehen somit verschiedene 

formelle Modelle zur Verfügung, die auch im Kontext des bestärkenden Lernens 

eingesetzt werden können. Der bisherige Fokus lag aber auf der Bereitstellung einer 

formalen Grundlage für Planungsalgorithmen. Zur Übertragung in den Kontext des 
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bestärkenden Lernens müsste zumindest eine entsprechende Erweiterung für die 

Bereitstellung der Belohnungssignale vorgenommen werden. 

 Letztlich existieren nun auch noch Arbeiten, die einen ganzheitlichen Ansatz zur 

Verarbeitung der Lernprobleme bieten. Diese Werkzeuge und Frameworks kapseln nicht nur 

den Lernalgorithmus und die Umgebung, sondern sie stellen auch entsprechende 

Ausführungsumgebungen zur Verfügung. Im Gegensatz zu den bereits besprochenen 

spezialisierten (Simulations-)Umgebungen findet schon eine weitgehende Abstraktion des 

Umweltmodells statt, um eine entsprechende domänenunabhängige Implementation zu 

gewährleisten. Zumeist beinhalten diese Ansätze aber nur rudimentäre Simulationsumgebungen, 

die für die Anforderungen einer komplexen multiagentenbasierten Simulation nicht geeignet 

sind. Dies gilt insbesondere, wenn die eigentlichen Ausführungsumgebungen und Schnittstellen 

nur auf einen einzelnen Agenten ausgerichtet sind.   

• Die erste Arbeit in diesem Kontext stellte WebSim von Baird [Bai98] dar. Dieses 

Framework fordert aber die vollständige und uneingeschränkte Verfügbarkeit eines 

formalen Modells. Aufgrund der inhärenten Komplexität und Größe der 

Aufgabenstellung kann ein Modellierer ein solches Modell aber häufig gar nicht in der 

erforderlichen Güte spezifizieren und somit dem Lernalgorithmus zur Verfügung 

stellen. Die Argumentation lässt sich auch auf vergleichbare Ansätze wie z. B. die 

MDPtoolbox von Chadès et al. [Cha+01] übertragen.  

• Einen weitergehenden Ansatz bietet hingegen die sog. Teaching-Box von Ertel et al. 

[Ert+09]. Im Kontrast zu WebSim und MDPtoolbox muss nun kein vollständig 

formalisiertes Umweltmodell mehr hinterlegt werden. Der Zugriff auf die Umwelt 

erfolgt nur durch die Bereitstellung des aktuellen Zustands und eines zugehörigen 

Belohnungssignals. Dieses Vorgehen orientiert sich an den allgemeinen Prinzipien, 

die bereits bei den Kommunikationsschnittstellen dargestellt wurden. Ähnliche 

Ansätze verfolgen z. B. MMLF von Metzen und Edgington [ME11], das 

Reinforcement Learning Framework von Constandache und Leon [CL12], dotRL von 

Papis und Wawrzyński [PW13] oder ApproxRL von Buşoniu [Bus13]. 

• Die wahrscheinlich am weitesten reichende Implementation bietet die RL Toolbox 

von Neumann [Neu05] mit einer besonders weitreichenden Unterstützung bei der 

Definition von hochdimensionalen Zustands- und Aktionsräumen. Sie ist somit auch 

für ausgesprochen große bzw. kontinuierliche Aufgabenstellungen geeignet. Im 

Gegensatz zu sämtlichen bereits vorgestellten Arbeiten erlaubt sie auch die 

Einbeziehung von temporal erweiterten Handlungen, sodass der Modellierer nicht nur 

auf äquidistante Intervalle bei der Zeitfortschreibung angewiesen ist.  
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Bislang existieren nur sehr wenige Ansätze, die eine strukturierte Untersuchung von 

mehreren Agenten erlauben und somit eine potentielle Grundlage für eine multiagentenbasierte 

Simulation bieten könnten.  

• Einen ersten grundlegenden Ansatz hierzu bietet PIQLE von de Comité [Com05]. 

Dieses Framework orientiert sich allerdings sehr eng an spieltheoretischen Modellen, 

sodass sich die zugrunde liegende Architektur und Ablaufsteuerung in der 

Ausführungsumgebung auf genau einen oder zwei Agenten beschränkt. Besonders ist 

in diesem Zusammenhang hervorzuheben, dass eine Unterscheidung zwischen dem 

Agenten und seinem Lernalgorithmus angeregt wird, auch wenn der Agent nur als 

passive Hülle zwischen dem Algorithmus und der Umwelt angesehen wird. 

• Einen deutlich weitreichenderen Ansatz bietet MARL von Buşoniu [Bus10]. Das 

Framework bietet erstmalig eine Unterstützung echter multiagentenbasierter Modelle, 

da keine inhärente Beschränkung auf eine fixierte Anzahl an Agenten existiert. 

Allerdings bietet es sowohl in Bezug auf die Definition des Zustands- und 

Aktionsraums als auch des Zeitfortschritts nur eine Unterstützung von diskreten 

Domänen. 

Bislang existieren somit noch keine Ansätze, die für eine relativ einfache Integration in 

die multiagentenbasierte Simulation geeignet sind. Die bestehenden Arbeiten unterstellen eine 

Umkehrung der zugrunde liegenden Kausalität, d. h. der Modellierer muss sein Modell auf 

Grundlage der gewählten Methodik formalisieren. Gerade im Sinne eines iterativen 

Modellierungszyklus sollte der Modellierer aber in die Lage versetzt werden, unter 

unterschiedlichen methodischen Ansätzen wählen zu können, ohne sein Modell jedes Mal 

erneut am Reißbrett entwerfen zu müssen. 

4.2. Formale Grundlagen des bestärkenden Lernens 

Bestärkendes Lernen ist in seiner formalen Fundierung eng mit den sog. Markov-

Entscheidungsproblemen46 verbunden. Diese entstanden in den 1950er Jahren im Rahmen der 

Kontrolltheorie. Seitdem haben sie sich als De-facto-Standard47 im Bereich des bestärkenden 

Lernens durchgesetzt. [OW12]  

                                                      
46 Benannt nach Andrej Andreevič Markov, der zu Beginn des 20. Jahrhunderts mit seiner Arbeit über 
stochastische Prozesse die Grundlage für die späteren Markov-Entscheidungsprobleme legte. 
47 Für eine Abgrenzung gegenüber alternativen Formulierungen und eine weiterführende Diskussion sei 
an dieser Stelle auf die Arbeit von Sutton [Sut97] verwiesen. 
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Ihr besonderer Vorteil besteht in der „einfachen, präzisen, allgemeinen und 

verhältnismäßig neutralen“ Notation der zugrunde liegenden Problemstellung. [Sut97] Ein 

Markov-Entscheidungsproblem stellt dabei ein Optimierungsproblem dar, dass durch die 

Kombination eines Markov-Entscheidungsprozesses mit einer Performanzmetrik entsteht. 

[LDK95] 

4.2.1. Markov-Entscheidungsprozesse 

Ein Markov-Entscheidungsprozess formalisiert die Interaktionen des Agenten mit seiner 

Umwelt. Die einfachste Grundform stellt dabei der sog. deterministische Markov-

Entscheidungsprozess dar.  

Ein deterministischer Markov-Entscheidungsprozess besteht aus einem 4-Tupel 

〈S, A, T, R〉, wobei 

– �    eine Menge an Zuständen 

– 	    eine Menge an Aktionen, 

– T:	S × A → S   eine Zustandsübergangsfunktion,  

– �: � × 	 → ℝ   eine Belohnungsfunktion48 ist. 

Ein Zustand kapselt dabei eine mögliche Konfiguration des Agenten zu einem 

bestimmten Zeitpunkt, d. h. er fasst eine Menge an Ausprägungen von verschiedenen 

Eigenschaften zusammen, die den Agenten (in seiner Umwelt) hinreichend genau beschreiben. 

Die Aktionen vereinigen dabei die Gesamtheit der verfügbaren Handlungsalternativen, mit 

denen der Agent sich oder seine Umwelt manipulieren kann. Die Zustandsübergangsfunktion 

wiederum beschreibt, welche Aktionen in den jeweiligen Zuständen zur Anwendung gebracht 

werden können und einen Übergang zu einem Folgezustand ermöglichen. Die 

Belohnungsfunktion stellt die konkrete Ausprägung des notwendigen Belohnungssignals dar, 

womit der Agent den unmittelbaren Nutzen seines Zustands und seiner Handlungsalternativen 

ermitteln kann.49  

                                                      
48 Sofern die Ausprägungen größtenteils negativ sind, findet sich in der Literatur häufig auch der Begriff 
der Kostenfunktion. 
49 Hierbei wird unterstellt, dass dem Agenten das Belohnungssignal nur bei Erreichen eines neuen 
Folgezustands zur Verfügung gestellt wird. Dieser Ansatz ist somit nur bedingt geeignet, um 
aktivitätsbasierte Simulationsmodelle abzubilden, da eine entsprechende Unterscheidung in Anfangs- und 
Endereignisse nicht vorgenommen werden kann. Eine weiterführende Darstellung und Diskussion zu den 
Belohnungssignalen erfolgt in Kap. 4.4.1.  
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Die genauen Ausprägungen dieser Elemente unterliegen dabei aber dem subjektiven 

Blickwinkel des Modellierers, der relevante Aspekte für die zu untersuchende Problemstellung 

auswählen muss. [OW12] 

Eine zentrale Eigenschaft der Markov-Entscheidungsprozesse ist die sog. Markov-

Eigenschaft. Wie man in der Definition der Zustandsübergangs- und Belohnungsfunktion 

erkennen kann, bestimmen nur der derzeitige Zustand und die ausgeführte Aktion den 

Folgezustand und die zugehörige Ausprägung des Belohnungssignals. Der Agent kann sich 

somit darauf verlassen, dass sich das Modell identisch verhalten wird, wenn er einen Zustand 

wiederholt einnimmt.  

Die Markov-Eigenschaft hat einen entscheidenden Einfluss auf die Art und Weise, wie 

Agenten konzipiert werden können. Der Agent muss während seiner Aktionsselektion keine 

vergangenen Zuständen und Aktionen berücksichtigen. [Sha04] Er benötigt somit auch keinen 

(internen) Speicher, der einen Zugriff auf die Historie ermöglicht, um optimal handeln zu 

können.  

Die meisten Lernverfahren streben daher nach der Identifikation einer direkten 

Abbildung von Zuständen auf die jeweils beste Aktion. Diese Zuordnung wird als Politik 

bezeichnet. Eine Politik ist in gewisser Hinsicht ein universeller Plan, da (unter bestimmten 

Bedingungen) für jeden Zustand eine korrekte Zuordnung einer optimalen Handlung garantiert 

werden kann. [Wya97]  

4.2.2. Integration stochastischer Unsicherheit 

Das deterministische Grundmodell ist bislang nicht in der Lage, Unsicherheit oder 

Dynamik darzustellen. Diese Unsicherheiten können bereits immanent im zu untersuchenden 

System vorhanden sein oder durch die Idealisierungen und Abstraktionen im Rahmen der 

Modellierung entstehen (vgl. Kapitel 2.2).  

Parr [Par98a] kategorisiert dabei drei unterschiedliche Stufen der Unsicherheit, die 

einen Markov-Entscheidungsprozess beeinflussen können: 

– Unsicherheit über die Wirkung der Handlungen 

– Unsicherheit über die Wahrnehmung 

– Unsicherheit über die Dauer der Handlungen 

Bei der Modellierung einer multiagentenbasierten Simulation können typischerweise 

alle Formen der Unsicherheit auftreten. Die Problemdefinition des deterministischen 

Grundmodells muss daher mit entsprechenden Erweiterungen angepasst werden.  
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4.2.2.1. Unsicherheit über die Wirkung der Handlungen 

Die Zustandsübergangs- und Belohnungsfunktionen des deterministischen Markov-

Entscheidungsprozesses unterstellen einen deterministischen Effekt bei der Transformation des 

Umweltzustands. In vielen Anwendungen besitzt der Agent aber keine vollständige Kontrolle 

über diese Transformationen, da seine Effektorik nicht über einen umfassenden Einfluss auf die 

Umwelt verfügt. Daher kann den Zustandsübergängen und den zugehörigen 

Belohnungssignalen nur eine Eintrittswahrscheinlichkeit zugeordnet werden. Das 

deterministische Grundmodell wird daher durch die Einführung von 

Wahrscheinlichkeitsfunktionen zu sog. stochastischen Markov-Entscheidungsprozessen 

erweitert. [Li09] 

Ein stochastischer Markov-Entscheidungsprozess besteht aus einem 4-Tupel 〈�, 	, �, �〉, 
wobei 

– �    eine Menge an Zuständen 

– 	    eine Menge an Aktionen, 

– T:	S × A × S → [0,1]  ein Wahrscheinlichkeitsmaß50 des Zustandsübergangs, 

– �: � × 	 × � × ℝ → [0,1] ein Wahrscheinlichkeitsmaß der Belohnungen ist. 

In dem resultierenden stochastischen Markov-Entscheidungsproblem existiert eine 

optimale Politik häufig nur noch als gemischte Strategie, d. h. die Politik ordnet in einem 

Zustand einer Menge von Aktionen nur eine Ausführungswahrscheinlichkeit zu. Hierbei wird 

unterstellt, dass der Lernalgorithmus keine weitergehende Präferenz zwischen den Aktionen 

ermitteln kann, aber eine wiederholte Ausführung einer bestimmten Aktion sich nachteilig auf 

die Performanz des Agenten auswirken kann.  

4.2.2.2. Unsicherheit über die Wahrnehmung 

In hinreichend komplexen Umgebungen ist die Verfügbarkeit einer vollständigen 

Abbildung des Umweltzustands für den Agenten zur Bestimmung seiner weiteren Handlungen 

i. d. R. nicht garantiert. [Mat94b] Einerseits können seine Sensoren unzureichend sein oder 

aufgrund von Verrauschungen ein verzerrtes Abbild der Umwelt liefern. [WB91] Andererseits 

kann sich der Entwickler aber auch bewusst entscheiden, den Agenten nur mit einer 

vereinfachenden Sicht auszustatten, da es einen unproportionalen Aufwand bedeutet, die 

wachsende Komplexität der Umwelt mit geeigneten Sensoren zu erfassen [Rab89] oder in 

                                                      
50 Die Formulierung der Wahrscheinlichkeitsmaße variiert je nach Mächtigkeit des Zustands- und 
Aktionsraums. In einem diskreten Zustands- oder Aktionsraum wird das Wahrscheinlichkeitsmaß als 
Wahrscheinlichkeitsfunktion spezifiziert, wohingegen in einem kontinuierlichen Zustands- oder 
Aktionsraum eine Dichtefunktion verwendet wird. 
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einem komplexen Multiagentensystem die Interaktionen der Agenten zu interpretieren51 und für 

die zukünftigen Aktionsauswahlen korrekt vorherzusagen [Par+05]. Das deterministische 

Modell wird daher durch die Einführungen von Beobachtungen zu einem sog. partiell 

beobachtbaren Markov-Entscheidungsprozess erweitert. 

Ein partiell beobachtbarer Markov-Entscheidungsprozess besteht aus einem 6-Tupel 

〈�, 	, �, �, �, �〉, wobei 

– �    eine Menge an Zuständen 

– 	    eine Menge an Aktionen, 

– �    eine Menge an Beobachtungen, 

– �: � × 	 × � →	 [0,1]  ein Wahrscheinlichkeitsmaß der Beobachtungen, 

– T:	S × A → S   eine Zustandsübergangsfunktion und 

– �: � × 	 → ℝ   eine Belohnungsfunktion ist. 

Sofern dem Agenten keine weiteren Informationen zur Verfügung stehen, muss der 

Lernalgorithmus seine Aktionen nun nur mit Hilfe der Beobachtungen auswählen. Die Politik 

des Agenten beschreibt dann eine Abbildung von Beobachtungen auf Aktionen.52 

Dies kann prinzipiell sowohl zum Vor- als auch zum Nachteil des Agenten geschehen. 

Falls die Abbildung der Zustände günstig ist, fällt ein großer Bereich des Zustandsraums in sich 

zusammen, indem unnötige Variationen vernachlässigt werden. Wenn aber notwendige 

Unterscheidungsmerkmale in den Zuständen verschattet werden, können Inkonsistenzen 

entstehen und verhindern, dass der Agent überhaupt eine sinnvolle Politik entwickelt. [WB91] 

4.2.2.3. Unsicherheit über die Handlungsdauer 

In der bisherigen Formulierung der Markov-Entscheidungsprozesse wurde bislang 

unterstellt, dass der Zustandsübergang in äquidistanten Zeitschritten erfolgt. Die Fortschreibung 

des Modells erfolgt damit zeitgetrieben, d. h. in einem fixierten Zeitinkrement werden die 

Veränderungen im Umweltzustand festgestellt und bei Bedarf entsprechende Transformationen 

an den Entitäten ausgelöst. Obwohl sich mit diesem Modellierungsparadigma (insbesondere im 

Kontext zellularer Automaten) bereits eine Vielzahl von Systemen hinreichend valide 

                                                      
51 Insbesondere unter Berücksichtigung der Autonomie der Agenten (vgl. Kap. 2.1.1) 
52 In der Literatur wird hierfür weiterhin der (dann mehrdeutige) Begriff der „Politik“ genutzt. Die 
Autoren unterstellen dabei, dass anhand des Kontexts erkennbar ist, um welche konkrete Form der Politik 
es sich handeln soll. Um dieser Begriffsverwirrung vorzubeugen, wird hier die Formulierung von Dutech 
[Dut00] aufgegriffen. Dieser schlägt im Kontext der partiell beobachtbaren Markov-
Entscheidungsprozesse den Begriff der „angepassten Politik“ vor. 
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beschreiben lassen, kann ein solcher Ansatz in der diskreten ereignisorientierten Simulation 

doch zu einer weitgehenden Verzerrung des Modellverhaltens führen. 

Auch im bestärkenden Lernen findet sich mittlerweile eine weitergehende Abkehr von 

diesem Modellierungsansatz. Die Unterstellung äquidistanter Zeitschritte ist schlichtweg nicht 

geeignet, um (quasi-)kontinuierliche Prozesse adäquat zu modellieren oder eine Zusammen-

fassung von Verhaltensansätzen in hierarchischen Prozessen zu ermöglichen. Das 

deterministische Modell wird durch die Einführungen sog. durativer Handlungen zu einem sog. 

Semi-Markov-Entscheidungsprozess erweitert. [Nil92]  

Ein Semi-Markov-Entscheidungsprozess besteht aus einem 5-Tupel 〈�, 	, �, �, �〉, wobei 

– �    eine Menge an Zuständen 

– 	    eine Menge an Aktionen, 

– T:	S × A × S	 → 	 [0,1]  ein Wahrscheinlichkeitsmaß des Zustandsübergangs, 

– F:	S × A × S × ℝ� →	 [0,1] ein Wahrscheinlichkeitsmaß der Übergangsdauer und 

– �: � × 	 × � × ℝ	 → [0,1] Wahrscheinlichkeitsmaß der Belohnungen ist.53 

Die Aktionen kapseln nun für eine (ggf. undefinierte) Zeitspanne ein vorgegebenes 

Verhalten, bis der Lernalgorithmus wiederum eine neue Handlung auswählen und zur 

Ausführung bringen kann. Der Zustandsraum kann dabei in eine Menge von sog. kontrollierten 

und unkontrollierten Zuständen unterteilt werden. In einem kontrollierten Zustand muss der 

Agent eine Handlungsselektion durchführen. Nach der Auswahl seiner Aktion durchläuft der 

Agent eine Reihe von unkontrollierten Zuständen, in denen er keinen Einfluss nehmen kann, 

bevor er wieder einen kontrollierten Zustand erreicht und erneut eine Aktion auswählen und zur 

Ausführung bringen kann. Ein solcher Ansatz ermöglicht eine temporale Abstraktion im 

Problemraum. [Par98a] Obwohl dies nicht zu einer unmittelbaren Reduktion des Zustands- oder 

Aktionsraums führt, kann die Komplexität der Aufgabenstellung durch die automatisierte 

Ausführung von komplexen (Teil-)Verhalten reduziert werden. 

4.2.3. Performanzmetriken 

In der Interaktion mit dem Markov-Entscheidungsprozess erhält der Agent eine Menge 

von Belohnungen, anhand derer er seine Präferenz über die verschiedenen 

Handlungsalternativen ermitteln muss. Ausgehend von einem Anfangszustand und einer 
                                                      
53 Hierbei wird in Anlehnung an die Formulierung von Klabjan und Adelman [KA06] unterstellt, dass das 
Belohnungssignal am Ende des Zustandsübergangs als eine Zusammenfassung aller zwischenzeitlich 
erlangten Belohnungen aufgefasst wird. Für alternative Ansätze sei an dieser Stelle insbesondere auf die 
Darstellungen von Bradtke und Duff [BD95] verwiesen.    
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Sequenz von Aktionen folgend, beschreibt die Trajektorie eines Markov-

Entscheidungsprozesses somit die Entwicklung des zu untersuchenden Modells über eine 

(möglicherweise unendliche) Zeitspanne bzw. bis zum Erreichen eines (absorbierenden) 

Zustands. [LDK95]  

Damit der Agent seine Präferenz über verschiedene Trajektorien ermitteln kann, 

benötigt er eine sog. Performanzmetrik, d. h. er ordnet dieser Trajektorie auf Grundlage der 

erhaltenen Belohnungssignale bzw. einer davon abgeleiteten Funktion einen 

zusammenfassenden, quantifizierenden Nutzen zu.54 Nach Kaelbling, Littman und Moore  

[LDK95] sind die drei gängigsten Performanzkriterien der kumulative Nutzen bei endlichem 

Horizont, durchschnittlicher Nutzen bei unendlichem Horizont und der abgezinste Nutzen bei 

unendlichem Horizont.55 

Bei Berücksichtigung der vorangegangenen Definitionen zu den Semi-Markov-

Entscheidungsprozessen besitzt der Lernalgorithmus nur zu diskreten Zeitpunkten einen 

Einfluss auf den Prozess und erhält eine Belohnung. Sei daher � eine diskrete Menge von 

Handlungsperioden und � ∈ 	ℝ� der zugehörige Eintrittszeitpunkt der Handlungsperiode, dann 

können zur Berechnung des zu erwartenden Nutzens eines Zustands die Belohnungen betrachtet 

werden, die ausgehend von einem Startzustand � und bei Befolgung einer Politik	� realisiert 

werden können. 

1. Kumulativer Nutzen bei endlichem Horizont  

�� �, �! ≔ #$% &' �!
�
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Der Agent bewertet die Trajektorie nur anhand der Belohnungen, die innerhalb eines 

vorgegebenen, endlichen Horizonts (d. h. einer fixierten Zeitspanne bzw. Anzahl an 

Zustandsübergängen) realisiert werden können.56  

 
                                                      
54 Dies kann sowohl vergangenheits- als auch zukunftsbezogen erfolgen. Im ersten Fall wird der Nutzen 
also für eine bereits durchlaufene Trajektorie und somit auch realisierte Belohnungen berechnet, während 
er im zweiten Fall auf eine geplante Sequenz von Zustands- und Aktionsfolgen und deren zu erwartende 
Belohnungen projiziert wird. In der folgenden Darstellung wird allerdings nur der erwartete Nutzen 
dargestellt.  
55 Eine Darstellung weiterer abgeleiteter Kriterien und eine zugehörige Diskussion finden sich z. B. bei 
Mahadevan [Mah96c]. 
56  Nach Kostiadis und Hu lassen sich zwei wesentliche Ansätze unterscheiden. Der Agent kann in jedem 
Zustand eine erneute Bewertung des vollständigen Horizonts durchführen (dies wir in der Literatur auch 
als Receding-Horizon-Verfahren bezeichnet) oder er verringert nach jedem Zustandsübergang den 
Horizont in Proportion zu der Anzahl der bereits durchgeführten Zustandsübergänge bzw. der 
konsumierten Zeit. [KH99] 



 

 Vorteile Nachteile 

Kumulativer Nutzen 

im endlichen 

Horizont 

- Sofern der Agent tatsächlich nur über eine begrenzte Lebensdauer 

verfügt (und ihm dies auch bewusst ist), werden seine Bewertungen 

nicht von unerreichbaren Zuständen und Belohnungssignalen 

beeinflusst. Er kann damit u. U. einen höheren Nutzen realisieren, als 

wenn er einen unendlichen Horizont unterstellt. [KLC98] 

- Die Bewertung der Sequenzen reagiert häufig sehr sensibel auf die 

Länge des Horizonts, d. h. für jede mögliche Horizontlänge können 

Nutzen und resultierende Ordnung der Trajektorien variieren. Der 

Agent muss ggf. nicht-stationäre Politiken berechnen, die in 

Abhängigkeit zur (verbleibenden) Horizontlänge stehen. [KLC98]    

- Der Agent ist nicht zwingend in der Lage, den angestrebten Nutzen zu 

realisieren, wenn der unterstellte Horizont nicht mit der tatsächlichen 

Lebensdauer übereinstimmt. [LDK95] 

Durchschnittlicher 

Nutzen im 

unendlichen 

Horizont 

- Die Normierung auf den durchschnittlichen Nutzen erfordert keine  

Einführung weiterer Parameter wie z. B. Horizontlänge, 

Abzinsungsfaktor oder die Festlegung einer Menge an Zielzuständen, 

wodurch letztlich die Kalibrierung des Modells vereinfacht werden 

kann. [LDK95] 

- Da in der Literatur häufig kumulative Kennzahlen zur Bewertung des 

Lernprozesses herangezogen werden, kann ein Bruch zwischen 

Verarbeitung und Evaluation vermieden werden. [TO94]  

- Die Normierung ermöglicht keine Differenzierung zwischen 

Trajektorien, die sich nur in der Reihenfolge der erhaltenden 

Belohnungen unterscheiden. [LDK95] 

- Der Durchschnittsnutzen reagiert wesentlich sensibler auf die Länge 

der zu berücksichtigenden Sequenz, d. h. die Einbeziehung weiterer 

Zustände besitzt einen wesentlich höheren Einfluss auf den ermittelten 

Nutzen, als wenn z. B. ein Abzinsungsfaktor genutzt wird. [Mah94] 

Abgezinster Nutzen 

im unendlichen 

Horizont 

- Der Einsatz eines Abzinsungsfaktors ermöglicht die Normierung einer 

potentiell unbegrenzten Anzahl von Belohnungssignalen auf eine 

endliche Summe. Der Agent kann damit auch einen Vergleich 

zwischen zyklischen Aufgabenstellungen ermitteln. [TO94] 

- Der Einsatz eines Abzinsungsfaktors entbehrt bei episodischen 

Aufgabenstellungen ihrer formalen Notwendigkeit. [Mah96a]  

- Bei der Berechnung des Nutzens besitzen frühzeitig realisierbare  

Belohnungen einen überproportionalen Einfluss, da der Einfluss der 

langfristigen Belohnungen durch den Abzinsungsfaktor exponentiell 

degeneriert. [Kae93a] 

Tabelle 5: Vor- und Nachteile der gängigen Performanzmetriken
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2. Durchschnittlicher Nutzen bei unendlichem Horizont 
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Der Agent bewertet die vollständige (d. h. möglicherweise auch unendliche) Trajektorie 

und normiert den Nutzen auf den Durchschnitt der realisierten Belohnungen. 

 

3. Abgezinster Nutzen bei unendlichem Horizont  
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Der Agent bewertet wiederum die vollständige Sequenz anhand der Summe der 

realisierten Belohnungen, wobei die einzelnen Belohnungssignale allerdings mit einem 

Abzinsungsfaktor57 verrechnet werden. 

Obwohl in der Praxis der Einsatz des abgezinsten Nutzens bei unendlichem Horizont 

vorherrscht, besitzt die Auswahl eines Performanzkriteriums und die zugehörige 

Parametrisierung eine signifikante Auswirkung auf die Ordnung der Trajektorien und der daraus 

ableitbaren Politiken.58 Der Modellierer muss dies bei der Formulierung des zugrunde liegenden 

Optimierungsproblems und der Auswahl eines Lernverfahrens entsprechend berücksichtigen. 

Eine zusammenfassende Auflistung der wesentlichen Vor- und Nachteile findet sich dabei in 

Tabelle 5. 

4.3. Abgrenzung relevanter Aufgabenstellungen 

Im Bereich des bestärkenden Lernens lassen sich verschiedene Fragestellungen 

identifizieren, die die Aufgaben und Verantwortlichkeiten der Lerninstanzen und der 

enthaltenen Lernalgorithmen umreißen. Diese Aufgaben erhöhen prinzipiell die Komplexität 

der multiagentenbasierten Simulation und müssen somit in die Bewertungen des Entwicklers 

mit einbezogen werden.  

                                                      
57 Schwartz [Sch93] hat in seiner Arbeit mögliche Interpretationen des Abzinsungsfaktors γ aufgezeigt: Er 
kann als Zinsrate auf spätere Belohnungssignale angesehen werden oder die Unsicherheit darstellen, dass 
der Agent in seinem (endlichen) Lebenszyklus noch eine weitere Aktion ausführen darf. Wie Schwartz 
allerdings betont, dient er im Regelfall nur als „mathematischer Kniff“, um unendliche Summen 
beherrschbar zu machen. 
58 Für eine weiterführende Diskussion und ein anschauliches Beispiel vgl. [TO94] und [KLM96]. 
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4.3.1. Der Umgang mit zeitverzögerten Entscheidungen 

Wenn einem Agenten in einem Zustand mehrere Handlungsmöglichkeiten zur 

Verfügung stehen, muss er (eigenständig) entscheiden, welche er davon zur Ausführung bringen 

will. Er kann bzw. will normalerweise nicht alle seine Möglichkeiten gleichzeitig nutzen, 

sondern muss stattdessen eine geeignete Teilmenge auswählen, die ihm einen möglichst hohen 

Nutzen verspricht. [Mae94]  

Für diese Auswahl benötigt der Agent bereits vor der Ausführung eine Bewertung der 

verschiedenen Alternativen, um seine Präferenzen festlegen zu können. Diese sollten im 

Idealfall nicht nur eine Ordnung der Alternativen erlauben, sondern auch ihren Beitrag 

gegenüber den angestrebten Zielen59 (unter Berücksichtigung der Risikobereitschaft des 

Agenten und seiner verbleibenden Lebensdauer) widerspiegeln. Sie sind im bestärkenden 

Lernen allerdings weder vorgegeben noch fixiert, sondern müssen nach der tatsächlichen 

Ausführung der Handlungen auf Grundlage der gewonnenen Erfahrungen immer wieder 

angepasst werden. [Min61]  

In einem einstufigen Entscheidungsproblem können die Bewertungen direkt60 anhand 

der (unmittelbaren) Belohnungssignale angepasst werden. In einem mehrstufigen 

Entscheidungsproblem müssen aber auch die mittelbaren Auswirkungen späterer 

Entscheidungen berücksichtigt werden. [Kae93a] Zumeist spiegeln die Belohnungssignale diese 

komplexen Wechselwirkungen nicht adäquat wider, sodass der Agent neben den unmittelbar 

erhaltenen Belohnungen auch die mittelbar realisierbaren Belohnungen in angemessener Form 

in seine Bewertungen integrieren muss. Dies kann somit auch als eine Art sekundäres 

Belohnungssignal bezeichnet werden, das entlang der vorangegangenen Sequenz von Zuständen 

und Aktionen propagiert werden muss, damit die getroffenen Entscheidungen in angemessener 

Form an der Belohnung bzw. Bestrafung beteiligt werden können. 

Dieses sekundäre Belohnungssignal entwickelt sich dabei „konzentrisch“ um den 

verursachenden Zustand herum, d. h. das Signal nimmt typischerweise mit wachsender Länge 

der Sequenz ab. Die Aufgabe wird daher erheblich erschwert, wenn dem Agenten solche (nicht 

neutralen) Belohnungssignale selten und nur stark verzögert zur Verfügung gestellt werden, also 

z. B. nachdem er eine längere Sequenz von Entscheidungen durchlaufen musste oder einen 

finalen Zustand erreicht hat, den er nicht wieder verlassen kann. [Bal98] Der Agent muss in die 

                                                      
59 Im bestärkenden Lernen lassen sich diese Zielsetzungen i. d. R. auf eine Maximierung der eingehenden 
Belohnungen (oder einer davon abgeleiteten Funktion) zurückführen. [Sha04] 
60 Dies geschieht ggf. unter Berücksichtigung verschiedener Dauern der Zustandsübergänge.  
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Lage versetzt werden zu erkennen, welche seiner Entscheidungen einen signifikanten Beitrag 

zur Erreichung der Belohnungen beigetragen haben. [TS95] Zudem muss ein solches „schnell 

verwässerndes“ Signal [WP05] zuverlässig an die vorangelagerten Entscheidungen 

weitergereicht werden.61 Das gilt umso mehr, wenn der Agent nur die Bewertungen seines 

derzeitigen Zustands anpassen und nicht fortwährend auf die gesamte Sequenz der 

vorangegangenen Zustände und Aktionen zugreifen kann.  

4.3.2. Der Zielkonflikt zwischen Nutzen- und Informationsmaximierung 

Um sich einer (teilweise) unbekannten oder veränderlichen Umwelt stellen zu können, 

muss der Agent fortwährend überprüfen, ob seine derzeitige Strategie zur Aktionsauswahl 

(immer noch) zielführend ist. Falls ihm kein präzises und vollständiges Modell der Umwelt zur 

Verfügung steht, kann eine solche Überprüfung aufgrund einer Reihe von Faktoren erschwert 

sein [Wil96]: 

• Der Agent besitzt keine Kenntnis über die Auswirkungen einer Aktion, weil sie (von 

ihm) bislang noch nie evaluiert wurde. 

• Der Agent besitzt keinen ausreichenden Stichprobenumfang, um stochastische, nicht-

deterministische oder generalisierende Einflüsse korrekt zu erfassen. 

• Der Agent besitzt keine aktuellen Erkenntnisse über die Auswirkungen einer Aktion, 

weil diese über einen längeren Zeitraum nicht mehr evaluiert wurde, dabei aber 

dynamischen Einflüssen unterliegen könnte.   

• Der Agent passt seine Strategie bzw. sein Modell der Umwelt nur graduell an. Eine 

weiter reichende Veränderung des Verhaltens kann deshalb erst durch die mehrfache 

Ausführung und Evaluation der Aktionen erreicht werden. 

Der Agent steht somit in jedem Zustand vor einem Zielkonflikt zwischen Nutzen- und 

Informationsmaximierung. Diese Problematik geht dabei über die Identifizierung der 

intrinsischen Eigenschaften der einzelnen Aktionen hinaus, da eine Bewertung und Ordnung der 

Aktionen letztlich erst durch den relativen Vergleich untereinander erreicht werden kann. 

[BD04] Daher muss ein angemessenes Gleichgewicht zwischen Exploitation und Exploration 

angestrebt werden.62 

 

                                                      
61 Dies wird in der englischsprachigen Literatur daher auch als „temporal credit assignment problem“ 
bezeichnet. [Sut84] 
62 In der Regel wird dies unter dem Begriff des „Explorations-Exploitations-Dilemmas“ subsumiert. 
Alternativ finden sich in der Literatur auch die Bezeichnungen „Duales Kontrollproblem“ bei Ribeiro 
[Rib02], „Perform vs. Experiment“ bei Moore [Moo90] oder „Identification vs. Control“ bei Wyatt 
[Wya97]. 
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• Exploitation 

Der Agent nutzt sein bestehendes Wissen zur Bestimmung der (nächsten) 

auszuführenden Aktion effizient aus. Die abgeleitete Strategie ist allerdings maßgeblich 

von der Güte dieses Wissens beeinflusst und kann unter objektiven Gesichtspunkten 

suboptimal sein. 

• Exploration 

Um die Angemessenheit seines Modells der Systemdynamik zu überprüfen, weicht der 

Agent bewusst von seiner derzeitigen Verhaltensstrategie ab und führt stattdessen 

Aktionen aus, die aus seiner momentanen und subjektiven Perspektive suboptimal sind. 

Ist das sich ergebende Verhalten konsistent mit dem prognostizierten Verhalten, so 

wird sein Vertrauen in das Modell bestärkt, ist es inkonsistent, wird es ihn hingegen zur 

Verfeinerung seines Modells veranlassen. [CM99] Allerdings kann der Agent sein 

Modell häufig erst durch die mehrfache Auswertung der Zustände und Aktionen 

nachhaltig verfeinern und damit langfristig seine Performanz steigern. [Rib02] 

Beide Arten des Verhaltens sind dabei mit Risiken verbunden. Exploitation beinhaltet 

ein langfristiges Risiko, da der Lernende in seiner derzeitigen Strategie verharrt und somit 

bessere Lösungsansätze eventuell gar nicht erkennen kann. [Wil96] Entscheidet er sich 

hingegen zur Exploration, so ist er prinzipiell bereit, ein kurzfristiges Risiko in Form von 

Opportunitätskosten einzugehen, um seine Strategie zu verbessern. [Wya97] Diese 

Entscheidung muss allerdings unter Unsicherheit getroffen werden, da die Auswirkungen der 

Abweichung im Allgemeinen nicht in ihrer Gesamtheit bekannt sind.  

Carmel und Markovitch [CM99] pointieren diese Aussage folgendermaßen: 

„Manchmal ist der Erwerb neuen Wissens einfach zu gefährlich – ein 

beherzter Schritt in die Dunkelheit kann zu dem lang gesuchten Schatz führen. 

Oder in eine tiefe Schlucht. Während man fällt, wird einem das genauere 

Modell der Welt nicht weiterhelfen…” 

Die Ausführung suboptimaler Aktionen ist für den Lernenden nur dann akzeptabel, 

wenn sie nicht zu irreversiblen Zuständen führt [Sha04], zur Identifikation des optimalen 

Verhaltens beiträgt [Thr95] und sich auf relevante Bereiche des Zustandsraums bezieht 

[Thr92a].63 

                                                      
63 Betrachtet man dazu das Beispiel in Abb. 8, so sieht man sofort, dass ein Zustandsübergang von s0 nach 
s3 zu einem irreversiblen Zustand führt, vom dem aus nur noch negative Belohnungen realisiert werden 
können. Eine Exploration im Zustand s0 ist dennoch notwendig, um ein korrektes Modell identifizieren zu 
können. Der Agent sollte aber so bald wie möglich von einer Exploration des Zustandsübergangs von s0 
nach s3 absehen. 
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Exploration ist für den Agenten dabei von besonderer Bedeutung, solange für ihn eine 

hohe (subjektive) Unsicherheit über die inhärente Struktur des Lernproblems herrscht. Dies ist 

insbesondere zu Beginn des Lernprozesses der Fall, wenn der Lernende wenig oder gar keine 

Kenntnis über die zu lösende Aufgabe besitzt. Durch „Versuch und Irrtum“ muss er erst ein 

Ausgangsmodell bzw. eine Ausgangsstrategie ermitteln, die dann im weiteren Verlauf des 

Lernprozesses verfeinern werden kann. In den späteren Phasen des Prozesses kehrt sich dieses 

Verhältnis hingegen häufig um. [Wil96] Exploration wird dann nachteilig, wenn der Agent eine 

hinreichende Kenntnis der Systemdynamik erlangt bzw. eine (objektiv) optimale Strategie 

identifiziert hat und deshalb weitere (suboptimale) Aktionen keinen weiteren relevanten 

Informationszuwachs mehr erwarten lassen. 

Es ist allerdings in den meisten Fällen nicht absehbar, ob und wann die Exploration 

eingestellt werden sollte. [CMY07] Insbesondere wenn sich der Agent in einem dynamischen 

System befindet, dessen Optimum sich im Zeitverlauf weiterhin (langsam) ändern kann, wäre er 

ohne Exploration nicht in der Lage, dies wahrzunehmen und sein Verhalten entsprechend 

anzupassen.  

4.3.3. Das Generalisierungsproblem 

Bestärkendes Lernen entstand (wie auch die meisten anderen Ansätze im Bereich der 

künstlichen Intelligenz) vor dem Hintergrund diskreter Domänen, d. h. die ersten Lernverfahren 

basierten im Kern auf der Bewertung und der Manipulation von (diskreten und 

bedeutungsvollen) Symbolen64. [GWZ99] Dabei wird jedes Symbol individuell bewertet. Die 

Bewertungen werden dann jeweils in einer einzelnen Zelle einer Tabelle abgespeichert. Ein 

solcher Ansatz führt zu einer lokalisierten Verarbeitung der gesammelten Erfahrungen und einer 

strikten Separierung der Werte.  

In diskreten Domänen ist ein solcher Ansatz häufig vorteilhaft, da er eine Interferenz 

mit anderen Symbolen verhindert [Has11] und auch für selten aufkommende Zustände eine 

explizite Bewertung gespeichert werden kann, ohne dass der gesamte Adaptionsprozess 

hierdurch nachteilig beeinflusst wird. [MSG99]  

Tesauro [Tes92] stellt allerdings heraus, dass die Anpassung einer Bewertung immer 

nur genau dann stattfinden kann, wenn der Agent exakt diesem Symbol im Lernprozess wieder 

begegnet. Bei einer wachsenden Anzahl an Zuständen und Aktionen wird ein solcher Ansatz 

daher häufig ineffizient, da der notwendige Speicherbedarf fortwährend steigt [Lan05], während 

die Wiederholungswahrscheinlichkeit des einzelnen Symbols zumeist dramatisch sinkt 
                                                      
64 Die Symbole können im Kontext des bestärkenden Lernens z. B. einen Zustand oder ein Zustands-
Aktionspaar repräsentieren. 
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[SSR97]. Dies gilt in besonderem Maße, wenn der Agent in einer kontinuierlichen Domäne 

eingesetzt wird und die Anzahl von Zuständen oder Aktionen somit (quasi) unbegrenzt ist. 

Für die Übertragung in eine kontinuierliche Umgebung müssen daher nach Gaskett, 

Wettergreen und Zelinsky [GWZ99] eine Reihe von Anforderungen von den Lernalgorithmen 

erfüllt werden, die von einem tabularen Lernalgorithmus eben nicht mehr erfüllt werden 

können:   

• Der Lernalgorithmus muss in jedem Zustand die bestmögliche (d. h. mit der höchsten 

Bewertung versehene) Handlung schnell und verlässlich identifizieren können.  

• Der Lernalgorithmus darf kein explizites und vollständig detailliertes Modell des 

Systemverhaltens mehr benötigen. 

• Die Bewertung zwischen verwandten Zuständen bzw. Aktionen sollte nur geringfügig 

untereinander variieren. Dies führt im übertragenen Sinne auch zu einem stetigen 

Verhalten.  

Um weiterhin effizient agieren zu können, muss der Agent die Erkenntnisse, die er in 

einem Zustand bzw. nach der Ausführung einer Aktion gewonnen hat, auch auf andere 

(verwandte) Zustände bzw. Aktionen übertragen können. [Rib02]  

4.3.4. Mangelnde Stationarität bei Koevolution der Agenten 

Die Forschungen im Bereich des maschinellen Lernens beschäftigten sich lange Zeit im 

Wesentlichen mit der Untersuchung isolierter Lernprobleme. [WD99] Deshalb beziehen sich die 

in den vorangegangenen Kapiteln vorgestellten Fragestellungen und Formulierungen auch in 

erster Linie auf eine einzelne Lerninstanz. Wenn der Modellierer die eigentliche 

Aufgabenstellung von mehreren Agenten bearbeiten lässt, können weiterreichende 

Wechselwirkungen entstehen, die den Lernprozess nachhaltig beeinflussen.  

Weiß und Dillenbourg [WD99] identifizieren hierzu zwei verschiedene Ansätze zur 

Verteilung des Lernproblems:  

• In einem multiplikativen Ansatz findet eine horizontale Verteilung des Lernproblems 

statt. Dabei agieren mehrere separate Lerninstanzen gleichzeitig, wobei jede Instanz 

den gesamten Lernprozess für sich vollständig abbildet. Dies kann somit auch als 

generalisierender Ansatz bezeichnet werden.  

• In einem divisionalen Ansatz findet eine vertikale Verteilung des Lernproblems statt. 

Dabei wird die zugrunde liegende Aufgabenstellung auf mehrere Agenten aufgeteilt. 

Der einzelne Agent muss (nur) einen dedizierten Aspekt der Problemstellung 
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bearbeiten. Die gesamtheitliche Lösung des zugrunde liegenden Lernproblems entsteht 

durch die explizite Synthese aus den Teillösungen der beteiligten Agenten. Dies wird 

dann auch als spezialisierender Ansatz bezeichnet. 

Dabei müssen insbesondere die Einflüsse der Interaktionen (vgl. Tabelle 2) auf den 

Lernprozess untersucht werden. In einer antagonistischen oder indifferenten (Lern-)Umgebung 

werden die Interaktionen zwischen den Lerninstanzen lediglich als weiterer Bestandteil des 

Lernproblems wahrgenommen, welcher vom Lernverfahren berücksichtigt werden muss. Die 

Agenten besitzen dabei typischerweise nicht die Absicht, sich untereinander explizit zu 

unterstützen. Bei einer kooperativen (Lern-)Umgebung streben die Agenten hingegen nach der 

Erreichung eines gemeinsamen Ziels. Die Agenten müssen sich dazu gegenseitig unterstützen 

und ihre Handlungen miteinander koordinieren.  

Bei einem divisionalen Ansatz sind Interaktionen zur Synthese der gesamtheitlichen 

Lösung zwingend notwendig und werden daher vom Modellierer bereits zum 

Entwicklungszeitpunkt vorgesehen und innerhalb des Agentenverhaltens explizit berücksichtigt. 

Auch bei einem multiplikativen Ansatz können die Agenten einander unterstützen, indem sie 

Erfahrungen oder daraus abgeleitete Erkenntnisse untereinander austauschen. 65    

Eine weitere wesentliche Herausforderung stellt die (subjektive) Nicht-Stationarität des 

Lernproblems dar, die durch die Koevolution der Lerninstanzen entsteht, da die Lernverfahren 

nun in der Gegenwart anderer, sich ebenfalls anpassender Lerninstanzen operieren müssen. 

[AL08] Durch die lokale Wahrnehmung der Umwelt und überlagernde Handlungen der Agenten 

besitzt die Umwelt aus Sicht des einzelnen Agenten einen nicht-deterministischen Charakter. 

[Wei93] Das Multiagentensystem kann daher auch als eine spezielle Form der partiell 

beobachtbaren Markov-Entscheidungsprobleme betrachtet werden. [CB98] 

Ficici und Pollack [FP98] stellen dazu fest, dass die bisherige absolute Unterscheidung 

in Lernende und ihre (passive) Umgebung somit hinfällig wird und durch einen relativistischen 

Ansatz ersetzt werden muss: Jeder Lernende wird auch zu einem aktiven Teil der Umwelt der 

anderen Lernenden. Hierbei lassen sich zwei Probleme voneinander abgrenzen: 

1. „Wettrüsten der Lernenden“ 

Der Lernende muss seine eigene Strategie immer unter Einbeziehung der aktuellen 

Strategien der anderen Lernenden anpassen. Er kann sich dabei oftmals nicht darauf 

verlassen, dass die anderen Lernenden ein statisches Verhalten zeigen bzw. anstreben, 

                                                      
65 Die verschiedenen Lerninstanzen sollten also idealerweise entsprechende Erkenntnisse in ihrem 
Lernprozess berücksichtigen. Weiß und Dillenbourg [WD99] bezeichnen dies somit auch als integrativen 
Ansatz. 



61 

sondern muss vielmehr davon ausgehen, dass sie sich ebenfalls fortlaufend anpassen.66 

Diese Änderungen geschehen allerdings nicht willkürlich, sondern werden durch die 

gemeinschaftliche Lerndynamik geprägt. [Vid03] Zur Anpassung der eigenen Strategie 

kann der Agent entweder versuchen, aus den (derzeitigen) Strategien der anderen zu 

lernen67 und eine entsprechende Gegenstrategie zu entwickeln oder eine allgemeine 

Strategie zu entwickeln, die unabhängig von den Strategien der anderen Akteure 

verlässlich funktioniert. [SPG07] Wenn wiederum alle Agenten den ersten Ansatz 

verfolgen, so lässt sich dies metaphorisch als „Wettrüsten der Lernenden“ 

bezeichnen.68 Im Extremfall finden solche Anpassungen fortwährend statt und 

verhindern somit eine Konvergenz des Systems gegen einen stabilen Zustand, wodurch 

die Analyse und Bewertung des Modells erheblich erschwert werden kann. [FP98] 

Wenn hingegen alle Agenten den zweiten Ansatz verfolgen, kann es zu einem 

suboptimalen Ergebnis des gesamten Systems kommen. 

2. Koordinationsproblem bei mehreren Attraktoren 

Lernverfahren streben generell gegen Attraktoren69 im Phasenraum der möglichen 

Verhaltensweisen. [Art94] Der einzelne Lernende besitzt nun allerdings nicht mehr die 

vollständige Kontrolle über die Dynamik im System, da dieses durch das 

gemeinschaftliche Handeln aller beteiligten Akteure bestimmt wird. Dies kann 

problematisch werden, wenn mehrere Attraktoren im Phasenraum existieren, zwischen 

denen sich die Lernenden gemeinschaftlich entscheiden müssen. Auch wenn die 

Attraktoren identifizierbar oder gar bekannt sind, existiert ein Koordinationsproblem 

zwischen den Lernenden, da eine unkoordinierte Entscheidung weiterhin zu einem 

suboptimalen Ergebnis führen kann. [Bou96] Im Lernverfahren müssen somit 

entsprechende Mechanismen verankert werden, die diese Koordination ermöglichen, d. 

h. einer der möglichen Attraktoren zu einem Fokalpunkt erhoben wird. Die Auswahl 

eines solchen Attraktors geschieht nicht, weil dieser sich in irgendeiner Form 

gegenüber den anderen Attraktoren auszeichnet, sondern weil die Dynamik der 

gemeinsamen (Lern-)Prozesse diesen letztlich ausgewählt hat. [You93] 

                                                      
66 In der englischsprachigen Literatur findet sich hierzu in erster Linie der Begriff „moving target 
function“. Vgl. dazu auch Vidal und Durfee [VD98]. 
67 Ein direkter Zugriff auf die Strategien der Mitlernenden ist in der Regel nicht gegeben (vgl. Kap. 
2.1.1). Sie lassen sich aber bei hinreichender Kenntnis der zugrunde liegenden Lernverfahren und der 
Historie des bisherigen Verhaltens approximieren. Hu und Wellmann [HW01] betonen allerdings, dass 
Fehleinschätzungen schnell zu einem suboptimalen Verhalten des Lernenden führen können.      
68 In Anlehnung an den Begriff „armsrace” von Dawkins und Krebs [DK79], die in ihrer Arbeit 
vergleichbare coevolutionäre Vorgänge in der Biologie beschrieben haben. 
69 Vgl. Kap. 3. 
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Die Untersuchung mehrerer Lerninstanzen stellt somit keine triviale Erweiterung oder 

Übertragung der bisherigen Erkenntnisse dar. Der Lernprozess kann vielmehr nachhaltig durch 

die Anwesenheit anderer Lerninstanzen beeinflusst werden: Er kann z. B. verlangsamt, 

angepasst, beschleunigt oder gar erst ermöglicht werden. [SW99] 

 

4.4. Identifikation elementarer Bestandteile der Lerninstanz 

Wie bereits im Kapitel 4.1 dargestellt wurde, wird der Lernalgorithmus typischerweise 

als atomare Einheit des bestärkenden Lernens betrachtet. Er stellt dabei sowohl die größte als 

auch die kleinste Einheit des bestärkenden Lernens dar, die sich mit der eigentlichen 

Problemlösung befasst. Bei einer genaueren Analyse stellt sich allerdings heraus, dass eine 

solche solipsistische Auffassung nicht zwingendermaßen gerechtfertigt ist. [Cot+02] 

Zum einen lassen sich weitere relevante Entitäten identifizieren, die außerhalb der 

beschriebenen Betrachtung liegen (wie z. B. die Bereitstellung der Belohnungen oder die 

Erfassung des Zustands durch die Sensorik). Zum anderen lassen sich weitere Bestandteile 

innerhalb der Lerninstanz abgrenzen, die in der typischen Betrachtung im Lernalgorithmus 

aufgehen, auch wenn hierfür keine zwingende Notwendigkeit besteht.    

Der Modellierer sollte stattdessen eine holonistische Betrachtung der Lerninstanz 

erwägen, d. h. er nutzt die gesamtheitliche Wirkung des bestärkenden Lernens für die 

Integration in seinen Agenten, berücksichtigt aber gleichzeitig die weiterführende innere 

Struktur, die eine breite Variation des Lernverhaltens ermöglicht.      

4.4.1. Bereitstellung der Belohnungen 

Wie bereits in Kap. 3.3 beschrieben wurde, stellt die Formulierung eines strukturierten 

Belohnungssignals eine zentrale Herausforderung für den Entwickler dar, sofern er den Einsatz 

von bestärkendem Lernen in seinen Modellen erwägt. Mit den Belohnungen kann er seine 

Präferenz und Ordnung der verschiedenen Zustände bzw. Zustandsübergänge beschreiben, d. h. 

er muss seine Affinität, Indifferenz oder Aversion gegenüber bestimmten Zuständen zum 

Ausdruck bringen. [Sha04] Mit den Belohnungssignalen kann er seinen Agenten somit auf 

verhältnismäßig neutrale Art und Weise mitteilen, was sie erreichen sollen, ohne sie letztlich 

dabei einzuschränken, wie sie dieses erreichen sollen. [SB98b]  

Im Gegensatz zu der Transitionsfunktion kann die Belohnungsfunktion allerdings durch 

die Analyse einer bereitgestellten Datengrundlage nur unzureichend (re-)konstruiert werden und 

erfordert stattdessen die individuellen Einschätzungen des Modellierers. [RB09] 
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4.4.1.1. Dimensionen des Belohnungssignals 

In der gängigen Literatur zum bestärkenden Lernen wird im Wesentlichen davon 

ausgegangenen, dass sich die Formulierung der Belohnungsfunktion „natürlich“ aus der 

zugrunde liegenden Problemstellung ergibt. [Has11] Allerdings finden sich in der Literatur 

durchaus auch kritischere Sichten. So führen z. B. van Otterlo und Wiering [OW12] hierzu aus: 

„Für alle Problemformulierungen kann ein optimales Verhalten ermittelt 

werden. Es hängt allerdings davon ab, ob die Belohnungsfunktion sich im 

Einklang mit den angestrebten Zielsetzungen des Modellierers befindet, um zu 

bewerten, ob das Verhalten auch die unterstellte Problemstellung löst.“ 

Das erlernte Verhalten spiegelt somit die bereitgestellte Modellstruktur wider.70 Der 

Modellierer muss daher besonders sorgfältig bei der Strukturierung der Belohnungsfunktion 

vorgehen und die Auswirkungen auf das spätere (Lern-)Verhalten getrennt untersuchen. Die 

Wirkung der Belohnungssignale muss dabei unter unterschiedlichen Gesichtspunkten betrachtet 

werden. 

Wirkung des Belohnungssignals 

Für die Verarbeitung im Lernalgorithmus müssen die Belohnungen in Form eines numerischen 

Signals bereitgestellt werden. Je höher der beigemessene Betrag des Signals ausfällt, desto 

stärker versucht der Modellierer seine Agenten71 dazu zu bewegen, diesen Zustand aufzusuchen 

bzw. in ihm zu verweilen. Die Präferenzen und die daraus letztlich entstehende Ordnung der 

Zustände lassen sich allerdings nicht durch die isolierte Betrachtung der einzelnen Beträge 

identifizieren, sondern müssen durch den relativen Vergleich der Werte abgeleitet werden. In 

der einschlägigen Literatur wird davon ausgegangen, dass die Bewertungen in Relation zu 

einem neutralen Element entstehen, mit dem der Modellierer seine indifferente Einstellung 

gegenüber einem Zustand ausdrücken kann.72 Mit der Wahl eines geeigneten neutralen 

Elements kann zudem die (ungewollte) Verbreitung eines sekundären Belohnungssignals (vgl. 

Kap. 4.3.1) unterbunden werden.  

 

                                                      
70 Man vergleiche dazu die unterschiedlichen Ergebnisse in den Arbeiten z. B. von Todd und Wilson 
[TW93] oder Crites und Barto [CB96]. 
71 Dies gilt natürlich nur bei einer angestrebten Maximierung seiner Belohnungssignale. Vgl. Fußnote 59. 
72 In der Regel wird dabei die Null als neutrales Element genutzt und die restlichen Bewertungen daran 
ausgerichtet. So schlägt z. B. Sutton [Sut84] vor, dass die Bewertungen durch den Vergleich des 
(unmittelbaren) Nutzens eines Zustandsübergangs mit dem Durchschnittsnutzen aller (in einem Schritt) 
erreichbaren Zustände ermittelt werden sollte. Wenn der Nutzen höher als der Durchschnittsnutzen 
ausfällt, sollte ein positiver und ansonsten ein negativer Wert ausgewiesen werden. 
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Dichte der Belohnungsfunktion 

Die Bewertungen eines Zustands hängen sowohl von den primären als auch den sekundären 

Belohnungssignalen ab. Die Dichte der Belohnungen, d. h. die Menge der nicht-neutralen 

primären Belohnungssignale, variiert dabei zwischen zwei Extremen: Der Agent erhält 

entweder zu jeder seiner Handlungen oder nur bei der Erreichung einzelner, dedizierter 

Zustände ein nicht-neutrales Belohnungssignal. [Mat94c]  

Ein stets verfügbares Belohnungssignal kann z. B. durch die Berechnung einer Abweichung 

gegenüber den (derzeit gültigen) Zielsetzungen des Agenten ermittelt werden.73 Durch die 

ständige Präsenz eines primären Belohnungssignals können die Bewertungen bereits frühzeitig 

im Lernprozess angepasst werden. Der Agent ist aber auch mit einer Vielzahl von Attraktoren 

und Repelloren im Phasenraum konfrontiert, sodass es zu Überlagerungseffekten kommen kann. 

Diese sind häufig relativ komplex und unvorhersehbar, wodurch eine Beurteilung des 

Lernprozesses durch einen externen Beobachter weiter erschwert werden kann.74 

 

Abb. 11: Entwicklung eines exemplarischen Agentenverhaltens bei zwei Repulsoren 

Auf der anderen Seite ist der Modellierer häufig gar nicht in der Lage, für jeden Zustand bzw. 

Zustandsübergang eine (rationale) Einschätzung des inhärenten Nutzens zu formulieren, da ihm 

                                                      
73 Ein gängiges Beispiel hierzu ist die Aufrechterhaltung der somatischen Funktion des Agenten. In der 
englischsprachigen Literatur wird hierfür auch der Begriff der „maintenance goals“ verwendet. [PM10] 
74 So sinkt der Einfluss des sekundären Belohnungssignals proportional zur „Entfernung“ (d. h. der 
Anzahl der zu durchlaufenden Zwischenzustände) vom verursachenden Zustand (vgl. Kap. 4.3.1). 
Allerdings hängt der Einfluss auf die Bewertungen auch von der Parametrisierung des Lernalgorithmus 
ab.  
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ein zugrunde liegender funktionaler Zusammenhang nicht bekannt ist. Stattdessen verbindet er 

Belohnungen mit „dramatischen Konditionen“ [Rib02]. Diese entstehen z. B. wenn der Agent 

eines seiner (Teil-)Ziele erreicht oder einen „fatalen Zustand“ nicht mehr verlassen kann.75 Die 

Formulierung einer Belohnungsfunktion ist damit für den Modellierer wesentlich einfacher und 

übersichtlicher zu gestalten, da er nur für einzelne Zustände einen expliziten Wert bestimmen 

muss. Durch den prädominanten Einsatz neutraler Belohnungssignale ist der Agent aber häufig 

auch „orientierungslos“ im Lernprozess, da seine Bewertungen vorrangig durch das sekundäre 

Belohnungssignal getrieben werden, d. h. solange die (mittelbaren) Bewertungen der 

Folgezustände unbekannt sind bzw. noch nicht hinreichend propagiert wurden, verharrt der 

Agent in der indifferenten Bewertung seines derzeitigen Zustands. 

Quelle der Belohnungssignale 

In der einschlägigen Literatur zum bestärkenden Lernen wird (noch immer) unterstellt, dass die 

Bereitstellung einer (monolithischen) Belohnungsfunktion elementare Aufgabe der Umgebung 

ist und die Belohnungen somit außerhalb des Agenten zu generieren sind. Ein solches Vorgehen 

wird allerdings immer wieder als unmotiviert und willkürlich bemängelt, da es zur 

Trivialisierung des Agenten und zu wenig nachvollziehbaren Abgrenzungen des Agenten von 

seiner Umwelt führen kann, um diesem Anspruch letztlich gerecht zu werden.76  

Eine (Rück-) Besinnung auf psychologische Grundlagen hat indes in den vergangenen Jahren zu 

einem gewissen Wandel geführt. Dort lassen sich interne und externe Motivation voneinander 

unterscheiden, d. h. im Kontext des bestärkenden Lernens können die Belohnungen sowohl 

innerhalb des Agenten selbst als auch durch die Umgebung (bzw. den darin enthaltenen 

Entitäten oder Agenten) generiert werden.  

• Eine Kapselung innerhalb des Agenten kann dabei zu einer erhöhten 

Wiederverwendbarkeit des Umgebungsmodells führen, da eine Variation der Agenten 

keine weiteren Anpassungen des Umweltmodells erfordert. Zudem kann eine 

Verfälschung des Belohnungssignals durch fehlerhafte Übertragung bzw. Erfassung 

durch die Sensoren der Agenten vermieden werden. [Bal98]  

• Mit einer Kapselung der Belohnungsfunktionen innerhalb der Umgebung kann 

hingegen eine widersprüchliche Definition der Funktionen bei gleichartigen Agenten 

und daraus resultierende Abweichungen zwischen den Agentenverhalten vermieden 

werden.  

                                                      
75 In der englischsprachigen Literatur wird daher häufig auch von „achievement goals“ bzw. „safety 
goals“ gesprochen. [PM10]  
76 So betonte Littman [Lit96] schon verhältnismäßig frühzeitig, dass sich die Bereitstellung des 
Belohnungssignals weder dem eigentlichen Agenten noch seiner Umgebung eindeutig zuordnen lässt. 
Man vgl. dazu auch z. B. Sutton [Sut91a], Balch [Bal98] und von Hasselt [Has11]. 
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Kopplung von Belohnungssignalen 

Beim Einsatz mehrerer lernfähiger Agenten hängt die entstehende Systemdynamik von der 

gemeinschaftlichen Handlungsweise aller beteiligten Akteure ab (vgl. Kap. 4.3.4). Die 

notwendigen Belohnungsfunktionen der Agenten können daher auch nur in den wenigsten 

Fällen (vollständig) unabhängig voneinander definiert werden. In Anlehnung an die 

Interaktionsarten nach Ferber (vgl. Tabelle 2) lassen sich hierbei drei unterschiedliche Ansätze 

voneinander abgrenzen. [BBS08] 

• Im einfachsten Fall findet keinerlei (bewusste oder messbare) Interaktion zwischen den 

Agenten statt, sodass auch die Belohnungsfunktionen vollständig unabhängig 

voneinander definiert werden können. 

• Bei konkurrierenden Agenten entstehen häufig komplementäre Belohnungsfunktionen, 

die die gegensätzlich wirkenden Zielsetzungen der Agenten widerspiegeln. Die 

Funktionen weisen somit strukturelle Abhängigkeiten auf.77 Durch die explizite 

Berücksichtigung dieser Abhängigkeiten lässt sich zum einen der 

Modellierungsaufwand bei der Spezifikation der Belohnungsfunktion deutlich 

reduzieren. Zum anderen kann dieses Wissen später auch zur Beschleunigung bzw. 

Strukturierung innerhalb des Lernprozesses herangezogen werden (vgl. Kap. 4.4.3.1). 

• Bei kooperierenden Agenten existiert zumeist ein gemeinsames übergeordnetes Ziel, 

dessen (gemeinsame) Erfüllung die Agenten langfristig78 anstreben. [LR00] Nach 

Panait und Luke [PL05] lassen sich hierfür zwei Ansätze voneinander abgrenzen. Bei 

einer globalen Belohnungsfunktion erhalten alle beteiligten Agenten gleichartige 

Belohnungen, wohingegen bei einer lokalen Belohnungsfunktion jeder Agent ein 

individuell definiertes Belohnungssignal erhält. Beide Verfahren besitzen ihre Vor- und 

Nachteile, die vor dem praktischen Ansatz gegeneinander abgewogen werden müssen. 

[Bal98] So ist bei einer globalen Belohnungsfunktion die Aufteilung der Belohnungen 

auf die einzelnen Agenten recht simpel zu konzipieren, da der Fortschritt gegenüber der 

(übergeordneten) Zielsetzung des Systems als gemeinsame Bewertungsgrundlage dient. 

Allerdings ist dies in einem hinreichend komplexen Modell häufig gar nicht mehr 

effizient berechenbar. Wolpert und Tumer [WT01] führen zudem aus, dass die 

Lernergebnisse bei Nutzung einer globalen Belohnungsfunktion häufig nicht 

zufriedenstellend mit wachsender Komplexität bzw. Größe der Problemstellung 
                                                      
77 Man vergleiche dies mit der Struktur von Konstant- bzw. Nullsummenspielen oder symmetrischen 
Spielen innerhalb der Spieltheorie. 
78 Stone [Sto98] hebt dabei allerdings hervor, dass die kurzfristigen Ziele der Agenten durchaus 
voneinander differieren können. 
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skalieren, da der einzelne Agent keine ausreichende Rückmeldung zu seinem 

individuellen Beitrag erhält.79 Auf der anderen Seite muss der Modellierer bei einer 

lokalen Belohnungsfunktion schon frühzeitig die Aufgabenaufteilung und die daraus 

resultierenden Belohnungsfunktionen festlegen. [PH00] Allerdings kann dies wiederum 

zu unerwünschten Effekten führen, da der Agent (per Definition) nur an der 

Maximierung des individuellen Nutzens interessiert ist. Daher muss eine entsprechende 

Abstimmung mit den angestrebten, übergeordneten Zielsetzungen des Systems 

durchgeführt werden. [Mat94b]  

Dynamik der Belohnungsfunktion 

Mit der Formulierung des Lernproblems als Markov-Entscheidungsproblem wird eine stationäre 

Belohnungsfunktion unterstellt (vgl. Kap. 4.2.1), d. h. die Ausprägungen des Belohnungssignals 

müssen unabhängig vom Zeitpunkt ihres Auftretens sein. Zur Sicherstellung dieser Anforderung 

können logische und temporale Abhängigkeiten bereits in der Definition der Zustände 

einbezogen werden. [Kae93a] In hinreichend komplexen Modellen kann ein solches Vorgehen 

allerdings häufig zu einer „unhandlichen Darstellung“ [BDH96] des Zustandsraums führen. Um 

diesem entgegenzuwirken, kann der Entwickler auch eine dynamische Belohnungsfunktion in 

Erwägung ziehen, wobei die Annahme der Markov-Eigenschaft allerdings relaxiert werden 

muss.80 Mögliche Ansätze hierfür bilden u. a.:   

• Der Agent besitzt sich im Zeitverlauf ändernde Präferenzen, mit denen z. B. die 

Identifizierung einer geeigneten Nische und eine Spezialisierung des Agenten erreicht 

werden soll. [BN08]  

• Die Bereitstellung des Belohnungssignals wird durch eine sog. „unkontrollierte 

Systemdynamik“ [NGS12] beeinflusst, mit der ein Teil der Systemkomplexität in einem 

nicht-deterministischen Prozess gekapselt werden kann.  

• Der Agent besitzt mehrere Ziele, die nacheinander bearbeitet werden müssen. Mit der 

Anpassung der Belohnungsfunktion kann eine Ordnung und Bearbeitungsreihenfolge 

der Ziele erstellt werden. [BN96] 

• Die individuelle Belohnungsfunktion muss in Anwesenheit anderer Agenten abgeleitet 

werden. Diese Nicht-Stationarität entsteht dabei allerdings nur aus der subjektiven und 

                                                      
79 Dies kann einzelne Agenten zur Passivität verleiten, da sie von den Fortschritten anderer Agenten 
profitieren können, ohne einen angemessenen Beitrag zur Steigerung der Gesamtleistung des Systems zu 
leisten. [PL05] 
80 Viele Lernverfahren zeichnen sich dabei (in bestimmten Grenzen) durchaus als robust gegenüber 
Verletzungen der Markov-Eigenschaft aus und sind in der Lage, ein adäquates Verhalten trotz 
dynamischer Belohnungsfunktionen zu generieren. Man betrachte dazu z. B. die Ergebnisse von Even-
Dar, Kakade und Mansour [EKM04], Regan und Boutilier [RB11] bzw. Tan und Hartman [TH11]. 
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lokalen Perspektive des Agenten (vgl. Kap. 4.3.4), da er die vorherrschenden 

Wechselwirkungen mit anderen Entitäten bzw. Agenten nicht adäquat erfassen kann.  

4.4.1.2. Integration des Belohnungssignals in den konzeptuellen Rahmen 

Wie aus den vorangegangenen Ausführungen ersichtlich wird, ist es für den praktischen 

Einsatz durchaus erstrebenswert, das letztliche Belohnungssignal aus mehreren separaten 

Quellen zu konstruieren, da es für den Modellierer einfacher ist, unterschiedliche Aspekte des 

Lernproblems getrennt voneinander zu bewerten. [BDH96] Ein solches Vorgehen erlaubt dabei 

auch die Differenzierung zwischen aufgabenspezifischen (d. h. direkt mit der Lösung der 

zugrunde liegenden Problemstellung verbundenen Kosten und Erträge) und -unspezifischen 

Aspekten (d. h. mit dem eigentlichen Lernprozess verbundene Eigenschaften, wie z. B. 

Bewertung des Lernfortschritts [KO04], Spezialisierung bzw. Partitionierung des Lernproblems 

[SP99] oder Robustheit des entstandenen Agentenverhaltens [MD05]). Die Belohnungssignale 

können dabei sowohl innerhalb als auch außerhalb des Agenten entstehen (vgl. Abb. 12). 

 

Abb. 12: Konzeptionelles Modell zur Bereitstellung der Belohnungssignale 

Die Bereitstellung der internen Belohnungssignale erfolgt durch sog. interne Kritiker, d. 

h. innerhalb des Agenten sind bestimmte Funktionen verankert, mit denen eine Bewertung des 

derzeitigen Zustands des Agenten in Bezug auf seine Problemstellung oder des Lernprozesses 

vorgenommen werden kann. Diese müssen dabei nicht gezwungenermaßen direkt an den 
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eigentlichen Lernalgorithmus gekoppelt werden, sondern können auch in anderen 

Funktionalitäten81 des Agenten verankert werden.   

Die Bereitstellung der externen Belohnungssignale erfolgt durch sog. externe Kritiker, 

d. h. es existieren andere Agenten oder Entitäten in der Umwelt, die eine Bewertung des 

lernenden Agenten vornehmen können. Im Gegensatz zu den internen Kritikern können diese 

nur eine Bewertung in Bezug auf die unterstellte Problemstellung vornehmen, da der 

Lernprozess (aufgrund der Autonomie der Agenten) nicht zugänglich ist und durch die externe 

Wahrnehmung nicht oder nur unzureichend rekonstruiert werden kann. Die Anforderung einer 

Evaluierung kann nur durch die Nutzung der bestehenden Sensorik und Effektorik der Agenten 

angefordert werden. 

Wenn die Bewertungen aus unterschiedlichen Quellen generiert werden, kann eine 

solche Kombination an Belohnungssignalen in Anlehnung an die Formulierung von Barett und 

Narayanan [BN08] als Belohnungsvektor bezeichnet werden. Die überwiegende Mehrzahl der 

Lernverfahren erwartet allerdings einen einzelnen numerischen Wert, sodass der 

Belohnungsvektor nicht an den Lernalgorithmus weitergeleitet werden kann. Stattdessen 

müssen die Signale innerhalb des Agenten in einer Art „Kollektor“ gesammelt und aufbereitet 

werden, bevor der resultierende (numerische) Wert verarbeitet werden kann. [BDH96] Dabei 

muss der Kollektor drei wesentliche Aufgaben bewältigen: 

1. Er muss sicherstellen, dass keine Belohnungssignale verloren gehen und eine 

Aufbereitung der Signale erst erfolgt, wenn sämtliche relevanten Signale empfangen 

wurden.  

2. Er muss die Belohnungssignale auf eine einheitliche und neutrale Währung normieren, 

wenn diese in unterschiedlichen Dimensionen vorliegen. [MB94]  

3. Er muss eine Transformation des intensionalen Belohnungsvektors in einen einzelnen 

numerischen Wert durchführen, d. h. in dem Kollektor muss eine geeignete funktionale 

Abbildung hinterlegt werden.  

Der Entwickler steht somit vor der Herausforderung, die entsprechenden 

Funktionalitäten (unter der Berücksichtigung der bereits beschriebenen Wirkungen) in seinem 

Agenten bzw. anderen Entitäten der Umwelt zu verankern, eine Weiterleitung an den lernenden 

Agenten zu gewährleisten und eine zielorientierte Zusammenführung für die Verarbeitung 

durch den Lernalgorithmus vorzunehmen. Der beschriebene Ansatz bietet hierfür eine 

                                                      
81 So kann z. B. der Energieverbrauch eines Roboters von seiner Motorik erfasst und bereitgestellt 
werden.  
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hinreichende abstrakte Herangehensweise und erweitert somit die gängige Praxis im Bereich 

des bestärkenden Lernens. 

4.4.2. Bereitstellung eines internen Speichers 

Sofern die Wahrnehmungen des Agenten mit perzeptuellem Aliasing verzerrt sind, 

muss er davon ausgehen, dass unterschiedliche Zustände auf eine einzelne Beobachtung 

abgebildet werden (vgl. Kap. 4.2.1). Hasinoff [Has03] hebt in diesem Zusammenhang hervor, 

dass speicherlose Lernverfahren in den meisten Fällen zum Scheitern verurteilt sind, sofern die 

(optimale) Politik eine Differenzierung der Handlungen in diesen Zuständen erfordert.82 

Stattdessen müssen die Wahrnehmungen mit vorhandenem Wissen zu einem sog. internen 

Zustand erweitert werden.  

Lanzi [Lan00] veranschaulicht dies folgendermaßen: 

„Aus der Sicht des Agenten ist der Zugriff auf einen internen Zustand wie der 

sprichwörtliche Knoten im Taschentuch, den er je nach Bedarf binden und 

auch wieder lösen kann, um sich an bedeutsame Ereignisse aus der 

Vergangenheit zu erinnern.“ 

Der Modellierer kann seinen Agenten daher mit einer dedizierten Speicherarchitektur 

ausstatten, in der er (eigenverantwortlich) Wissen hinterlegt, um so die Auswirkungen von 

Verrauschungen und mehrdeutigen Wahrnehmungen zu kompensieren. [Sch12]   

4.4.2.1. Wirkung der Speicherarchitekturen 

Obwohl dem Agenten der direkte Zugriff auf die Zustände verwehrt bleibt, kann er 

entsprechende Rückschlüsse über seinen derzeitigen Zustand erlangen, indem er zeitliche und 

logische Abhängigkeiten zwischen seinen Beobachtungen berücksichtigt.  

Durch die explizite Einbeziehung der (vor-)gegebenen Modellstruktur kann der Agent 

mit einem sog. Zustandsschätzer eine Wahrscheinlichkeitsverteilung über die möglichen 

Zustände berechnen. [CKL94] Hiermit kann ein (diskreter und endlicher) partiell beobachtbarer 

Markov-Entscheidungsprozess nachweislich in ein kontinuierliches Markov-Entscheidungs-

problem transformiert werden, dessen Belohnungsfunktion stückweise linear und konvex ist. 

                                                      
82 Im Einzelfall können speicherlose Verfahren durchaus akzeptable Lösungen generieren. Man betrachte 
hierzu z. B. die Ergebnisse von Littman [Lit94a], Loch und Singh [LS98], Bagnell et al. [Bag+03] bzw. 
Li, Yin und Xi [LYX11]. Es fehlen allerdings weiterhin grundlegende Erkenntnisse, welche 
Anforderungen vom Modell erfüllt werden müssen, um dies zu gewährleisten. 
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[Son71] Dem Entwickler steht dann eine Vielzahl von Verfahren zur Ermittlung der optimalen 

Politik zur Verfügung, die von approximierenden bis hin zu exakten Verfahren reichen.83  

In der Theorie bietet sich der Einsatz von Zustandsschätzern durchaus an und findet 

daher auch eine relativ weite Verbreitung. [Abe03] Ein wesentlicher Nachteil des Ansatzes liegt 

allerdings in der Abhängigkeit von einer vollständigen Modellspezifikation, da die 

Zustandsschätzer einen verlässlichen Zugriff auf Zustandsmenge, Observations- und 

Transitionsfunktion zur Berechnung zur Approximation des zugrunde liegenden Zustands 

benötigen. 

Diese Anforderung kann (insbesondere im Kontext der multiagentenbasierten 

Simulation) häufig nicht erfüllt werden, da der Entwickler dieses notwendige Domänenwissen 

nicht vollständig bereitstellen kann (vgl. Kap. 2.2). Sein Agent kann aber auch ohne (direkt oder 

indirekt erlangte) Kenntnis seines derzeitigen Zustands verlässlich handeln, wenn er relevante 

Informationen aus seinen Beobachtungen extrahieren und in einem internen Speicher zur 

späteren Verarbeitung hinterlegen kann. Hasinoff [Has03] führt in diesem Zusammenhang aus, 

dass diese direkte Interaktion mit der Umwelt und die eigenverantwortliche Ableitung der 

relevanten Informationen sich wesentlich besser mit dem Paradigma des bestärkenden Lernens 

und dem Agentenbegriff vereinbaren lassen. Die vorhandenen Ansätze können hierbei in zwei 

Klassen unterteilt werden.84 

Interner Speicher mit Zeitfenstern  

Der Agent nimmt seine Entscheidungen nicht nur auf Grundlage seiner derzeitigen 

Wahrnehmungen vor, sondern bezieht auch seine Ausführungshistorie explizit in die 

Entscheidungsfindung mit ein. [BP96] In den meisten Fällen benötigt er dabei keinen Zugriff 

auf seine vollständige Trajektorie, die aufgrund technischer Restriktionen auch nicht 

bereitgestellt werden könnte. Stattdessen berücksichtigt der Agent nur ein (fixiertes) Zeitfenster, 

wodurch er Zugriff auf eine (vor-)bestimmte Anzahl seiner letzten Wahrnehmungen und 

Handlungen erhält. [LM92] Dabei wird im Wesentlichen unterstellt, dass das zugrunde liegende 

Modell eine sog. k-Markov-Eigenschaft85 erfüllt, d. h. der Zugriff auf die letzten k Zustände 

bzw. Beobachtungen reicht aus, um eine hinreichende Aktionsselektion durch den 

Lernalgorithmus zu gewährleisten. [OW12]  

                                                      
83 Eine entsprechende Übersicht und eine weiterführende Diskussion findet sich z. B. bei Lovejoy 
[Lov91], Murphy [Mur05] und Poupart [Pou05]. 
84 Eine entsprechende Übersicht und weiterführende Diskussion findet sich z. B. in den Arbeiten von Zhu 
[Zhu03], Aberdeen [Abe03] und Shani [Sha04]. 
85 Die in Kap. 4.2.1 dargestellte Markov-Eigenschaft bildet somit nur einen Sonderfall der k-Markov-
Eigenschaft und kann daher auch als 1-Markov-Eigenschaft interpretiert werden. 
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Interner Speicher mit Arbeitsgedächtnis 

Häufig ist es aber auch vollkommen ausreichend, wenn der Agent nur eine relativ geringe 

Menge an relevanten Informationen aus seiner Ausführungshistorie nutzt, statt die gesamte 

zugrunde liegende Trajektorie zur Verarbeitung im Lernverfahren heranzuziehen. [LM92] 

Dadurch kann verhindert werden, dass der abgeleitete Zustandsraum unnötig anwächst, wenn 

die notwendige Größe des Zeitfensters in erster Linie von einem einzelnen oder einigen 

wenigen Ereignissen abhängt, welche zudem relativ weit in der Vergangenheit liegen. So wies 

Wilson [Wil94] in seiner Arbeit schon recht früh nach, dass bereits wenige Bits an Speicher 

vollkommen ausreichen können, um eine hinreichende Aktionsselektion zu gewährleisten.  

Eine besondere Herausforderung für den Entwickler stellt dabei die Dimensionierung 

des notwendigen Speichers dar. Die relevanten Beobachtungen lassen sich im Allgemeinen 

nicht aus der Anwendungsdomäne bzw. der eigentlichen Aufgabenstellung im Vornhinein 

bestimmen, sondern müssen erst durch die eigentliche Ausführung ermittelt werden. Dabei führt 

sowohl eine Unter- als auch eine Überdimensionierung zu negativen Effekten für das 

Laufzeitverhalten des Agenten [Lus01]. In einem zu kleinen Speicher können relevante 

Beobachtungen aus der Betrachtung fallen, während ein zu großer Speicher zu einem rasanten 

Wachstum der zu bewertenden Beobachtungskombinationen führen kann, welches wiederum zu 

einem wesentlichen Performanzverlust des Lernverfahrens beiträgt. 

4.4.2.2. Integration des internen Speichers im konzeptuellen Rahmen 

Die Einbindung des internen Speichers ist nicht an den eigentlichen Lernalgorithmus 

gebunden, sondern stellt einen separaten Bestandteil innerhalb des Agenten dar.86 Dabei müssen 

zwei wesentliche Aufgaben berücksichtigt werden. 

Generierung des internen Zustands 

Vor der Verarbeitung durch den eigentlichen Lernalgorithmus müssen die wahrgenommenen 

Beobachtungen und die derzeitige Belegung des Speichers zusammengeführt werden. [Lit96] 

Dieser tritt an die Stelle des externen Zustands bzw. der davon abgeleiteten Beobachtung 

während der Verarbeitung durch den Lernalgorithmus. 

                                                      
86 Man vergleiche dazu auch die Ausführungen bei Alt [Alt12]. 
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Abb. 13: Speicherarchitektur in Anlehnung an Littman [Lit96] und Gorski [Gor12] 

Generierung und Verarbeitung der internen Aktionen  

Neben den Aktionen zur Manipulation des externen Zustands des Agenten (im weiteren Verlauf 

der Arbeit auch als externe Aktionen bezeichnet) müssen auch sog. interne Aktionen zur 

Anpassung des Speichers bereitgestellt werden. Diese können nach Gorski [Gor12] entweder 

automatisiert oder erst nach einer expliziten Anforderung durch den Agenten ausgeführt 

werden. Im ersten Fall existiert eine reglementierte Handlungsvorgabe, sodass der Agent keine 

weiterführenden Entscheidungen zu treffen hat. Im zweiten Fall muss er hingegen gezielt 

zwischen den Handlungsalternativen auswählen. Da dies parallel zu der Evaluation der externen 

Handlungsalternativen geschehen muss, ist eine Kombination der internen und externen 

Aktionen notwendig.  

Innerhalb des Agenten müssen daher geeignete Entitäten zur Kopplung und Separierung des 

Zustands und der Aktionen verankert werden (vgl. Abb. 13). Dazu wird zwischen den Sensoren 

und dem Lernalgorithmus ein sog. interner Zustandsinterpreter eingeführt, der eine 

Kombination der Beobachtung und der Speicherbelegung durchführt und diese zum internen 

Zustand zusammenfügt. Nach der gemeinsamen Verarbeitung im Lernalgorithmus müssen die 

Handlungen allerdings auch wieder separiert werden. Daher wird hinter dem Lernalgorithmus 

ein sog. Aktionsinterpreter eingefügt, der die Aufteilung der internen und externen Handlungen 

durchführt, bevor diese an die Effektorik bzw. den Speicher zur eigentlichen Ausführung 

weitergeleitet werden. 
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4.4.3. Umsetzung des Lernalgorithmus 

Der Lernalgorithmus ist für die eigentliche Verhaltensanpassung und die Kontrolle bei 

der Verhaltensausführung verantwortlich. Er muss somit die erworbenen Belohnungen gezielt 

zur Anpassung des zukünftigen Verhaltens nutzen. Hierbei müssen neben den unmittelbaren 

Belohnungen auch zukünftige Belohnungen in angemessener Weise berücksichtigt werden (vgl. 

Kap. 4.3.1). Neben der Bewertung der derzeitigen Handlung kann im Rahmen der 

Generalisierung auch eine Übertragung auf andere Zustände bzw. Handlungen erfolgen (vgl. 

Kap. 4.3.3). Darüber hinaus wird der Lernalgorithmus zur Steuerung des Agentenverhaltens (im 

Rahmen der umrissenen Lerninstanz) genutzt. Er muss hierbei die (aus der subjektiven 

Perspektive heraus) optimale Handlung ableiten, um einen zielorientierten Einsatz des erlernten 

Verhaltens zu ermöglichen. Bei der Auswahl des Algorithmus lassen sich drei Ansätze 

unterscheiden:  

– Der Entwickler implementiert einen modellspezifischen Lernalgorithmus, der auf die 

individuellen Anforderungen des Modells abgestimmt ist. In diesen Bereich fallen 

insbesondere hierarchische Lernalgorithmen, bei denen die spezifische Struktur der 

zugrunde liegenden Aufgabenstellung gezielt zur Steigerung der Performanz genutzt 

wird.87 Allerdings ist die Umsetzung typischerweise mit hohem Aufwand für den 

Entwickler verbunden. Zudem kann der entworfene Algorithmus nicht in anderen 

Aufgabenstellungen wiederverwendet werden. 

– Bei der Implementation eines domänenspezifischen Lernalgorithmus kann der 

Lernalgorithmus auf allgemeingültige Regelmäßigkeiten der Domäne zur Steigerung 

seiner Performanz zurückgreifen.88 Typischerweise muss der Entwickler hierbei eine 

Abwägung zwischen der Allgemeingültigkeit seiner Lösung und der Performanz 

vornehmen.  

– Bei der Verwendung eines allgemeinen Lernalgorithmus kann der Entwickler 

typischerweise auf einen domänenunspezifischen Algorithmus zurückgreifen. Dieser 

kann nach einer einmaligen Entwicklung in unterschiedlichen Aufgabenstellungen 

wiederverwendet werden. Hierbei muss vom Modell eine entsprechende Anpassung an 

die Anforderungen des Lernalgorithmus erfolgen. Dazu gehört typischerweise eine 

                                                      
87 Man betrachte z. B. Feudal-Q von Dayan und Hinton [DH93]. In dem Algorithmus wurde ein 
Navigationsproblem untersucht, das durch eine hierarchische Struktur hinreichend effizient gelöst werden 
konnte. Lindemann [Lin10] wies allerdings nach, dass der unmodifizierte Ansatz nicht einmal auf eine 
verwandte Aufgabenstellung übertragen werden konnte.  
88 So beschreibt z. B. DG-Learning von Kaebling [Kae93a] ein Verfahren, bei dem die Nutzenbewertung 
durch entsprechende Schwellenwerte unterstützt wird, die aufgrund geometrischer Grundsätze nach oben 
abgeschätzt werden können. 
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gewisse Abstraktion der konkreten Aufgabenstellung. Diese Aufgabe kann bislang nicht 

hinreichend automatisiert werden. 

4.4.3.1. Dimensionen des Lernalgorithmus 

In der Literatur hat sich eine Vielzahl von Algorithmen entwickelt, die jeweils ihre 

theoretischen und empirischen Berechtigungen besitzen. [Mit06] Um dem Entwickler eine 

geeignete Grundlage für die Auswahl eines konkreten Algorithmus zu bieten, sollte dieser die 

definierenden Eigenschaften der Lernverfahren berücksichtigen. 

Modellbasierte und modellfreie Lernalgorithmen 

In einem modellbasierten Lernverfahren nutzt der Lernalgorithmus ein internes Umweltmodell 

zur Ableitung der optimalen Handlungsweise. [Wya05] Dieses Modell kann entweder von 

vornherein vorgegeben sein oder vom Lernalgorithmus aus den Interaktionen mit der Umwelt 

abgeleitet werden. [Rum95] Die meisten Lernalgorithmen nutzen hierbei Maximum-Likelihood-

Methoden oder Verfahren des überwachten Lernens, um ein Modell aus den gewonnenen 

Erfahrungen zu generieren. [HS12] Sie besitzen daher häufig auch eine enge Verwandtschaft zu 

Planungsverfahren, da der adaptive Aspekt in der Verfeinerung des Umweltmodells besteht, 

während die Handlungsselektion vorrangig durch die Nutzung von Planungsalgorithmen 

entsteht (vgl. Abb. 14).  

 

Abb. 14: Modellbasierte Lernverfahren in Anlehnung an Littman [Lit96] 

Gerade im Bereich des verteilten Lernens existiert eine Vielzahl von Verfahren, die im Kern auf 

der vollständigen Verfügbarkeit eines exakten Modells basieren. In diesen Fällen lassen sich die 

Handlungen auf Grundlage spieltheoretischer Erkenntnisse aufeinander abstimmen. [PU97] 
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Hierbei bietet sich insbesondere die Nutzung von Gleichgewichten89 an. Diese sind rational 

ableitbar und bieten ein stabiles Verhalten. [SPG07] Allerdings sind sie auch anfällig, da das 

emergente Verhalten nicht unbedingt optimal ist90 und eine einseitige Nutzung des 

Gleichgewichts durch andere Agenten ausgenutzt werden kann. [BDS00] 

Die unreflektierte Nutzung eines Modells verzerrt daher die Handlungsfähigkeit des Agenten. 

So führte Brooks [Bro91] bereits vor mehr als zwei Jahrzehnten aus, dass die Nutzung eines 

komplexen Modells häufig gar nicht sinnvoll ist, da ein Großteil des Aufwands für die 

Generierung und Pflege des Modells verwendet wird. Zudem entkoppelt es die Ausführungen 

des Agenten von seiner Umwelt, da er vorrangig seinem internen Modell vertraut und dieses zur 

Bestimmung seines Verhaltens heranzieht. Die Güte der Handlungen ist dann im Wesentlichen 

von der Güte des Modells abhängig. Gerade im Kontext autonomer Agenten ist eine solche 

Modellierung häufig nicht-trivial und fehleranfällig und bedroht dann die Performanz des 

gesamten Systems. [HW01] 

Viele komplexe Aufgabenstellungen können jedoch bereits durch eine routinierte Ausführung 

einzelner Aktivitäten ohne die Berücksichtigung eines (wie auch immer gearteten) Modells 

gelöst werden.  

Brooks verdeutlichte dies in seinem bekannten Ausspruch:  

„Die Welt selbst ist ihr bestes Modell!“  

Sofern ein solches Modell also nicht zur Verfügung steht oder der Aufwand zur Generierung 

eines adäquaten Modells (in Bezug auf die benötigte Rechenzeit oder den notwendigen 

Speicher) zu ineffizient ist, kann der Agent auch eine direkte Abschätzung der Güte seiner 

Handlungsalternativen vornehmen. [Abe03] In einem modellfreien Lernverfahren werden die 

Bewertungen daher typischerweise durch eine Kombination aus den unmittelbar realisierten 

Belohnungssignalen und einer rekursiven Berücksichtigung von zu erwartenden Belohnungen 

generiert. [PL05]  

Im Vergleich der beiden Ansätze benötigen modellbasierte Lernverfahren, die über ein 

hinreichend genaues Modell der Umwelt verfügen, häufig deutlich weniger Interaktionen mit 

der Umwelt, da sie im Wesentlichen ihr eigenes Modell zur Ableitung eines optimalen 

                                                      
89 Häufig existieren die Gleichgewichte nur in Form von stochastischen Politiken. Diese unterstellen aber 
i. d. R. eine einmalige Ausführung der Aufgabenstellung und realisieren hierfür  das bestmögliche 
Verhalten der Agenten. In der Iteration der Aufgabenstellungen kann ein solches Vorgehen aber 
nachteilig wirken, da sich die fehlende Koordination in der stochastischen Verhaltensauswahl negativ auf 
die Performanz auswirken kann. [FCA99] 
90 Man betrachte hierzu einmal das bekannte Prisoner-Dilemma. 
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Verhaltens nutzen können. [HS12] Die Interaktionen mit der Umwelt dienen nur zur 

Validierung des Modells. Sie werden daher häufig eingesetzt, wenn die Umwelt relativ simpel 

und daher auch abbildbar und formalisierbar ist. [Has11]  

Unter Berücksichtigung der bereits vorgestellten Argumentation in Kap. 3.1 sind solche Ansätze 

aber häufig nur bedingt für den Einsatz in einer multiagentenbasierten Simulation geeignet. 

Gerade im Kontext heterogener Agenten bietet die Auswertung der Handlungshistorie zu wenig 

Aufschluss über die innere Struktur des Agenten, um ein verlässliches Modell des 

gemeinschaftlichen Verhaltens zu erzeugen. [You07] 

Online- und Offline-Lernverfahren 

Bei einem sog. Offline-Verfahren wird die Anpassung des Verhaltens von der eigentlichen 

Verhaltensausführung entkoppelt, d. h. es existieren nur dedizierte Zeitpunkte, zu denen der 

Agent sein Verhalten anpassen kann. Die Offline-Verfahren werden häufig im Zusammenhang 

mit modellbasierten Lernverfahren eingesetzt. Hierbei kann der Lernalgorithmus sein inhärentes 

Umweltmodell quasi nach Belieben zur Anpassung des Verhaltens nutzen und ist nicht auf 

„reelle Interaktionen“ mit der Umwelt angewiesen. Dies ermöglicht eine beliebige Iteration 

innerhalb des Modells, ohne dass der Agent riskiert, in suboptimale Zustände zu gelangen, aus 

denen er sich nicht mehr befreien kann. [OW12]    

Bei einem sog. Online-Verfahren ist die Anpassung des Verhaltens hingegen direkt an die 

Interaktionen mit der Umwelt gekoppelt, d. h. der Agent muss unmittelbar nach der Ausführung 

seiner Handlungen die gewonnenen Erfahrungen für die Anpassung seines Verhaltens nutzen. 

Dies erlaubt ihm eine Fokussierung der Adaption auf jene Bereiche des Problemraums, die er 

während der Verhaltensausführung auch tatsächlich genutzt hat. [Die00]  

On-Policy- und Off-Policy-Lernverfahren 

Bei einem sog. On-Policy-Verfahren sind die Anpassungen der Bewertungen direkt mit der 

Ausführung der Handlungen verbunden. Dabei können die realisierten Belohnungen und 

Bewertungen entlang der Trajektorie der tatsächlich ausgeführten Handlungen propagiert 

werden. [Sin+00]  

Ein solches Vorgehen reagiert allerdings sehr sensibel auf Exploration. [GWZ99] Im Rahmen 

der Exploration wählt der Lernalgorithmus absichtlich eine suboptimale Handlung, um die 

Angemessenheit seiner derzeitigen Politik zu überprüfen. Bei der Nutzung eines On-Policy-

Verfahrens wird diese Entscheidung nicht explizit berücksichtigt und der potentielle Schaden 

der vollständigen Sequenz der Handlungen angerechnet. 
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In den sog. Off-Policy-Verfahren wird daher eine Entkopplung der Bewertungsanpassungen und 

der eigentlichen Exploration angestrebt. [OW12] Bei der Anpassung der aktuellen Bewertung 

wird neben den tatsächlich realisierten Belohnungen nur eine hypothetische Ausführung der 

zukünftigen Handlungen berücksichtigt. [Sin+00]          

Generalisierung innerhalb des Lernverfahrens 

In kontinuierlichen Aufgabenstellungen kann der Agent aufgrund der Menge an Symbolen 

zumeist keine hinreichenden Bewertungen seiner Handlungsmöglichkeiten generieren. Er 

benötigt daher geeignete Methoden, um seine erlangten Kenntnisse zu verallgemeinern und auf 

verwandte Zustände bzw. Handlungen zu übertragen. Die verschiedenen Methoden differieren 

dabei in der Art und Weise, wie die Verwandtschaft zwischen den verschiedenen Symbolen 

ermittelt wird und in welcher Form die gewonnen Erkenntnisse übertragen werden. Nach 

Hasselt [Has12] existieren hierfür drei generelle Ansätze: 

1. Modell-Approximation 

Der Lernende approximiert die zugrunde liegende Struktur des Modells, d. h. er leitet 

aus der Masse seiner fein granulierten Erfahrungen ein verallgemeinerndes Modell ab, 

mit dem das Systemverhalten hinreichend genau beschrieben werden kann. [NP11] 

Anschließend bestimmt er sein Verhalten auf Grundlage dieses vereinfachenden 

Modells. Die Übertragung der Erfahrungen geschieht dabei durch die explizite 

Zusammenfassung von Zuständen und Aktionen in der erzeugten Modellstruktur. 

2. Bewertungs-Approximation 

Der Lernende berechnet die Bewertungen der verschiedenen Symbole direkt anhand 

einer approximierenden Funktion. Er erstellt dabei weder ein explizites Modell zur 

Beschreibung des Systemverhaltens noch repräsentiert bzw. speichert er die zugrunde 

liegende Verhaltensstrategie. Die notwendigen Berechnungen müssen allerdings 

fortwährend neu durchgeführt und die zugehörigen Parameter anhand der gewonnenen 

Erkenntnisse angepasst werden.   

3. Politik-Approximation 

Der Lernende approximiert nur seine Strategie und passt diese fortwährend an. Er 

erstellt somit weder ein explizites Modell zur Beschreibung des Systemverhaltens noch 

die verschiedenen Bewertungen zur Bestimmung seines Verhaltens. 

Der Einsatz von approximierenden Verfahren ist allerdings nicht unproblematisch. Häufig 

existieren relativ stringente Rahmenbedingungen, unter denen diese Verfahren eingesetzt 

werden sollten. Bei der Verletzung dieser Bedingungen können Interferenzeffekte entstehen, die 
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im Grenzfall den Nutzen der Verallgemeinerung so weit überlagern, dass kein adäquates 

Verhalten mehr entstehen kann.91 

Koordinationsmechanismen im verteilten Lernen 

Wie bereits im Kap. 4.3.4 dargestellt wurde, kann ein Koordinationsproblem zwischen den 

Agenten entstehen, wenn sie sich gemeinschaftlich für die Realisierung eines Attraktors 

entscheiden müssen. Eine unkoordinierte Entscheidung kann dabei signifikante Auswirkungen 

auf die Performanz des einzelnen Agenten und des vollständigen Systems besitzen.  

Die meisten Lernalgorithmen sind nicht für die Nutzung im Kontext des verteilten Lernens 

vorgesehen gewesen. Sie werden daher in der Literatur auch als „unabhängige Lernverfahren“ 

bezeichnet. [CB98] Sie besitzen keine ausgezeichneten Mechanismen, um eine Koordination zu 

planen. Der Agent muss also eigenständig eine Politik entwickeln, die in der tatsächlichen 

Ausführung mit den anderen Agenten zu einem adäquaten Verhalten führen. [SPG07] 

Lernalgorithmen aus dem Bereich des verteilten Lernens besitzen hingegen häufig dedizierte 

Mechanismen, um eine solche Koordination herbeizuführen. Diese haben allerdings häufig sehr 

restriktive Anforderungen an die notwendigen Informationen (z. B. die Verfügbarkeit eines 

vollständigen Modells oder der internen Struktur der anderen Agenten), die aufgrund der 

Autonomie der Agenten oder der Komplexität der Aufgabenstellung häufig nicht zur Verfügung 

stehen.   

– Etablierung eines zentralen Kontrollers  

Um das Problem der Koordination zu umgehen, wenden sich die Agenten an einen 

zentralen Kontroller, der eine entsprechende Abstimmung zwischen den 

Lernalgorithmen herbeiführt. Dessen Entscheidung wird anschließend zur Ausführung 

gebracht. Ein solcher Ansatz widerspricht allerdings dem Kerngedanken der verteilten 

Problembearbeitung und wird daher im weiteren Verlauf der Arbeit nicht weiter 

betrachtet. 

– Sequentielle Bekanntgabe der Handlungsselektionen 

Das Problem der Koordination entsteht im Wesentlichen durch die gleichzeitige 

Bekanntgabe der Handlung. Wenn die Agenten ihre Entscheidungen allerdings 

sequentiell bekannt geben, bietet es ihnen eine weitergehende Möglichkeit zur 

Abstimmung, da sie auf bereits bekanntgegebene Informationen reagieren und ihre 

eigenen Entscheidungen entsprechend anpassen können. In der 

Ausführungsumgebung müssen dabei aber weiterführende Mechanismen zur 

                                                      
91 Schaal und Atkeson [SA98] bezeichnen diesen Fall dann als katastrophale Interferenz. 
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Übergabe der Informationen (z. B. die Einführung eines allgemein zugreifbaren 

Blackboards) etabliert werden. 

– Kommunikation 

Die Agenten können eine Koordination auch durch den expliziten Einsatz von 

Kommunikation erreichen. Hierbei handelt es sich dann häufig um triviale 

Verhandlungen,92 bei denen eine Koordination bereits durch die Bekanntgabe der 

eigenen Präferenzen erfolgen kann. Diese Handlungsweise geht allerdings über die 

sequentielle Bekanntgabe der Handlungen hinaus, da eine poetische Kommunikation 

auch erklärende Komponenten besitzen kann. Dies kann z. B. zu einer koordinierten 

Exploration der Agenten genutzt werden, ohne dass dies die gemeinschaftliche 

Leistung nachträglich beeinflusst. [Ver+02]  

– Fiktives Spiel 

In Anlehnung an die Techniken der Spieltheorie kann der Lernalgorithmus die 

vergangenen Entscheidungen der anderen Agenten in einer Liste hinterlegen. Der 

Agent unterstellt dabei, dass das jeweilige Verhalten der anderen Agenten aus einer 

stochastischen Politik abgeleitet wird und die vergangenen Handlungsselektionen 

entsprechenden Wahrscheinlichkeitsverteilungen folgen. [Hu99] Durch den Zugriff 

auf die vergangenen Handlungsselektionen kann er Rückschlüsse über diese Politiken 

ableiten und eine entsprechende Gegenstrategie erarbeiten. [CB98] Dabei 

vernachlässigt der Lernalgorithmus aber die Reihenfolge der eintreffenden Signale 

und nimmt keine Adaptionseffekte der anderen Agenten wahr. [FL95] Der Agent 

realisiert dabei aber häufig weder ein stabiles93 noch ein optimales Verhalten.94 

– Etablierung von Selektionsnormen 

Zur Etablierung eines koordinierten Verhaltens können gemeinschaftliche Normen 

(vgl. Kap. 2.1.4) genutzt werden, die den Agenten in seiner Handlungsselektion im 

Interesse einer gemeinschaftlichen Handlung einschränken. [ST95] Im einfachsten 

Fall werden vom Entwickler des Systems bestimmte Normen (z. B. die Nutzung einer 

lexikographischen Ordnung gleichwertiger Handlungen) vorgegeben, die eine 

Koordination der Agenten letztlich erleichtern. In vielen Problemstellungen ist der 

Entwickler aber nicht gewillt oder in der Lage, entsprechende Normen vorzugeben. 

Diese Normen entstehen erst aus der gemeinschaftlichen Handlung der Agenten.     

                                                      
92 Für eine weitergehende Darstellung der Verhandlungen sei an dieser Stelle auf die eigene Darstellung 
in [Kru06] verwiesen. 
93 Vgl. dazu die Ausführungen von Shapley [Sha64] oder Fudenberg und Levine [FL92]. 
94 Allerdings betont Young [You93], dass durch die Nutzung eines endlichen Speichers der Einfluss 
anfänglicher Fehlkoordinationen reduziert werden kann. 
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4.4.3.2. Elementare Lösungsansätze  

Auf Grundlage dieser Dimensionen lässt sich nun eine Vielzahl von Lernalgorithmen 

beschreiben. In der Literatur können dabei drei grundlegende Ansätze voneinander abgegrenzt 

werden. 

Dynamische Programmierung 

Bei vollständiger Kenntnis des Umweltmodells und eines Optimierungsziels (unter 

Berücksichtigung der vorgegebenen Performanzmetrik) kann ein Markov-Entscheidungsprozess 

als ein System von nicht-linearen, rekursiven Gleichungen interpretiert werden. Die Methoden 

des dynamischen Programmierens beschreiben ein iteratives Lösungsverfahren für solche 

Gleichungssysteme. [Sin94] Dynamische Programmierung fällt daher in die Kategorie der 

modellbasierten Offline-Verfahren. 

Die Verfahren berufen sich dabei grundlegend auf das Optimalitätsprinzip von Bellman 

[Bel57], das besagt, dass eine optimale Entscheidungsfolge sich aus optimalen Teillösungen 

konstruieren lassen muss. Das Spektrum der Methoden lässt sich dabei durch die wegweisenden 

Ansätze der Value-Iteration von Bellman [Bel57] und der Policy-Iteration von Howard 

[How60] umreißen. Die beiden Verfahren basieren letztlich auf einer inkrementellen 

Verfeinerung der Bewertungen der einzelnen Handlungen auf Grundlage der unmittelbaren 

Belohnungen und des zu erwartenden Nutzens des nachfolgenden Zustands. Die Verfahren mit 

Value-Iteration nutzen dabei die Bewertungen der verschiedenen Handlungsalternativen, 

während die Verfahren mit Policy-Iteration erst eine aggregierende Politik generieren und diese 

anschließend verfeinern.  

Dynamische Programmierung ist daher im eigentlichen Verständnis gar kein Lernverfahren, 

sondern beschreibt in erster Linie ein strukturiertes Vorgehen zur Lösung des zugrunde 

liegenden Optimierungsproblems. So beschreibt Sutton [Sut90], dass die Verfahren der 

dynamischen Programmierung durchaus weitergehende Ähnlichkeiten mit einer Suche im 

Problemraum besitzen. Allerdings werden hierbei keine Aktionsfolgen untersucht, sondern die 

Lösung inkrementell aus den optimalen Zuordnungen der einzelnen Zustände generiert.   

Die Verfahren der dynamischen Programmierung konnten sich in der Praxis nur bedingt 

durchsetzen. [Gos09] Zum einen kann die Bereitstellung eines vollständigen Modells vom 

Entwickler häufig nicht gewährleistet werden und zum anderen binden die fortwährenden 

Aktualisierungen im vollständigen Zustandsraum Laufzeitressourcen, obwohl eine solche 

umfassende Betrachtung zur effizienten Bearbeitung der Aufgabenstellung gar nicht benötigt 

wird. [OW12] Die zugrunde liegende Theorie und der methodische Ansatz der dynamischen 
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Programmierung dienen aber auch noch heutzutage als Grundlage für viele Verfahren des 

bestärkenden Lernens. [Has11] 

 Monte-Carlo-Verfahren 

Im Gegensatz zur dynamischen Programmierung benötigt ein Monte-Carlo-Verfahren kein 

Modell seiner Umwelt. Stattdessen werden Bewertungsfunktionen verwendet, die den Nutzen 

der einzelnen Handlungen beschreiben. Zur Anpassung der Bewertungen wird die vollständige 

Sequenz des ausgeführten Verhaltens als Sample genutzt, um den individuellen Beitrag der 

einzelnen Handlungen zu bestimmen. [Wya05] Das Verfahren nutzt dabei die vollständige 

Trajektorie und berechnet den individuellen Beitrag der ausgeführten Handlungen unter 

Nutzung der Performanzmetrik. [HS12] Die Monte-Carlo-Methoden fallen daher in die 

Kategorie der modellfreien Offline-Verfahren.  

Sie bieten den grundlegenden Vorteil, dass sie kein Modell benötigen und nur auf den 

relevanten Bereichen der Aufgabenstellung wirken. Durch die Nutzung einer Trajektorie 

werden sie allerdings in erster Linie für episodische Aufgabenstellungen verwendet, um eine 

sinnvolle Verteilung entlang des ausgeführten Verhaltens zu ermöglichen. 

Temporal-Difference-Verfahren 

Einer der entscheidenden Nachteile von Monte-Carlo-Verfahren besteht in der Unabhängigkeit 

der einzelnen Zustände während der Bewertungsanpassung, d. h. in den einzelnen Zuständen 

werden keine weiterführenden Informationen aus den Nachfolgezuständen genutzt, sondern eine 

individuelle Beurteilung der Handlung vorgenommen. Zudem erfolgt eine Anpassung der 

Bewertungen erst nach der vollständigen Abarbeitung einer Sequenz von Handlungen (z. B. 

nach Abschluß einer episodischen Aufgabenstellung).  

Temporal-Difference-Verfahren streben daher nach einer grundlegenden Vereinbarung 

zwischen den Ansätzen der dynamischen Programmierung und der Monte-Carlo-Verfahren. Die 

Bewertung der einzelnen Handlungen basieren dabei (vergleichbar zu den Ansätzen der 

dynamischen Programmierung) auf zeitlich und logisch aufeinander folgenden Handlungen. 

[Tes92] Hierbei wird allerdings eine approximierende Nutzenfunktion genutzt, die fortwährend 

zur Laufzeit angepasst werden kann. [Li09]  

Sutton [Sut99b] erklärt in diesem Zusammenhang, dass die elementare Aufgabe des 

bestärkenden Lernens zwar eigentlich in der Identifikation einer optimalen Politik besteht, aber 

diese in der Praxis häufig durch eine Ableitung aus einer entsprechenden Nutzenfunktion 

ermittelt werden kann. Im Gegensatz zu den anderen Verfahren wird dabei aber eine 

unmittelbare Koppelung zwischen der Ausführung und der Bewertungsanpassung 
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vorgenommen. Die Temporal-Difference-Verfahren lassen sich daher der Klasse der 

modellfreien Online-Verfahren zuordnen.  

In der Praxis basieren heutzutage die meisten Ansätze des bestärkenden Lernens auf den 

grundlegenden Methoden der Temporal-Difference-Verfahren. [WTS10] 

4.4.3.3. Integration des Lernalgorithmus im konzeptuellen Rahmen 

Der Lernalgorithmus stellt unumstritten das Kernstück der Lerninstanz dar. Er steht 

daher mit den meisten anderen Bestandteilen in direkter oder indirekter Beziehung. Gerade 

beim Einsatz von modellfreien Lernverfahren benötigt er aber keinen umfassenden Zugriff auf 

die Umwelt oder die anderen Bestandteile der Lerninstanz, sondern lediglich die Bereitstellung 

von Samples über den derzeitigen (wahrgenommenen und aufbereiteten) Zustand, die 

verstrichene Handlungsdauer, seine momentanen Handlungsmöglichkeiten und ein 

Belohnungssignal. Der Lernalgorithmus kann auf Grundlage dieser Informationen (bei 

Sicherstellung bestimmter Rahmenbedingungen im Kontext der formalen Eigenschaften) eine 

strukturierte Anpassung des Verhaltens und eine Handlungsselektion durchführen.  

 

Abb. 15: Integration des Lernalgorithmus mit interner Wissensrepräsentation 

Er besitzt dafür eine interne Wissensbasis, die er eigenständig manipulieren kann (vgl. 

Abb. 15). In diskreten Domänen nimmt diese Wissensbasis häufig eine tabellarische Form an, in 

der die Bewertungen der Handlungsalternativen hinterlegt werden. Auf Grundlage dieser 



84 

Tabelle kann eine Politik berechnet werden, in der die optimalen Handlungszuordnungen 

gespeichert und effizient zugreifbar gemacht werden. In den modellbasierten Verfahren wird 

dies durch ein internes Umweltmodell ergänzt, das zur Berechnung der Bewertungen 

herangezogen werden kann. 

In kontinuierlichen Domänen kapselt die Wissensbasis hingegen die Parametrisierung 

von Approximationsfunktionen, mit denen die Bewertungen der Handlungsalternativen zur 

Laufzeit berechnet werden können (vgl. Kap. 4.4.3.1).      

4.4.4. Umsetzung der Explorationsstrategie 

Im Kap. 4.3.2 wurde der grundlegende Konflikt zwischen Exploration und Exploitation 

während der Handlungsselektion dargestellt, bei dem der Agent zwischen einer Maximierung 

des Nutzens und dem Zugewinn an Wissen über die aktuelle Aufgabenstellung abwägen muss. 

Selbst bei weitreichender Kenntnis der zugrunde liegenden Domäne existiert kein allgemein 

anerkanntes Vorgehen, wie der Agent diesem Konflikt begegnen sollte. [CMY07] In der 

Literatur haben sich daher unterschiedliche Strategien entwickelt, auf die der Modellierer 

zurückgreifen kann. Ihre Wirkung und Angemessenheit muss aber häufig experimentell 

evaluiert werden. 

4.4.4.1. Dimensionen der Explorationsstrategien 

Die verschiedenen Ansätze zur Abwägung zwischen Exploration und Exploitation 

streben in ihrer Aktionsselektion letztlich nach einem möglichst großen Zuwachs an 

Informationen zur effizienten Bearbeitung der Aufgabenstellung. Sie unterscheiden sich dabei 

in erster Linie in der inhärenten Methodik zur Abschätzung des Informationspotentials der 

Handlungsalternativen. [Thr95] Die verschiedenen Ansätze lassen sich dabei nach drei 

Dimensionen strukturieren.  

Bewertungsstrategie 

In seiner grundlegendsten Form lassen sich die verschiedenen Verfahren nach ihrer inhärenten 

Strategie gruppieren. Dabei regten Thrun [Thr92b] und später auch Carmel und Markovitch 

[CM99] eine Unterscheidung zwischen gerichteten und ungerichteten Ansätzen an.  

In einem ungerichteten Explorationsverfahren bedient sich der Agent einer Form des 

Zufallsprinzips. Er ordnet dabei den verschiedenen Handlungen jeweils eine 

Ausführungswahrscheinlichkeit zu und wählt anschließend zufällig unter diesen Alternativen 

aus. [CM99] Dieser Ansatz zeichnet sich besonders durch seine Simplizität aus, da keine 

weiterreichenden Berechnungen des zu erwartenden Nutzens erfolgen müssen. Barto und 
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Dietterich [BD04] bezeichnen einen solchen Ansatz daher auch als „blinde Variation“ des 

Verhaltens, da die letztlichen Konsequenzen der Exploration nicht antizipiert und in der 

Entscheidungsfindung berücksichtigt werden. Ein solcher Ansatz ist nützlich, solange der Agent 

noch keine Erfahrungen über die Struktur des zugrunde liegenden Lernproblems sammeln 

konnte.  

Thrun [Thr95] führt dazu hingegen aus, dass die Menge der notwendigen Repetitionen der 

Aufgabenstellung durch eine gezielte Auswertung des inhärenten Informationspotentials 

deutlich reduziert werden kann, wenn auf unnötige Variationen des Verhaltens verzichtet wird. 

In einem gerichteten Explorationsverfahren wertet der Agent zwischenzeitlich gewonnene 

Informationen aus, um den Nutzen einer explorierenden Handlung abzuschätzen.  

Bewertungsgrundlage 

Die Berechnung des Informationspotentials kann dabei auf unterschiedliche 

Bewertungsgrundlagen zurückgreifen. Wilson [Wil96] regt hierfür eine Unterscheidung 

zwischen globalen und lokalen Strategien an. Bei einer globalen Strategie nutzt der Agent nur 

„allgemein zugängliche Informationen“ des Systems, wie den derzeitigen Ausführungszeitpunkt 

oder die Performanz des Agenten. Das Explorationsverhalten des Agenten ist somit im 

Problemraum identisch und erlaubt keine Variation für einzelne Zustände.  

Bei den lokalen Explorationsstrategien kann der Agent hingegen situationsbedingtes Wissen 

nutzen, d. h. er kann für jeden Zustand eine individuelle Entscheidung treffen. Dies ermöglicht 

eine weiter reichende Differenzierung des Problemraums. Bei unzureichender Kenntnis der 

Struktur des aktuellen Lernproblems kann der Lernprozess aber auch nachhaltig gestört werden. 

[MB99] Zudem benötigt dieser Ansatz eine entsprechende Wissensbasis, die vom 

Explorationsverfahren eigenständig verwaltet werden muss.   

Dynamik der Bewertung 

In der gängigen Definition wird eine fixierte Parametrisierung der Explorationsmethode 

unterstellt. Thrun [Thr95] führt hierzu aus, dass der letztliche Nutzen der Exploration im 

fortschreitenden Lernprozess typischerweise schwindet und daher auch eine entsprechende 

Anpassung der Parameter durchgeführt werden kann. Die Exploration kann damit auch 

unabhängig von der genutzten Strategie dynamisch angepasst werden.  
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4.4.4.2. Integration der Explorationsstrategie im konzeptuellen Rahmen 

Die Umsetzung der Explorationsstrategie ist sehr dicht an den eigentlichen 

Lernalgorithmus gekoppelt.95 Der Lernalgorithmus und die Explorationsstrategie teilen sich die 

Kontrolle über die eigentliche Ausführung der Handlungen. Während der Lernalgorithmus die 

Bereitstellung der (subjektiv) optimalen Handlung gewährleisten muss, entscheidet die 

Explorationsstrategie über die angemessene Ausführung von suboptimalen Handlungen zur 

Maximierung des Wissens über die aktuelle Aufgabenstellung.  

Im Rahmen der gerichteten Explorationsverfahren werden situationsspezifische 

Informationen zur Entscheidung der letztlichen Handlungsselektion benötigt. Hierbei kann die 

Explorationsstrategie z. B. auf einen dedizierten Speicher zugreifen, um explorationsspezifische 

Informationen zu hinterlegen und in späteren Iterationen wieder abzurufen. Diese Wissensbasis 

muss aber effizient genutzt werden, da sie sonst im gleichen Maße mit dem Problemraum 

anwächst und die Performanz des Systems nachträglich beeinflusst.  

Daher greifen die Explorationsverfahren häufig auf die bestehenden Informationen (wie 

z. B. die derzeitigen Bewertungen der Handlungsalternativen oder den derzeitigen 

Prognosefehler der Handlungen) aus dem Lernverfahren zu. Bei der vorgenommenen 

Entkoppelung wird allerdings eine geeignete Schnittstelle zur Übergabe der relevanten Daten 

benötigt.  

4.5. Zusammenfassung in einem konzeptuellen 

Rahmenmodell 

In den vorangegangenen Kapiteln wurden die elementaren Bestandteile einer 

Lerninstanz herausgearbeitet. Die verschiedenen Bestandteile haben dabei elementare 

Aufgaben, die der letztlichen Verarbeitung im Lernalgorithmus dienen. Eine zusammenfassende 

Darstellung findet sich hierbei in Abb. 16. 

Wie man hierbei erkennt, befindet sich der Lernalgorithmus durchaus im Zentrum der 

Lerninstanz und ist für die Anpassung des gekapselten Verhaltens verantwortlich. Um ihn 

herum finden sich nun die anderen elementaren Bestandteile des bestärkenden Lernens. Sie 

übernehmen dedizierte Aufgabenstellungen, die letztlich der notwendigen Aufbereitung der 

Informationen für den Lernalgorithmus dienen.  

                                                      
95 Daher ist es auch nicht verwunderlich, dass in der Praxis häufig eine Integration der 
Explorationsstrategie in den eigentlichen Lernalgorithmus vorgenommen wird.  



 

 

Abb. 16: Konzeptuelles Rahmenmodell zur Abbildung der Lerninstanz im Agenten
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Bei der Umsetzung des Rahmenmodells muss allerdings beachtet werden, dass einige 

Bestandteile nur optional eingesetzt werden müssen. So muss z. B. bei einem deterministischen 

stochastischen Markov-Entscheidungsprozess kein interner Speicher eingesetzt werden. Auch 

ist die konkrete Generierung des Belohnungssignals letztlich von der Verfügbarkeit von 

entsprechenden internen und externen Kritikern abhängig.   
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5. Implementation eines Frameworks zur Simulation 

von lernfähigen Agenten 

Think the way you act! 

 

Maja M. Mataric 

Im vorangegangenen Kapitel wurde die allgemeine Funktionsweise des bestärkenden 

Lernens eingehend untersucht und ein konzeptuelles Rahmenmodell für die Beschreibung einer 

Lerninstanz entwickelt. Dabei wurden die elementaren Bestandteile voneinander abgegrenzt 

und deren Aufgaben und Wechselwirkungen identifiziert. Hierbei zeigte sich, dass das 

bestärkende Lernen einen wesentlich komplexeren Aufbau besitzt, als in der gängigen Literatur 

zumeist aufgeführt wird.  

Bei der praktischen Implementation muss nun nach geeigneten methodischen Ansätzen 

gesucht werden, mit denen die angestrebte syntaktische und semantische Integrität des 

Rahmenmodells gewahrt werden kann. Hierbei kann der Entwickler auf bewährte Techniken 

aus den Bereichen der agenten- und simulationsspezifischen Softwareentwicklung 

zurückgreifen. So bietet die agentenorientierte Softwareentwicklung mit der Bereitstellung von 

sog. Agentenarchitekturen bereits entsprechende Muster zur effizienten und zielorientierten 

Umsetzung von Agenten als elementare Bestandteile eines Softwareprogramms. Die 

bestehenden Ansätze bieten durch eine schichtenbasierte Zerlegung des Verhaltens bereits eine 

problemorientierte Strukturierung des Agenten. Dabei geben sie allerdings häufig wenig 

Aufschluss über den konkreten Aufbau innerhalb der individuellen Schichten.  

Zur Separierung und Kapselung der individuellen Funktionalität der elementaren 

Bestandteile des bestärkenden Lernens lässt sich  das Vorgehen daher durch die Nutzung eines 

komponentenbasierten Vorgehensmodells erweitert, wodurch auch die kompositorische 

Leistungserbringung der Lerninstanz betont wird. 

Dieses Kapitel beschreibt die (prototypische) Umsetzung des konzeptuellen 

Rahmenmodells in einer exemplarischen Simulationsumgebung. Es beginnt in Unterkapitel 5.1 

mit einer Beschreibung der bestehenden Agentenarchitekturen und deren Eignung für die 

Integration des konzeptuellen Rahmenmodells unter Berücksichtigung der besonderen 

Anforderungen einer multiagentenbasierten Simulation. Danach werden im Unterkapitel 5.2 die 
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besonderen Anforderungen und bestehenden Ansätze zur kompositorischen Generierung des 

Agentenveraltens betrachtet.  Das Unterkapitel 5.3 beschreibt die konkreten Realisierungen des 

Rahmenmodells, wohingegen im Unterkapitel 5.4 die notwendigen Anpassungen an der 

Simulationsumgebung beschrieben werden, damit diese eine geeignete Laufzeitumgebung für 

die Lerninstanzen darstellen kann. 

5.1. Integration der Lerninstanz in bestehende 

Agentenarchitekturen 

Für eine effiziente Nutzung der adaptiven Funktionalität muss die Lerninstanz in einen 

strukturierten Agenten eingebettet werden. Der Einsatz einer Agentenarchitektur beschreibt 

dabei den methodischen Ansatz zur strukturierten und zielorientierten Erzeugung des 

Agentenverhaltens. [Mae91] Sie konkretisiert somit die allgemeinen Anforderungen an die 

Agenten.  

So forderte z. B. Parr [Par97], dass die (lernenden) Agenten „gering an Masse“ und nur 

für einen „lokalen Aufgabenbereich“ definiert werden sollten. Diese Forderung steht im 

Einklang mit den angestrebten Zielsetzungen der multiagentenbasierten Simulation, wie sie in 

Kap. 2 dargelegt wurden, da hiermit monolithische Architekturen vermieden werden können, 

die häufig schwieriger zu konstruieren, zu verstehen und zu warten sind.  

 

Abb. 17: Agentenarchitektur mit vertikaler Schichtenzerlegung nach Hayes-Roth [Hay95] 
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Dieser Grundgedanke kann auch von der umfassenden Strukturierung des 

Multiagentensystems auf den individuellen Agenten übertragen werden. Die meisten 

Agentenarchitekturen streben daher auch nach einer modularen Zerlegung des gesamtheitlichen 

Verhaltens in eine Reihe von „kleineren, verhältnismäßig autonomen Einheiten“, mit deren 

Hilfe die Konzeptionierung besser strukturiert und somit die Entwicklung letztlich vereinfacht 

werden kann. [Bry03] Die Zerlegungen können dabei sowohl horizontal als auch vertikal 

erfolgen. [Woo09]  

Bei einer vertikalen Zerlegung erfolgt eine funktionsbezogene Aufteilung in 

verschiedene Schichten, die hierarchisch aufeinander aufbauen. Hierbei besitzt nur die unterste 

Schicht einen direkten Zugang zur Umwelt und nimmt diese mittels ihrer Sensoren wahr bzw. 

kann sie mittels ihrer Effektoren manipulieren.96 In den darüber liegenden Schichten finden 

hingegen in immer stärkerem Maße die eigentlichen kognitiven Prozesse statt. Die einzelnen 

Schichten müssen jeweils eine hinreichende Aufbereitung (z. B. Abstraktion, Priorisierung und 

Filterung der wahrgenommenen Stimuli) und Transformation der Informationen unter 

Berücksichtigung der jeweils angrenzenden Schichten gewährleisten. Hierbei lassen sich im 

Wesentlichen drei verschiedene Formen der Agentenarchitekturen97 ableiten: 

Reaktive Architekturen 

Reaktive Architekturen zeichnen sich durch einen extrem kurzen Regelkreis zwischen den 

Sensoren und Effektoren des Agenten aus. Das Verhaltensmodell des Agenten ist somit relativ 

flach und von simplen Schichten geprägt, da der Agent weder vergangene Entscheidungen noch 

ein dezidiertes Abbild seines Zustands oder seiner Umwelt in seiner Aktionsselektion 

berücksichtigt. Reaktive Architekturen haben sich in der Praxis durchaus als effizienter 

Lösungsansatz erwiesen, wenn die zugrunde liegende Domäne weitestgehend statisch ist und 

die Lösung aus den lokalen Informationen über die unmittelbare Umgebung des Agenten 

abgeleitet werden kann. Bei zunehmender Komplexität der Anwendungsdomäne ist ein solcher 

Ansatz aber häufig nicht mehr effektiv, da der Agent auch weiterführende Informationen 

benötigt, die sich nicht aus solchen lokalen Informationen erschließen lassen. [Mat94a]  

Deliberative Architekturen 

Deliberative Architekturen zeichnen sich durch die ausdrückliche Verbindung der 

(aufbereiteten) Informationen über die Umwelt mit einer hinterlegten Wissensbasis (z. B. in 

Form eines Umweltmodells) für die Aktionsselektion aus. Die letztliche Auswahl der 

                                                      
96 Vgl. Kap. 2.1.1. 
97 Für eine weiterführende Diskussion zu den verschiedenen Architekturen und einer Darstellung der 
unterschiedlichen Begrifflichkeiten sei an dieser Stelle auf die Arbeit von Klügl [Klü00] verwiesen. Eine 
exemplarische Übersicht beispielhafter Ausprägungen der verschiedenen Architekturformen findet sich 
hingegen bei Ferguson [Fer92] oder Wooldridge [Woo09].   
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Handlungen erfolgt dabei durch die Nutzung höherer kognitiver Prozesse, wie z. B. Planung 

oder Schlussfolgerung (vgl. Kap. 3.1). Deliberative Architekturen sind damit in der Lage, die 

Einschränkungen lokaler Informationen der reaktiven Architekturen zu überwinden. Allerdings 

ist die Qualität der ermittelten Lösung maßgeblich von der Angemessenheit und Aktualität der 

Wissensbasis abhängig. [Fer92] Zudem ist die Generierung einer hinreichend genauen und 

weitreichenden Planung häufig sehr rechen- und somit zeitintensiv.98   

Hybride Architekturen 

Hybride Architekturen zeichnen sich durch eine Kombination von reaktiven und deliberativen 

Verhaltensbestandteilen in den verschiedenen Schichten aus, um die jeweiligen Vorzüge der 

beiden Ansätze miteinander zu vereinigen. Auf den niedrigen Schichten werden zumeist 

reaktive Verhaltensbestandteile verankert, die eine schnelle und effiziente Aktionsselektion 

gewährleisten, während auf den höheren Schichten weitergehende Planungsaufgaben erfüllt 

werden können. [Mat94a] Die Ergebnisse der höheren kognitiven Prozesse führen wiederum zu 

einer Anpassung der reaktiven Verhaltenskomponenten (vgl. Abb. 17).     

 

Abb. 18: Agentenarchitektur mit horizontaler Schichtenzerlegung nach Ferguson [Fer92] 

Bei einer horizontalen Zerlegung erfolgt hingegen eine aufgabenbezogene Aufteilung 

der Schichten. Jede Schicht stellt somit ein in sich abgeschlossenes und zielgerichtetes 

Verhalten dar und besitzt einen individuellen Zugang zu einer (Teil-)Menge der Sensorik und 

Effektorik. Die verschiedenen Verhalten  arbeiten dabei prinzipiell nebenläufig und unabhängig 

voneinander. Daher muss in der Architektur auch eine schichtenübergreifende 

Mediationsfunktion integriert werden, mit der (potentielle) Konflikte bei der Ausführung der 
                                                      
98 Man vergleiche hierzu auch die Argumentation zu den modellbasierten Lernverfahren in Kap. 4.4.3.1. 
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Aktionen vermieden werden können. Sie trägt somit wesentlich zur Sicherstellung eines 

konsistenten Agentenverhaltens bei (vgl. Abb. 18). 

Subsumption Architektur 

Den wahrscheinlich bekanntesten Vertreter dieser Architekturen stellt die 

Subsumptionsarchitektur nach Brooks [Bro86] dar. Er argumentierte, dass sich intelligentes 

Verhalten als Ergebnis von emergenten Prozessen erzeugen lässt. [Bro91]  Daher strebte er nach 

einer Architektur, die besonders geeignet ist, wenn der Agent mit multiplen Zielen und 

Sensoren ausgestattet ist und Robustheit und Anpassbarkeit des Agentenverhaltens einen 

besonderen Stellenwert einnehmen. Er gliederte das Verhalten in hierarchische Schichten, 

wobei jede Schicht ein aufgabenbezogenes Verhaltensmodul kapselt. Die höheren Schichten 

sind dabei in der Lage, auf die tieferen Schichten zuzugreifen und diese als Primitive in ihre 

Verarbeitung zu integrieren.  

Verhaltensbasierte Architektur 

Die verhaltensbasierten Architekturen nach Mataric [Mat93a] basieren hingegen auf einer 

Kapselung recht simpler, aber dafür vollständig spezifizierter und umgesetzter 

Verhaltensmodule. Sie prägte hierfür den Begriff der sog. Basis-Verhalten und forderte, dass 

diese jeweils ein „stabiles, wiederholbares, extern wahrnehmbares und zielgerichtetes 

Verhaltensmuster” darstellen müssen. [Mat94b] Im Gegensatz zu den reaktiven Systemen 

können die einzelnen Schichten aber durchaus auch komplexere temporale Sequenzen, höhere 

kognitive Fähigkeiten oder eine interne Repräsentation der Umwelt integrieren. Zur 

Vermeidung von Konflikten wurden später auch sog. abstrakte Verhalten eingeführt, die die 

Auswahl und Ausführung der Basis-Verhalten überwachen und ggf. steuernd eingreifen können. 

[Nic03]  

Im Kontext der multiagentenbasierten Simulation bietet sich insbesondere die 

Integration der Lerninstanzen in eine verhaltensbasierte Architektur an. Hierfür lassen sich zwei 

wesentliche Argumente anführen. Durch die Kapselung der Lerninstanz in einem individuellen 

Basis-Verhalten kann der Entwickler gezielt bestimmte Funktionalitäten adaptiv gestalten. Er 

muss keine höheren kognitiven Schichten im Verständnis einer deliberativen Architektur 

einführen, sondern unterstützt eine weitergehende Separierung der Verhaltensmodule. 

Hierdurch kann der Einfluss der Adaptivität gezielter abgegrenzt und analysiert werden.99  

Zudem eignet sich eine verhaltensbasierte Architektur besonders für die inkrementelle 

Entwicklung des Agentenverhaltens. Die Unterscheidung der Schichten ermöglicht eine 

                                                      
99 Man vergleiche hierzu auch die eigenen Ausführungen in [Kru06]. Zudem beschreibt Denz [Den12], 
den besonderen Stellenwert einer weitergehenden Zerlegung und Strukturierung des Verhaltens im 
Kontext der Validierung des Agentenverhaltens.  
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Trennung der Aufgabenverantwortlichkeit. Das Agentenverhalten kann relativ stabil und 

zuverlässig durch die sukzessive Einbindung zusätzlicher Schichten erweitert werden. [Ast+03] 

Der Entwickler kann somit auch in relativ späten Iterationen des Modellierungszyklus ein 

adaptives Verhalten in seinen Agenten integrieren. Allerdings muss dabei berücksichtigt 

werden, dass die direkten Wechselwirkungen zwischen den verschiedenen Schichten in der 

Regel recht eingeschränkt sind. 

5.2. Kompositorische Verhaltensgenerierung 

Bei der Umsetzung der Lerninstanz als Basis-Verhalten muss ein angemessener 

Ausgleich zwischen Allgemeingültigkeit und notwendiger Spezialisierung für die individuelle 

Problemstellung erreicht werden. Die Lerninstanz kann durch eine Kombination domänen-

unabhängiger und domänen-abhängiger Module erzeugt werden. Erstere stellen ein 

wiederverwendbares Gerüst dar, das anhand der domänen-abhängigen Module an die 

individuelle Aufgabenstellung angepasst werden muss. Erst durch diese Kombination kann die 

erwünschte Effizienz sowohl bei der Entwicklung als auch beim letztlichen Einsatz des Agenten 

sichergestellt werden. [Boi+04] 

Wie im Kap. 4.4.3.3 dargestellt, ermöglicht die formale Fundierung der 

Lernalgorithmen bereits einen relativ hohen Grad der Abstraktion. Die Bereitstelllung der 

Lernalgorithmen, der Speicherarchitekturen und der Explorationsstrategien kann daher (bei 

hinreichender Berücksichtigung der allgemeinen Formulierung im Sinne der Markov-

Entscheidungsprobleme) als weitestgehend domänen-unabhängig betrachtet werden.  

Die wahrgenommenen Beobachtungen, die abgeleiteten internen Zustände und die 

letztliche Umsetzung der Aktionen sind hingegen sehr eng mit der eigentlichen Problemstellung 

verbunden und müssen daher für jedes individuelle Modell angepasst bzw. reimplementiert 

werden. Zur Erzeugung einer (sinnvollen) Austauschbarkeit und Wiederverwendbarkeit kann 

der Entwickler auf bewährte software-technische Methoden zur Konzeptionierung und 

Implementation zurückgreifen. Dabei bietet sich insbesondere der Einsatz der 

komponentenbasierten Softwareentwicklung an. 

5.2.1. Komponentenbasierte Kapselung des Verhaltens 

Die Nutzung von (Software-)Komponenten zielt auf die kompositorische 

Leistungserbringung des Software-Systems ab, d. h. die übergeordnete Funktionalität des 

(Software-)Systems entsteht erst durch die gemeinschaftliche Ausführung der Komponenten. 

Ein solcher Ansatz zielt dabei in erster Linie auf die Anpassbarkeit und Austauschbarkeit 
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einzelner Bestandteile bzw. Funktionalitäten innerhalb des Systems ab. Dies ist von besonderer 

Bedeutung, wenn bereits frühzeitig (d. h. während der Konzeptionierung des Systems) davon 

ausgegangen werden kann, dass solche Veränderungen im System später notwendig werden 

könnten und diese dann mit hohen Aufwänden bzw. Kosten verbunden wären. [Whi02] 

Whitehead [Whi02] beschreibt eine (Software-)Komponente „als einen separierbaren 

Bestandteil eines ausführbaren Programms, der Sinn als eigenständige Einheit ergibt und 

innerhalb einer unterstützenden Umgebung mit anderen Komponenten interagieren kann.“ 

Eine Komponente kapselt somit eine spezifische Funktionalität. Diese sollte 

idealerweise bereits so kontextunabhängig definiert und implementiert werden, dass sie auch 

außerhalb ihrer angestammten Anwendung wiederverwendet werden kann. Die gekapselte 

Funktionalität kann allerdings erst durch die Interaktion mit anderen Komponenten vollständig 

erschlossen werden, d. h. die einzelne Komponente ist zumeist nicht für sich vollständig 

ausführbar. [And03] Die Funktionalität muss allerdings sofort und uneingeschränkt zur 

Verfügung stehen, sobald die notwendigen Installations- und Konfigurationsroutinen ausgeführt 

wurden. [Whi02] Nach Kornstädt [Kor02] lassen sich hierbei im Wesentlichen drei 

verschiedene Ansätze unterscheiden: 

Konstruktionskomponenten 

Die Komponenten liegen noch als unkompilierter Quellcode vor. Die eigentliche Integration der 

Komponenten geschieht während der gemeinsamen Kompilierung. Dabei verlieren die 

einzelnen Komponenten allerdings ihre Identität und gehen in dem entstehenden Kompilat 

vollständig auf.   

Implementationskomponenten 

Die Komponente liegt bereits als kompilierter Binärcode vor. Der Entwickler kann während der 

Entwicklung auf diese (abgeschlossenen) Komponenten zugreifen und sie statisch in das 

entstehende Programm einbinden.  

Laufzeitkomponenten 

Die Komponenten liegen wiederum als bereits kompilierter Binärcode vor. Der Nutzer kann zur 

Laufzeit auf die Komponente zugreifen und diese dynamisch in das bereits laufende Programm 

einbinden und i. d. R. auch wieder entfernen. 

Die Komponenten benötigten zur Realisierung ihrer gekapselten Funktionalität  eine 

unterstützende Ausführungsumgebung. Diese Umgebung stellt hierbei eine Menge von 

Schnittstellen bereit, an die die Komponenten angebunden werden können und wodurch sie 
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bestimmte Dienste anfordern können. Zudem kann die Integrität des gesamtheitlichen 

Verhaltens überwacht werden.  

Die Komponenten und die Ausführungsumgebung können in einem Framework 

zusammengefasst werden. Dieses bezeichnet eine Sammlung von individuellen Komponenten 

mit definiertem Kooperationsverhalten, die in der gemeinsamen Ausführung eine bestimmte 

Funktionalität erbringen sollen. [Pre97] Sie bieten dabei sog. Hot-Spots, an denen die 

Komponenten gezielt ausgetauscht werden können.100 Hierbei lassen sich nach Andresen 

[And03] zwei generelle Ansätze unterscheiden: 

White-Box-Frameworks 

In einem sog. White-Box-Framework wird das mögliche Verhalten der Komponenten nur durch 

die Beschreibung der erforderlichen Funktionalität (z. B. durch die Spezifikation einer 

abstrakten Klasse) umrissen. Während der Realisierung muss der Entwickler die gewünschte 

Funktionalität in abgeleiteten Komponenten konkret implementieren. Der Entwickler muss 

dabei den angestrebten Entwurf und die Implementierung zumindest bis zu einem gewissen 

Detaillierungsgrad nachvollziehen.  

Black-Box-Frameworks 

In einem sog. Black-Box-Framework wird die Anpassung des Verhaltens nur durch eine 

Komposition bereits vorliegender und vollständig implementierter Komponenten 

vorgenommen. Der Entwickler muss dabei im eigentlichen Sinne keine Anpassung der  

Funktionalität (z. B. durch die Implementation von abgeleiteten Unterklassen) vornehmen. 

Daher wird ihm auch nur die äußere Spezifikation der Komponenten zur Verfügung gestellt. Er 

muss die Komposition der Komponenten anhand der Schnittstellenbeschreibung vornehmen. 

Die Frameworks bieten somit eine  mehr oder minder abstrakte und mehr oder minder 

vollständige Architektur zur Umsetzung einer bestimmten Funktionalität. [Fra99] 

Wie bereits im Kap. 2.2 beschrieben, stellt die (computergestützte) Simulation nicht nur 

ein einfaches Werkzeug dar, welches für die Ausführung von Experimenten genutzt werden 

kann. Der bereits vorgestellte Modellierungszyklus beschreibt einen iterativen Prozess mit dem 

die Erstellung eines Simulationsmodells von der konzeptuellen Ebene bis zum lauffähigen 

Programm strukturiert werden kann.  

Beim Einsatz komponentenbasierter Simulationssoftware werden die Aspekte und 

Aktivitäten der Konzeptionierung und Implementierung auf der Grundlage von Komponenten 

                                                      
100 In Abhängigkeit von der Art der Komponenten kann dies entweder während der tatsächlichen 
Ausführung oder der Entwicklung geschehen.   
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vorgenommen. Die Entwickler erhoffen sich daraus einen wesentlich höheren Grad an 

Wiederverwendbarkeit von bereits implementierter Funktionalität. Durch die kompositorische 

Erstellung der Simulationsmodelle kann der Entwicklungsprozess merkbar beschleunigt 

werden. Zudem sollten die gewonnenen Komponenten sich wesentlich einfacher warten, 

kalibrieren, verifizieren und validieren lassen.  

Shi et al. [Shi+11] beschreiben in ihrer Arbeit, dass der Einsatz komponentenbasierter 

Software innerhalb der Simulation grundsätzlich drei Aufgabenstellungen dienen kann:  

Interkonnektivität  

Durch die Verbindung verschiedener Simulatoren bzw. Simulationskerne kann die Performanz 

und Robustheit der Simulationsläufe erhöht werden. Die einzelnen Komponenten kapseln dabei 

in erster Linie (technische) Funktionalität zur verteilten Ausführung der Simulation. 

Interoperabilität  

Durch die Verbindung verschiedener (ausführbarer) Simulationsmodelle kann der Modellierer 

die Grenzen seiner Modelle relativ einfach erweitern. [BO07] Häufig teilen die Modelle sich 

dabei allerdings eine gemeinsame (Anwendungs-)Domäne.101  

Komponierbarkeit im engeren Sinne 

Bei der Komponierbarkeit im engeren Sinne entsteht ein vollständiges funktionales Modell erst 

durch die Verbindung verschiedener Modellkomponenten. Die Anforderungen der 

Komponierbarkeit gehen dabei zumeist über die Anforderungen der Interoperabilität hinaus, da 

die einzelnen Komponenten häufig wesentlich feiner granuliert sind und eine höhere Kopplung 

zwischen den Komponenten vorliegt. 

Die verschiedenen Ansätze besitzen dabei unterschiedliche Reifegrade. Während die 

verteilte Ausführung der Simulation auf Grundlage von Ansätzen bzw. Techniken wie der High-

Level Architecture (HLA) oder Serviceorientierten Architekturen (SOA) bzw. dem Einsatz von 

Webservices oder der Extensible Markup Language (XML) bereits eine entsprechende 

konzeptuelle und technische Unterstützung erfährt, ist dies auf den Ebenen der Modellkopplung 

bzw. der Modellkomposition noch nicht in vergleichbarem Maße gegeben. [BAO11]  

 Die Beschreibung der adaptiven Modelle im vorgestellten Rahmen bietet sich dabei 

durchaus für eine Komponierbarkeit im engeren Sinne an. Durch die Beschreibung des 

konzeptuellen Rahmenmodells besitzen sie einen strukturierten ontologischen Rahmen, der eine 

hinreichende Abgrenzung ermöglicht und somit eine Verletzung der syntaktischen und 

                                                      
101 Exemplarische Ansätze hierfür finden sich z. B. für die Produktion [HZ10], die Quantenmechanik 
[Gia+09] oder die Systembiologie [BS06]. 



98 

semantischen Integrität vermeidet. Die domänen-unabhängigen Verhaltensmodule lassen sich 

dabei durch entsprechende Black-Box-Komponenten realisieren, wohingegen für die domänen-

abhängigen Verhaltensmodule zumindest eine funktionale Struktur vorgegeben werden kann, 

die vom Entwickler später in Form eigenständiger White-Box-Komponenten realisiert werden 

müssen.  

5.2.2. Auswahl einer exemplarischen Ausführungsumgebung 

Zur prototypischen Umsetzung wurde mit FAMOS ein exemplarisches 

Simulationsframework zur Modellierung und Ausführung von Multiagentensystemen 

ausgewählt. Das Simulationsframework FAMOS wurde an der Universität Hamburg im 

Rahmen eines Forschungsprojekts zur agentenbasierten Simulation nachhaltiger 

Logistikkonzepte [Kna+03] entwickelt und hat sich seitdem als nützliches Werkzeug in 

Forschung und Lehre etabliert. 

FAMOS ist eine  Erweiterung  des weitverbreiteten Simulationsframeworks DESMO-J, 

welches die universale Programmiersprache Java mit einer Mischung von Black- und White-

Box-Komponenten für die Modellierung und Ausführung von Simulationsmodellen im 

Verständnis der diskreten ereignisbasierten Simulation erweitert. Dabei wurden weiterführende 

Konzepte der Raum- und Verhaltensmodellierung zur Integration von Agenten bereitgestellt.  

Aufgrund der mangelnden Flexibilität und Performanz prozessorientierter 

Verhaltensbeschreibungen bei großen Populationen von Agenten wurde diese Erweiterung im 

Wesentlichen auf Grundlage ereignisorientierter Konstrukte durchgeführt (vgl. Kap. 2.2). 

Der besondere Vorteil von FAMOS liegt in der Vielseitigkeit und Erweiterbarkeit 

aufgrund des Framework-Ansatzes. So stellt DESMO-J bereits die grundlegende 

Simulationsfunktionalität (wie z. B. Ereignislisten, Simulationsuhr und stochastische 

Verteilungen) als Black-Box-Komponenten zur Verfügung. Im Gegensatz zu abgeschlossenen 

Applikationen besitzen die Komponenten aber auch eine abstrakte Strukturierung, deren 

linguistische Abstraktion sehr dicht mit dem Entwurf eines Simulationsmodells verbunden ist. 

Die Komponenten können daher bei Bedarf vom Entwickler individuell erweitert und angepasst 

werden. Hierfür kann er beispielsweise eigene Entitäten oder Ereignisse konstruieren, die er 

anschließend zu einem neuen Modell zusammenfügt.  
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Abb. 19: Klassendiagramm der Signalformen in FAMOS 

Diese Flexibilität überträgt sich auch auf die Definition der Agenten. Diese werden in 

FAMOS als aktive DESMO-J Entitäten mit (internem) Signal-Ablaufplan aufgefasst. Dadurch 

wird es den Agenten ermöglicht, untereinander effizient zu kommunizieren und ihre internen 

Zielsetzungen in Handlungen umzusetzen. Das eigentliche Verhalten kann anhand einer 

allgemeinen Schnittstelle auf unterschiedliche Arten realisiert werden.  

5.2.3. Integration der Lerninstanz in der Agentenarchitektur 

Bei der Integration der Lerninstanz in einem Agenten und zur Gewährleistung einer 

(sinnvollen) Austauschbarkeit und Wiederverwendbarkeit der Verhaltenskomponenten müssen 

im Wesentlichen drei Probleme gelöst werden: 

Abgrenzung der Lerninstanz als Basisverhalten 

Die Lerninstanz muss zur Wahrung seiner semantischen Integrität verhältnismäßig vollständig 

und abgrenzbar als Basisverhalten in die Agentenarchitektur  eingebunden werden. Dabei ist 

allerdings davon auszugehen, dass die Sensorik und Effektorik des Agenten bereits in früheren 

Iterationen des Modellentwurfs realisiert wurden. Der Entwickler muss daher mit einem 

allgemeinen Ansatz sicherstellen, dass die relevanten Informationen in angemessener Art und 

Weise an das Basisverhalten übermittelt werden können.  

Alternative und optionale Ausprägungsformen 

Die Lerninstanz ist von zahlreichen alternativen und optionalen Ausprägungen der 

verschiedenen elementaren Bestandteile geprägt. Der Entwickler muss daher in erster Linie eine 

Auswahl aus der Menge der verfügbaren Alternativen treffen. Die inhärente Architektur muss 

dabei so flexibel gestaltet werden, dass auch eine nachträgliche Anpassung des Verhaltens 

gewährleistet werden kann. 
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Abb. 20: Variierender Abstraktions- und Konkretisierungsgrad in der Lerninstanz  

Unterschiedliche Abstraktions- und Konkretisierungsgrade innerhalb der Lerninstanz 

Die domänen-abhängien und domänen-unabhängigen Module der Lerninstanz besitzen einen 

unterschiedlichen Grad der Abstraktion (vgl. Abb. 20). Der Entwickler muss eine adäquate 

Überführung und Kapselung der relevanten Informationen für die verschiedenen Module 

sicherstellen.102 

FAMOS bietet prinzipiell vier verschiedene Ansatzpunkte für eine Anpassung des 

Agentenverhaltens (vgl. Abb. 21). 

• Agent 

Knaack et al. [Kna+03] beschreiben, dass die Agenten im Wesentlichen eine 

umfassende Hülle zur Kapselung des internen Zustands des Agenten und seines 

dynamischen Verhaltens darstellen. Zur Wahrung der angestrebten Autonomie kann 

auf den internen Zustand des Agenten typischerweise nicht im weiteren Maße von 

anderen Entitäten zugegriffen werden. Der Agent bietet stattdessen eine allgemeine 

Kommunikationsschnittstelle an, mit der er Signale bzw. Nachrichten von der Umwelt 

bzw. anderen Agenten empfangen kann. Dieser Mechanismus wird auch innerhalb des 

Agenten genutzt.103 Dies erlaubt die Nutzung eines allgemeinen Mechanismus zur 

Strukturierung des Agenten und einer geordneten Bearbeitung sowohl der inneren als 

auch der äußeren Einflüsse des Agenten (vgl. Abb. 19).    

                                                      
102 Man vergleiche dazu auch die Ausführungen von Jennings, Sycara und Wooldridge [JSW98]. 
103 Zur Abgrenzung der Signale wurde in der Implementation daher zwischen Nachrichten (Message), 
internen Signalen (InternalSignal) und externen Signalen (ExternalSignal) unterschieden. Nachrichten 
und externe Signale entstehen dabei außerhalb des Agenten. Während externe Signale in erster Linie 
durch die Umwelt generiert werden, dienen die Nachrichten der Kommunikation zwischen den Agenten. 
Die internen Signale hingegen können vom Agenten genutzt werden, um eine Reaktivierung des 
Verhaltens vorzumerken.    



 

 

 

Abb. 21: Klassendiagramm des Agenten in FAMOS
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• Schedule 

Zur Vermeidung eines rein reaktiven Verhaltens werden die empfangenen Signale in 

einer agentenspezifischen Ereignisliste vorgemerkt. Der Empfang eines Signals führt 

somit nicht zu einer unmittelbaren Reaktion des Agenten. Die eigentliche Bearbeitung 

erfolgt erst nach der (Re-)Aktivierung des Agenten und einer gezielten Aufbereitung 

durch das eigentliche Verhalten.  

• Behaviour 

Das eigentliche Laufzeitverhalten des Agenten wird in FAMOS von einem 

eigenständigen Objekt bestimmt. Das Verhalten wird dabei innerhalb des Frameworks 

weitestgehend abstrakt definiert und muss vom Entwickler nach seinen individuellen 

Bedürfnissen angepasst werden. Knaak [Kna02] implementierte hierfür vier 

grundlegende Ansätze, die von einfachen ereignis- bzw. prozessorientierten 

Verhaltensansätzen bis zu einer deklarativen Verhaltensmodellierung in Form von 

Regelsystemen oder ausführbaren UML-State-Charts reichen. 

• AgentAbility 

In den sog. AgentAbilities können „mehr oder minder anspruchsvolle“ Funktionalitäten 

des Agenten gekapselt und wiederverwendbar gemacht werden. Dies wurde in den 

vorangegangenen Arbeiten z. B. zur Bereitstellung einer allgemeinen 

Bewegungsfunktionalität für mobile Agenten genutzt. [Kna+03]  

Das konzeptuelle Rahmenmodell des bestärkenden Lernens umreißt einen allgemeinen 

Rahmen um die individuelle Lerninstanz. Wie im Kap. 5.1 bereits dargestellt, bietet sich hierbei 

insbesondere die Umsetzung als Basis-Verhalten im Verständnis der verhaltensbasierten 

Agentenarchitekturen an. Das vorgestellte Rahmenmodell verfolgt dabei einen holonistischen 

Ansatz, d. h. die Wirkung der Lerninstanz kann auf der einen Seite als übergeordnete 

Funktionalität zur Generierung eines dedizierten (Teil-)Verhaltens in den Agenten eingebunden 

werden, aber auf er anderen Seite besteht die Lerninstanz wiederum aus weiteren Bestandteilen, 

die erst in einer gemeinschaftlichen Zusammenwirkung die erwünschte Funktionalität erbringen 

können. 

In der bisherigen Implementation von FAMOS existierte bislang kein hinreichendes 

Konzept, mit dem eine holonistische Umsetzung des Verhaltens realisiert werden kann. Die 

bisherige Definition des Behaviors ging bislang von einem atomaren Ansatz aus, der keine 

weitere Interaktion mit anderen Bestandteilen des Agenten zur Umsetzung des Verhaltens 

zuließ. Bei der kompositorischen Verhaltensgenerierung benötigt der Agent allerdings eine 

feinere Granulierung. 



 

 

 

Abb. 22: Klassendiagramm der erweiterten Verhaltenskomponenten in FAMOS 
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Daher wurde letztlich eine Erweiterung der AgentAbilities vorgenommen, damit 

elementare Verhaltenskomponenten geschaffen werden können (vgl. Abb. 22), die in ihrer 

gemeinschaftlichen Wirkung das Verhalten des Agenten erzeugen. Die sog. 

BehaviorComponents übernehmen dabei einen dedizierten Teil des Verhaltens und kapseln ihn 

in einem eigenständigen Objekt.  

Dieser Ansatz erlaubt eine weitestgehende Delegation der Signalverarbeitung vom 

bisherigen Verhaltensobjekt an die Verhaltenskomponenten. Der Agent kann mit einem relativ 

schlanken Verhalten ausgestattet werden, bei dem die Bearbeitung der Signale aus der (internen 

Ereignisliste) an die Verhaltenskomponenten durchgereicht wird.104 Dies ermöglicht eine 

weitergehende Lokalisierung des Verhaltens und eine gezielte Anpassbarkeit und 

Austauschbarkeit einzelner Verhaltenskomponenten. Bei der Erweiterung der AgentAbilities 

wurden dabei zwei wesentliche Anpassungen umgesetzt: 

Umkehrung der Verantwortlichkeit vom Aufrufenden zum Aufgerufenen 

In der bisherigen Implementation von FAMOS wurde ein extrem einfacher Mechanismus für 

die Einbindung der AgentAbilities innerhalb des Agenten gewählt. Sie wurden während der 

Initialisierung in einem assoziativen Speicher hinterlegt und mussten während der letztlichen 

Ausführung des Verhaltens gezielt über einen Schlüssel abgefragt werden. Die gekapselte 

Funktionalität konnte dann erst durch entsprechende Methodenaufrufe angefordert werden.  

Ein solches Vorgehen ist aber im Kontext relativ unabhängiger Komponenten nicht zielführend. 

Der Entwickler sollte nach Möglichkeit nicht gezwungen werden, eine bestehende 

Funktionalität im Agentenverhalten bzw. anderen Verhaltenskomponenten abzuändern, nur weil 

zusätzliche Komponenten integriert werden oder an einer anderen Stelle im Agenten eine 

Verhaltenskomponente ausgetauscht wird. Zum anderen basiert die Ausführung des Verhaltens 

auf einer strukturierten Bearbeitung der eingehenden Signale. Dieses Vorgehen muss auch in 

die Verhaltenskomponenten übertragen werden. 

Die Verhaltenskomponenten werden daher für eine dedizierte Menge an Signalen ausgelegt, die 

sie sinnvoll verarbeiten können. Innerhalb der BehaviourComponent wird mit der (abstrakten) 

Methode interpretSignal die gekapselte Funktionalität für andere Komponenten zugreifbar 

gemacht.105 Dabei muss der Entwickler für jedes eingehende Signal eine Rückmeldung 

                                                      
104 In der vorliegenden Implementation geschieht dies vorrangig in Form von Broadcasts. Dies erlaubt 
eine schnelle und flexible Anpassung des Agentenverhaltens. Zur Steigerung der Performanz könnte aber 
sicherlich auch die Anzahl der ausgetauschten Nachrichten reduziert werden, wenn die relevanten 
Verbindungen der Verhaltenskomponenten explizit berücksichtigt werden.  
105 Dieser Gedanke ist durchaus mit dem grundlegenden Prinzip der Kapselung der Funktionalität 
innerhalb des Agenten vergleichbar. Allerdings fehlen den Verhaltenskomponenten weiterführende 
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sicherstellen, mit der die Verhaltenskomponente ihre Fähigkeit zur Interpretation dieses Signal 

signalisieren kann.  

Die Verantwortlichkeit für eine hinreichende Interaktion zwischen den Verhaltenskomponenten 

(und dem übergeordneten Verhalten) wird somit umgekehrt. Der Sender kann mit einem 

Broadcast seine Anforderungen an unterschiedliche Verhaltenskomponenten senden. Diese 

entscheiden dann über die Bearbeitung der Aufgabe. Durch eine unmittelbare Rückmeldung 

kann der Sender zumindest eine Abschätzung über mögliche Konflikte bei der Ausführung 

durchführen und ggf. regulierend eingreifen.      

Holonistische Kapselung der Verhaltenskomponenten 

In der bisherigen Implementation von FAMOS wurden die AgentAbilities ohne weitergehende 

Strukturierung innerhalb des Agenten eingebunden. Ein solcher Ansatz ist allerdings nicht 

geeignet zur Umsetzung eines holonistischen Ansatzes, da die vorherrschenden Strukturen 

innerhalb des Holons nicht hinreichend dargestellt und die daraus entstehenden Interaktionen 

nicht abgegrenzt werden können. Bei einer solchen unstrukturierten Nutzung der 

Verhaltenskomponenten kann es zu unvorhergesehenen Wechselwirkungen kommen, wenn 

einzelne Komponenten mehrfach genutzt werden. Gerade beim Einsatz des bestärkenden 

Lernens in unterschiedlichen Basis-Verhalten (zur Bearbeitung unterschiedlicher 

Funktionalitäten) können die Signale nicht hinreichend separiert werden. 

 In der Spezifikation der BehaviourComponent wurden daher zwei übergeordnete 

Bezugsobjekte eingebunden. Zum einen wurde die Verbindung zum Agenten präzisiert, damit 

die Verhaltenskomponenten auch einen Zugriff auf die allgemeinen Funktionalitäten des 

Agenten (wie z. B. die Erfassung der derzeitigen Simulationszeit oder der Statistiken) besitzen. 

Zugleich wurde mit dem sog. ComponentOwner eine weitere Schnittstelle eingeführt, die die 

Interaktion zwischen den Verhaltenskomponenten innerhalb des Holons überwacht. Die 

Verhaltenskomponenten können zur Kommunikation (typisierte) interne Signale austauschen. 

Dabei müssen sie aber nicht die allgemeine Agentenschnittstelle nutzen, sondern können 

stattdessen  über den ComponentOwner und unter Nutzung der Methode forwardSignal gezielt 

mit anderen zugeordneten Verhaltenskomponenten kommunizieren. 

Die Einbindung des ComponentOwners ermöglicht somit eine Hierarchisierung der 

Verhaltenskomponenten. Dies kann in der Theorie über mehrere Stufen genutzt werden, sodass 

der zugrunde liegende Ansatz auch zur weitergehenden Strukturierung des Agenten geeignet ist. 

                                                                                                                                                            
Eigenschaften  komplexer Agenten (z. B. der Autonomie) und sie stellen daher eher simple und reaktive 
Komponenten innerhalb eines Agenten dar. 
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5.3. Umsetzung des konzeptuellen Rahmenmodells mit  

Verhaltenskomponenten  

Bei der Realisierung des konzeptuellen Rahmenmodells müssen nun die elementaren 

Bestandteile des Lernens als Verhaltenskomponenten umgesetzt werden, die in ihrer 

gemeinschaftlichen Wirkung eine strukturierte Adaption innerhalb des (Basis-)Verhaltens 

ermöglichen. Die vorgesehene Interaktion zwischen den Komponenten muss als strukturiertes 

Kommunikationsprotokoll mit (internen) Signalen realisiert werden (vgl. Abb. 23). Dieser 

Ansatz besitzt gerade im Kontext des bestärkenden Lernens drei wesentliche Vorteile: 

1. Die Nutzung von Nachrichten erfordert keinen dedizierten Methodenaufruf der 

gekapselten Funktionalität. Der Entwickler kann somit effektiv über den Einsatz von 

verschiedenen adaptiven Methoden entscheiden, ohne diese in einem weiterführenden 

Framework gemeinsam zu vereinigen, da die Verhaltenskomponenten bereits einen 

allgemeinen Mechanismus zur Übermittlung der relevanten Informationen bieten.  

2. Innerhalb der Nachrichten findet eine Kapselung und Aufbereitung der  

ausgetauschten Informationen statt. Der Inhalt der Nachricht kann durch einen 

entsprechenden Adapter an den notwendigen Abstraktionsgrad angepasst werden. 

Durch die Typisierung der Nachrichten entsteht bereits der notwendige Kontext zur 

Interpretation der enthaltenen Informationen. Die Verhaltenskomponente kann 

aufgrund der so ermittelten Informationen eine hinreichende Reaktion erzeugen.  

Der Austausch der Signale innerhalb des Agenten kann durch einen sog. Message 

Sniffer effizient überwacht werden. Die abgeleiteten Logs können die ausgetauschten 

Nachrichten sammeln und später zur Validierung und Verifizierung des 

Agentenverhaltens herangezogen werden.106 Zudem können auch weitere 

Verhaltenskomponenten ohne größeren Aufwand integriert werden, was z. B. die 

Untersuchung unterschiedlicher Belohnungsfunktionen wesentlich vereinfacht. Der 

Entwickler kann somit unterschiedliche Konfigurationen des Agentenverhaltens ohne 

größeren Aufwand erzeugen und bewerten. 

3. Durch die Integration weiterer Entwurfsmusters können auch ethologische 

Erweiterungen107 des Verhaltens (wie z. B. Inhibition) effizient in die 

Agentenarchitektur eingebunden werden. Hierbei kann der Nachrichtenaustausch 

überwacht und von den ethologischen Verhaltenskomponenten regulierend 

manipuliert werden. 

                                                      
106 Für entsprechende Methoden sei hier insbesondere auf die Arbeit von Denz [Den12] verwiesen. 
107 Man betrachte hierzu z. B. die Darstellungen in Blumberg [Blu94] und Blumberg, Todd und Maes 
[BTM96]. 



 

 

 

 

Abb. 23: Kommunikationsprotokoll für die Umsetzung der Lerninstanz: Kommunikationsprotokoll für die Umsetzung der Lerninstanz
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: Kommunikationsprotokoll für die Umsetzung der Lerninstanz
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Im Folgenden werden die umgesetzten Verhaltenskomponenten und ihre Interaktionen 

genauer beschrieben. 

5.3.1. Realisierung der Zustandsidentifikation 

Die Aufbereitung der internen Zustände bildet die semantische Brücke zwischen der 

(bereits vorhandenen) Sensorik des Agenten und dem Lernalgorithmus. Während sich die 

wahrgenommenen Beobachtungen in der Regel sehr dicht an der eigentlichen Aufgabenstellung 

orientieren, benötigen die Lernalgorithmen eine weitergehende Aufbereitung dieser 

Informationen. Die Wahrnehmungen müssen daher abstrahiert und mit weiteren Informationen 

angereichert werden. Im softwaretheoretischen Verständnis dient der Zustandsinterpreter somit 

als Adapter zwischen der Sensorik und dem Lernalgorithmus. In der Abbildung des 

Kommunikationsprotokolls (vgl. Abb. 23) finden sich die entsprechenden Interaktionen in den 

Schritten 1 bis 5.  

Die Aufbereitung des internen Zustands beginnt mit der Benachrichtigung über einen (internen 

oder externen) Zustandswechsel des Agenten. Im Falle eines externen Zustandswechsels merkt 

das Umweltmodell einen entsprechenden Alert (1) für den Agenten vor. Nach der Aktivierung 

des Agenten kann er seine Umwelt mit Hilfe seiner Sensoren erfassen. Zur Aufbereitung des 

internen Zustands werden diese Informationen an den Zustandsinterpreter gesendet (2). Die 

Nachricht kapselt dabei im Wesentlichen nur die Beobachtung als eigenständiges Objekt. Bei 

Bedarf (3) fordert er vom internen Speicher die derzeitige Belegung des Speichers an, um die 

Beobachtungen mit weiteren Informationen anzureichern. Nach dem Erhalt der derzeitigen 

Speicherbelegung (4) kann der Zustandsinterpreter mit der eigentlichen Konstruktion des 

internen Zustands beginnen. Abschließend wird der generierte Zustand an den 

Belohnungskollektor (5a) und den eigentlichen Lernalgorithmus (5b) versendet. 

Die Ausprägung des internen Zustands hat einen signifikanten Einfluss auf die 

Performanz des Lernalgorithmus. Im Falle einer abzählbaren Menge an potentiellen Zuständen 

ist eine unreflektierte Kombination der Beobachtung und der derzeitigen Speicherbelegung 

häufig bereits ausreichend. Bei hochdimensionalen Zuständen wird hingegen eine geeignete 

Repräsentation der beschreibenden Eigenschaften benötigt, damit der Lernalgorithmus später 

eine entsprechende Approximation im Rahmen der Generalisierung durchführen kann.  



 

 

 

Abb. 24: Klassendiagramm zur Zustandsidentifikation 

 



110 

Hierbei orientiert sich der implementierte Ansatz an dem Vorgehen von Neumann 

[Neu05]. Die Zustände und Aktionen lassen sich durch eine Menge von Features (d. h. einer 

Menge kontinuierlicher Variablen) beschreiben. Bislang existieren allerdings keine 

automatisierten Ansätze, mit denen eine solche Überführung effizient und zielorientiert 

vorgenommen werden kann. [PM10] Der Entwickler muss daher eine entsprechende 

Überführung in den internen Zustand nach individuellem Bedarf realisieren.108 Der 

Zustandsinterpreter kann daher auch nur als abstrakte Schnittstelle angeboten werden.    

 Im Gegensatz hierzu existiert für die Speicher-Verfahren eine relativ große Auswahl an 

domänen-unabhängigen Implementationen, die vom Entwickler als Blackbox-Komponente 

genutzt werden können. Sie variieren dabei in der Art bzw. dem Gegenstand der Speicherung 

und der Handlungsaufbereitung und besitzen in Abhängigkeit von der zugrunde liegenden 

Problemdomäne bzw. Aufgabenstellung ihre individuellen Vor- und Nachteile. In der 

vorliegenden Arbeit wurden drei verschiedene Speicherarchitekturen implementiert, um dem 

Entwickler bereits eine Reihe an typischen Ansätzen zur Verfügung zu stellen: 

• Window-Q-Verfahren nach Lin und Mitchell [LM92] 

Das Window-Q-Verfahren ist ein Zeitfenster-Verfahren mit fixierter Fensterlänge. Nach 

der Ausführung der letztlich (vom Lernverfahren) ausgewählten Handlung wird der 

Speicher automatisch aktualisiert, indem ein fixierter Teil (d. h. eine vordefinierte 

Menge an Paaren von Beobachtungen und ausgeführten Handlungen) der voran- 

gegangenen Ausführungshistorie im Speicher fortgeschrieben wird. Dieses Verfahren 

lässt sich technisch durch einen Ringspeicher realisieren, bei dem nur eine 

entsprechende Weiterleitung der derzeitigen Beobachtung und Handlung gewährleistet 

werden muss. Der besondere Vorteil dieses Verfahrens liegt in seiner Simplizität, da die 

Speicherung des derzeitigen Zustands automatisch und unreflektiert erfolgen kann.109    

• n-Bit-Verfahren nach Lanzi [Lan98] 

Im n-Bit-Verfahren steht dem Agenten ein internes Arbeitsgedächtnis mit einer Länge 

von n Bit zur Verfügung. Der Agent kann dort relevante Informationen in binär 

kodierter Form speichern und später wieder abrufen. Die Handlungen werden (in 

Anlehnung an die Klassifiziersysteme von Holland [Hol92]) als Zeichenketten der 

Länge n definiert, wobei die Zeichen aus dem Alphabet {0, 1, #} stammen. Jedes 

Zeichen in dieser Zeichenkette bewirkt eine Anpassung an der entsprechenden Stelle im 

                                                      
108 Die Beschreibung des internen Zustands kann dabei nur in Abhängigkeit von den (konkreten) 
Beobachtungen vorgenommen werden und ist daher zumindest domänenspezifisch. Der 
Zustandsinterpreter kann daher nur als allgemeine Schnittstelle in FAMOS angeboten werden. 
109 Lin und Mitchell [LM92] bezeichnen dieses Verfahren daher selbst in ihrer Arbeit als Brute-Force-
Verfahren. 
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Speicher.110 Im Gegensatz zu den Verfahren mit Zeitfenstern, bei denen (nur) ein Teil 

der bisherigen Trajektorie gespeichert wird, kann durch diese Abstraktion bereits ein 

gewisser Grad an Generalisierung der Beobachtungen und Handlungen erreicht werden. 

Durch die binäre Kodierung wird allerdings auch eine semantische Erklärung und 

Bewertung der entstandenen Politik für den externen Beobachter erschwert. 

• Gated-Memory-Verfahren nach Gorski [Gor12] 

Im Gated-Memory-Verfahren steht dem Agenten wiederum ein internes 

Arbeitsgedächtnis zur Verfügung, worin der Agent allerdings nur ein einziges Symbol 

ablegen kann.111 Das Verfahren orientiert sich in gewisser Hinsicht aber auch an den 

Ansätzen mit Zeitfenstern, da das Symbol einer tatsächlich wahrgenommenen 

Beobachtung entsprechen muss, wodurch die spätere Interpretierbarkeit durch einen 

externen Beobachter maßgeblich gesteigert werden kann. Der Speicher wird zudem 

nicht automatisiert angepasst, sondern kann nur durch eine explizite Handlung des 

Agenten verändert werden. Dieses Verfahren erlaubt es somit dem Agenten, ein 

einzelnes, bedeutsames Ereignis aus seiner Vergangenheit zu persistieren. Er kann 

damit einem Verlust relevanter Information vorbeugen, ohne einen entsprechenden 

Mehraufwand zur Speicherung der dazwischen liegenden Teiltrajektorie zu betreiben.112 

Allerdings kann das Verfahren nicht zwischen mehrfach auftretenden Beobachtungen 

differenzieren, sodass das Verfahren nur angewendet werden kann, sofern keine 

Enumeration wiederholt auftretender Beobachtungen notwendig ist. 

5.3.2. Realisierung der Belohnungen 

Bei der Umsetzung des allgemeinen Konzepts zur Generierung der Belohnungen 

müssen die individuellen Bewertungen der internen und externen Kritiker in einem 

Belohnungskollektor gesammelt und aufbereitet werden. In der Abbildung des 

Kommunikationsprotokolls (vgl. Abb. 23) finden sich die notwendigen Interaktionen in den 

Schritten 5a bis 6. Das Protokoll zeichnet sich dabei durch eine nebenläufige Kommunikation 

zwischen dem Belohnungskollektor und einer (unrestringierten) Anzahl von internen und 

externen Kritikern aus.  

                                                      
110 So führen die Symbole 0 und 1 zu einer expliziten Speicherung dieses Wertes an der entsprechenden 
Stelle im Speicher, wohingegen der Speicher bei # unverändert bleibt. 
111 Das Verfahren steht somit in der Tradition zu der Arbeiten von Wilson [Wil94].  
112 So wächst der Problemraum im Vergleich zu den beiden anderen aufgeführten Verfahren eher moderat 
an, da der entstehende Zustandsraum maximal quadratisch ausfällt und die Anzahl der internen Aktionen 
sogar auf genau zwei Möglichkeiten begrenzt ist, d. h. der Agent kann sich nur entscheiden, ob er die 
derzeitige Beobachtung in seinen Speicher aufnehmen möchte, oder ob er die derzeitige 
Speicherbelegung beibehält. 
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Die Aufbereitung des Belohnungssignals beginnt mit der Benachrichtigung (5a) über 

das Erreichen eines neuen (internen) Zustands. Der Kommunikationskollektor beginnt nun mit 

der Anforderung der Belohnungssignale von den internen und externen Kritikern. Deren Anzahl 

und Identität ist allerdings nicht im Vorhinein bekannt und fixiert (vgl. Abb. 12). Der 

Kommunikationskollektor fordert daher per Broadcast eine Rückmeldung von den anderen 

Verhaltenskomponenten an.  

Die internen Kritiker werden dabei durch Verhaltenskomponenten innerhalb des 

Agenten realisiert. Sie müssen nicht gezwungenermaßen als eigenständige Komponenten 

definiert werden, sondern die Funktionalität kann auch in bestehende Komponenten 

eingebunden werden, indem eine entsprechende Signalverarbeitung verankert wird. Sie können 

dabei typischerweise mit einem internen Signal (5a.1a) benachrichtigt werden, dessen 

Kenntnisnahme in einer unmittelbaren Reaktion bestätigt wird. Sobald sie den Kontrollfluss zur 

Bearbeitung der Nachricht erhalten haben, berechnen sie ihr eigentliches Belohnungssignal und 

senden es an den Belohnungskollektor (5a.1a.1).  

Bei der Anforderung externer Belohnungssignale wird ein entsprechendes Request-

Signal (5a.1b)  zuerst an die Effektoren des Agenten übermittelt. Diese nutzen ihre Schnittstelle 

zum Umweltmodell für eine gezielte Verbreitung der Nachricht (5a.1b.1a) an die externen 

Kritiker. Zugleich senden sie eine entsprechende Benachrichtigung (5a.1b.1b) über die Anzahl 

der zu erwartenden externen Belohnungssignale an den Belohnungskollektor. Bei der 

Zuweisung des Kontrollflusses an die externen Kritiker wird nun sukzessive die Ermittlung der 

externen Belohnungssignale vorgenommen und diese an den Agenten übermittelt (5a.1b.1a.1).  

Sobald der Belohnungskollektor nun alle notwendigen Belohnungssignale erhalten hat, 

kann er mit der eigentlichen Normierung und Transformation beginnen. Nachdem die 

Belohnungssignale in einen einzelnen numerischen Wert überführt wurden, kann dieser an den 

eigentlichen Lernalgorithmus übermittelt werden (6). 

In der Literatur findet sich eine Reihe von entsprechender Alternativen, auf die der 

Entwickler zurückgreifen kann:   

• Die verschiedenen Belohnungssignale liegen bereits in derselben Dimensionierung vor 

und sind deckungsgleich. Die Generierung des numerischen Wertes ist trivial, da bereits 

die Weiterleitung eines einzelnen Belohnungssignals ausreichend ist.113  

                                                      
113 Dies ist z. B. der Fall, wenn die verschiedenen Belohnungssignale von übereinstimmenden Kritikern 
erzeugt wurden. Hierbei dient die Vervielfältigung der Signale eher der Robustheit und weniger der 
Bewertung unterschiedlicher Aspekte. 
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• Boutilier, Dean und Hanks [BDH96] erläutern, dass die am häufigsten auftretende 

Funktion eine einfache Summierung der Belohnungen darstellt. Die Verrechnung der 

Signale ist dabei wiederum trivial, nachdem eine entsprechende Normierung auf eine 

einheitliche Dimension vorgenommen wurde.  

• Barto und Simsek [BS05] schlagen eine Unterscheidung der Signale in intrinsische und 

extrinsische Belohnungen vor.114 Bei der Kombination der verschiedenen 

Belohnungssignale können die extrinsischen Belohnungen (zeitweilig) durch 

intrinsische Belohnungen vollkommen überlagert werden, wodurch die Exploration des 

Problemraums gefördert werden kann.115  

• Mannor und Tsitsiklis [MT11] schlagen eine Berücksichtigung des inhärenten Risikos 

bei stochastischen Belohnungsfunktionen vor. Der Einfluss der verschiedenen Signale 

kann anhand der Risikobereitschaft des Agenten skaliert werden. 

• Lizotte, Bowling und Murphy [LBM10] regen die Konstruktion einer neuen 

Belohnungsfunktion durch die Nutzung von Spline-Interpolation innerhalb des Agenten 

an. Hierbei muss der Modellierer nur eine (Teil-)Menge an potentiellen 

Belohnungsvektoren bewerten, bevor eine erklärende Funktion automatisiert berechnet 

werden kann. 

5.3.3. Realisierung des Lernalgorithmus und Explorationsstrategie 

Der Lernalgorithmus ist im Wesentlichen für zwei Aufgaben verantwortlich. Er muss 

die Bewertungen der Handlungen anhand der erhaltenen Belohnungssignale pflegen und für 

seinen derzeitigen Zustand eine adäquate Handlung auswählen. Die letztliche Art und Weise, 

wie dies geschieht, kann dabei von Algorithmus zu Algorithmus differieren (vgl. Kap. 4.4.3.1). 

In der Abbildung des Kommunikationsprotokolls (vgl. Abb. 23) finden sich die notwendigen 

Interaktionen in den Schritten 5b und 6 bis 10. 

Der Lernalgorithmus beginnt mit seiner eigentlichen Bearbeitung der Aufgabenstellung, 

sobald er eine Benachrichtigung über einen Zustandswechsel vom Zustandsinterpreter (5b) und 

sein aufbereitetes Belohnungssignal (6) vom Belohnungskollektor erhalten hat. Bei der 

Bewertungsanpassung bestimmt er im ersten Schritt die Menge der Objekte, deren Bewertungen 

verändert werden sollen. In einem diskreten Verfahren führt er hierbei typischerweise eine Liste 
                                                      
114 Dies geschieht in Anlehnung an die Unterscheidung in extrinsische und intrinsische Motivation in der 
modernen Psychologie. [OK07] Extrinsische Motivation wird dabei als Streben nach einem messbaren 
und separierbaren Ergebnis definiert, während intrinsische Motivation die Ausführung einer Aktivität 
„um ihrer selbst wegen“ bezeichnet. [RD00]  
115 Ein solcher Ansatz kann laut Barto und Simsek [BS05] zur „Steigerung der Kompetenz bei der 
Problemlösung“ führen. Für den praktischen Einsatz müssen allerdings auch die Wechselwirkungen mit 
den eingesetzten Explorationsmechanismen (vgl. Kap. 4.4.4) explizit berücksichtigt werden.   
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von Zuständen und Handlungen, die er anpassen möchte, wohingegen in einem 

generalisierenden Ansatz nur die Parametrisierung des Lernalgorithmus verändert wird. 

Für die Auswahl der nächsten Handlung muss der Lernalgorithmus eine entsprechende 

Anfrage an die Explorationsstrategie senden (7). Bei einem diskreten Aktionsraum kann der 

Lernalgorithmus die derzeitigen Bewertungen der Handlungsalternativen mitsenden, damit die 

Explorationsstrategie gezielt unter den vorgeschlagenen Handlungen unter Berücksichtigung 

ihrer derzeitigen Zielsetzung in Bezug auf die Nutzen- bzw. Informationsmaximierung 

auswählen kann. Nach dieser Auswahl wird die entsprechende Entscheidung an den 

Lernalgorithmus (8) gesendet, sodass dieser nun die eigentliche Ausführung der Handlung 

initiieren kann. Dabei wird ein entsprechendes Signal (9) an den Aktionsinterpreter gesendet. 

Dieser beginnt mit der Separierung und Konkretisierung der Aktionen und sendet sie wiederum 

an die Agentenschnittstelle (10a) zur praktischen Umsetzung (z. B. durch eine entsprechende 

Manipulation der Umwelt durch die Effektoren) und den internen Speicher zur Aktualisierung 

der hinterlegten Informationen (10b).   

Die Auswahl eines geeigneten Lernalgorithmus ist eine komplexe Herausforderung für 

den Entwickler eines Simulationsmodells. Es existiert kein Algorithmus, der unabhängig von 

der Aufgabenstellung alle anderen Ansätze dominiert. [KE11] In der vorliegenden Arbeit 

wurden drei typische Vertreter aus dem Bereich der Temporal-Difference-Verfahren ausgewählt 

und umgesetzt:   

• Q-Learning 

Das sog. Q-Learning von Watkins [Wat89] ist zweifelsohne einer der bekanntesten 

Vertreter der Temporal-Difference-Verfahren und hat Anfang der 1990er Jahre eine 

Renaissance im Bereich des maschinellen Lernens ausgelöst. Mit Q-Learning kann die 

optimale Politik für eine diskrete Menge an Zuständen und Aktionen anhand eines 

vergleichsweise simplen Algorithmus bestimmt werden. Im Gegensatz zu vielen 

anderen Verfahren seiner Zeit benötigt der Algorithmus keine Bereitstellung eines 

umfassenden Modells. Das Lernverfahren lässt sich somit der Menge der modellfreien 

Online-Verfahren zurechnen. Die Verhaltensadaption erfolgt dabei off-policy unter 

Nutzung eines Abzinsungsfaktors. 

Watkins und Dayan [WD92] konnten schon frühzeitig beweisen, dass der Algorithmus 

nachweislich gegen die optimalen Bewertungen konvergiert und somit bei 

ausreichender Wiederholung der Aufgabenstellung eine optimale Handlungsweise des 

Agenten ermöglicht. Das Verfahren erlangte aufgrund seiner mathematischen 
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Fundierung und seiner natürlichen Verbindung zur Kontrolltheorie eine weite 

Verbreitung. [Rib02]  

Das Verfahren skaliert allerdings nicht sonderlich gut bei komplexen oder 

kontinuierlichen Aufgabenstellungen.116 Daher entstand in der Folge eine recht hohe 

Anzahl an Variationen des Verfahrens, bei denen entweder eine entsprechende 

Generalisierung eingebaut wurde (z. B. Fitted Q-iteration von Ernst, Geurts und 

Wehenkel [EGW05] oder NEAT+Q von Whiteson und Stone [WS06]) oder sog. 

Eignungsprotokolle genutzt werden, die eine weiterreichende Anpassung vergangener 

Handlungen ermöglicht  (z. B.  MultiStep Q-Learning von Peng und Williams [PW96] 

oder Q(λ)-Learning von Wiering und Schmidhuber [WS98]). Die bestehenden Ansätze 

basieren allerdings weitestgehend auf einer zeitdiskreten Transition der angenommenen 

Umwelt und können daher nicht unmodifiziert eingebunden werden.  

In dieser Arbeit wurde eine diskrete Variante umgesetzt, die auf der Spezifikation von 

Bradtke und Duff [BD95] basiert:   

Sei T eine Handlungsperiode und � ∈ 	ℝ� die zugehörige Übergangsdauer dieser 

Handlungsperiode, dann kann die Bewertung 1�+1 3�, 4�! eines Zustands und einer 

Handlung unter Berücksichtigung einer sogenannten Lernrate 0 < 6 < 1 und eines 

Abzinsungsfaktors 0 ≤ 8 ≤ 1 wie folgt angepasst werden: 

1��9 3� , 4�! = 	1� 3� , 4�!+	∝ 	 [' �! +	./-0 ∗ +4=>?	1� 3��9, 4′! −	1� 3� , 4�!] 

Wie man dabei erkennt, werden die Bewertungen der Handlungsalternativen in den 

verschiedenen Iterationen sukzessiv angepasst, indem neben der unmittelbaren 

Belohnung auch die mittelbare Belohnung einer hypothetischen Handlung einbezogen 

wird. Die Bewertungen können nun in einer Tabelle abgelegt und bei späteren 

Iterationen wieder verwendet werden. 

  

                                                      
116 So wies Szepesvári [Sze98] nach, dass der Algorithmus im ungünstigsten Fall exponentiell zur Menge 
der Zustände konvergiert. Even-Dar und Mansour [EM03] sowie van Hasselt [Has11] konkretisierten 
diese Theorie durch die Ableitung entsprechender Schwellen in Abhängigkeit von der Parametrisierung 
des Algorithmus.  
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• SARSA 

Das sog. Modified Connectionist Q-Learning von Rummery und Niranjan [RN94] ist 

ein weiterer typischer Vertreter der Temporal-Difference-Verfahren. Eine größere 

Bekanntheit erlangte dieses Verfahren allerdings unter den Namen SARSA, den Sutton 

[Sut96] zwei Jahre später prägte.117  

Das Verfahren ähnelt auf den ersten Blick Q-Learning, da es auch eine sukzessive 

Anpassung der Bewertungen vornimmt. Es weicht in der Vorgehensweise allerdings in 

zwei Punkten ab. Zum einen wird die Ausführungsreihenfolge von 

Bewertungsaktualisierung und Handlungsauswahl umgekehrt, d. h. der Lernalgorithmus 

wählt erst eine neue Handlung aus und führt dann die Bewertungsaktualisierung durch. 

Zum anderen wird bei der Anpassung der Bewertungen auch keine hypothetische 

Handlung genutzt, sondern die Bewertungen orientieren sich an den tatsächlich 

ausgeführten Handlungen. Das Lernverfahren lässt sich ebenfalls der Menge der 

modellfreien Online-Verfahren zurechnen. Die Verhaltensanpassung erfolgt nun 

allerdings on-policy unter Nutzung eines Abzinsungsfaktors. 

Auf den ersten Blick erscheint dieses Vorgehen nachteilig gegenüber dem Vorgehen 

von Q-Learning. Das Verfahren lässt sich aber deutlich einfacher und intuitiver mit sog. 

Eligibility Traces erweitern. Ein Eligibility Trace beschreibt dabei eine (Teil-) 

Trajektorie der ausgeführten Handlungen. Anhand dieser Traces kann nicht nur die 

Bewertung der unmittelbar zuvor ausgeführten Aktion angepasst, sondern auch die 

Bewertungen vergangener Zustände und Aktionen können gezielt mit angepasst 

werden. Das Verfahren orientiert sich somit an der grundsätzlichen Vorgehensweise der 

Monte-Carlo-Methoden. Die Anpassungen werden aber fortwährend zur Laufzeit des 

Agenten ausgeführt.  

Zudem führen van Otterlo und Wiering [OW12] aus, dass SARSA deutlich robuster 

beim Einsatz von Funktionsapproximatoren agiert, zumal der Einsatz von Off-Policy 

Methoden häufig zu divergierendem Verhalten führt. Daher wurde in dieser Arbeit auch 

eine generalisierende Variante von SARSA implementiert und zur Verfügung gestellt. 

Die Umsetzung basiert dabei im Wesentlichen auf der Spezifikation von Poole und 

Mackworth [PM10]. 

  

                                                      
117 SARSA ist letztlich ein Akronym für die inhärente Vorgehensweise des Lernalgorithmus bei der 
Aktualisierung der Bewertungen, da diese auf Grundlage einer Folge von State-Action-Reward-State-
Action angepasst werden. 
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Sei T eine Handlungsperiode und � ∈ 	ℝ� die zugehörige Übergangsdauer dieser 

Handlungsperiode. Wenn B ∈ 	ℕ die Menge der beschreibenden Features eines 

Zustands-Aktions-Paars ist, dann kann dieses Paar durch einen Vektor D 3, 4! 	∈ 	ℝE 

beschrieben werden. Sei F ∈ 	ℝE ein Vektor von Gewichtungsfaktoren, dann kann die 

Bewertung einer Handlungsalternative unter Berücksichtigung der Lernrate 0 < 6 < 1 

und eines Abzinsungsfaktors 0 ≤ 8 ≤ 1 durch die Multiplikation dieser beiden 

Vektoren approximiert werden: 

1G 3� , 4�! = 	F ∗ 	D 3� , 4�! = 	&FH ∗	DH 3� , 4�!
E

HI9
 

Die Veränderung der Bewertungen lässt sich somit wie folgt berechnen: 

1��9 3� , 4�! = 	1� 3� , 4�!+	∝ 	 [' �! +	./-0 ∗ 	1� 3��9, 4��9! −	1� 3� , 4�!] 

Im Gegensatz zu einem diskreten Lernalgorithmus werden diese Bewertungen aber 

nicht in einer Tabelle abgelegt. Stattdessen müssen sie zur Anpassung der 

Gewichtungsfaktoren eingesetzt werden. Das Verfahren basiert dabei auf einer linearen 

Regression der partiellen Ableitungen. Wenn J > 0 die Schrittweite des 

Gradientenverfahrens darstellt, dann können die Gewichtungsfaktoren wie folgt 

angepasst werden: 

LH ← LH + 	J ∗ 1��9 3� , 4�! 	∗ 	DH 3� , 4�! 

Die Gewichtungsfaktoren können nun gespeichert und bei der nächsten Iteration des 

Lernverfahrens wieder verwendet werden. 

• SMART 

Die beiden vorangegangenen Lernalgorithmen sind letztlich auf eine Maximierung des 

abgezinsten Nutzens im unendlichen Horizont ausgerichtet. Die Bereitstellung eines 

Lernverfahrens ist eng mit der Unterstellung einer spezifischen Performanzmetrik 

verbunden. Wie aber bereits im Kap. 4.2.3 dargestellt wurde, hängt das entstehende 

Verhalten wesentlich von der zugrunde liegenden Performanzmetrik ab.  

Das et al. [Das+99] entwickelten daher mit SMART ein Lernverfahren auf der 

Grundlage des durchschnittlichen Nutzens im endlichen Horizont.118 Der generelle 

Ansatz ist dabei sehr dicht mit dem Vorgehen im Q-Learning verwandt. So lässt sich 

                                                      
118 SMART ist ein Akronym für Semi-Markov Average Reward Technique. 
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der Algorithmus wiederum der Menge der modellfreien Online-Verfahren zurechnen. 

Die Verhaltensadaption erfolgt off-policy, allerdings findet nun eine Normierung auf 

den durchschnittlichen Nutzen statt. 

Sei T eine Handlungsperiode und � ∈ 	ℝ� die zugehörige Übergangsdauer dieser 

Handlungsperiode, dann kann der durchschnittliche Nutzen der bisherigen Trajektorie  

wie folgt definiert werden: 

NO = ∑ ' �!�
∑ ��

= QO
�O  

Zur Bestimmung der Bewertungen wird der Nutzen einer Handlung unter 

Berücksichtigung seines Beitrags gegenüber dem durchschnittlichen Nutzen bemessen.  

���9 3�, 4�! = 	�� 3� , 4�!+	∝ [' �! − NO ∗ � + +4=>?	�� 3��9, 4′! −	�� 3� , 4�!] 

Der Lernalgorithmus kann diese Bewertungen nun wieder tabellarisch ablegen. Im 

Gegensatz zu den anderen Verfahren muss auch der durchschnittliche Nutzen der 

Trajektorie aktualisiert und fortgeschrieben werden. 

Neben den Lernalgorithmen stehen dem Entwickler auch unterschiedliche 

Explorationsstrategien als Black-Box-Komponenten zur Verfügung, unter denen der Entwickler 

auswählen kann. Die Eignung der individuellen Strategie ist dabei sowohl vom ausgewählten 

Lernalgorithmus als auch von der zugrunde liegenden Aufgabenstellung abhängig. In der 

vorliegenden Arbeit wurden fünf exemplarische Strategien ausgewählt und umgesetzt, die 

bereits eine breite Auswahl der möglichen Ausprägungsformen repräsentieren: 

• (Abklingende) Greedy Heuristik 

Eine der einfachsten möglichen Explorationsstrategien ist eine Greedy Heuristik, bei der 

die Entscheidung über eine Exploration vollkommen zufällig getroffen wird. Das 

Verfahren kann bereits durch einen einzelnen Parameter 0	 ≤ R ≤ 1 beschrieben 

werden, welcher den prozentualen Anteil der Exploration angibt, d. h. mit einer 

Wahrscheinlichkeit von ɛ wird eine Handlung zufällig aus der Menge möglicher 

Alternativen ausgewählt. Das Verfahren zeichnet sich nur durch seine besondere 

Simplizität aus. Es dient zwar der hinreichenden Exploration bei fehlendem 

Domänenwissen, wirkt aber gerade in späteren Phasen des Simulationsexperiments 

hinderlich bei der Realisierung der optimalen Handlungsweise. 

In einer ersten Anpassung schlug Wilson [Wil96] eine relativ einfache Erweiterung 

dieser Heuristik vor. Durch eine sequentielle Abnahme der Explorationsrate kann ein 
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gewisser Ausgleich zwischen der notwendigen anfänglichen Exploration und einer 

angestrebten Exploitation in den späteren Phasen des Experiments erreicht werden. In 

seiner trivialen Form wird ɛ fortlaufend verringert, bis die Exploration letztendlich 

vollständig eingestellt wird. 

• Häufigkeits- und aktualitätsbasierte Heuristiken 

Ein wesentlicher Nachteil der Greedy-Heuristiken besteht in ihrer vollkommen 

willkürlichen Auswahl der Handlungen. Ein solches Vorgehen stellt eine effiziente 

Exploration des Problemraums nur bedingt sicher. Daher schlugen Sato, Abe und 

Takeda [SAT88] den Einsatz von Zählern vor, mit denen die Häufigkeit der 

Evaluationen überprüft werden kann. Handlungen, die bislang selten ausgeführt 

wurden, erhalten dabei eine höhere Wahrscheinlichkeit, in einer Exploration ausgeführt 

zu werden. 

Ein vergleichbarer Ansatz wurde auch von Sutton [Sut90] entwickelt. Hierbei basiert 

die Wahrscheinlichkeit nicht auf der Häufigkeit, sondern der Aktualität der letztmaligen 

Ausführung. Handlungen, deren Ausführung weit in der Vergangenheit liegt, erhalten 

dabei eine höhere Wahrscheinlichkeit, während einer Exploration ausgeführt zu werden. 

• Nutzengetriebene Heuristik 

Ein wesentlicher Nachteil der vorangegangenen Verfahren besteht in ihrer Insensivität 

gegenüber den Auswirkungen der Handlungen, d. h. es können auch Handlungen 

ausgewählt werden, die zu irreversiblen Zuständen führen oder mit hohen Kosten 

verbunden sind. Ein solcher Ansatz steht prinzipiell im Widerspruch zu den 

Anforderungen aus Kap. 4.3.2. 

Ein möglicher Ansatz, um diesem Dilemma zu entgehen, besteht in der Einbeziehung 

des zu erwartenden Nutzens einer Handlung, d. h. je höher dieser Nutzen ausfällt, desto 

höher fällt die Ausführungswahrscheinlichkeit der Handlung aus.119 Das bekannteste 

Verfahren stellt hierbei das sog. Boltzmann-Verfahren dar. [Thr92b] Hierbei wird eine 

sog. Temperaturfunktion eingeführt, die den Einfluss der Bewertungen auf die 

Handlungsselektion skaliert. Je höher die Temperatur ausfällt, desto stärker nähert sich 

die Boltzmann-Verteilung einer Gleichverteilung an. Daher wird die Temperatur 

typischerweise im Zeitverlauf abgesenkt, damit im Zeitverlauf immer weniger 

Exploration ausgeführt wird. [Ste03] 

                                                      
119 Das Verfahren degeneriert aber wiederum zu einer zufälligen Handlungsauswahl, wenn bislang keine 
Nutzenbewertungen identifiziert werden konnten. Das Verfahren ist daher nur bedingt für 
Aufgabenstellungen geeignet, in denen nicht-neutrale Belohnungssignale nur selten zur Verfügung 
stehen. [Wya97]  
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5.4. Anpassungen an der Simulationsumgebung 

Neben den Umsetzungen zur Integration der Lerninstanzen müssen auch eine Reihe von 

Anpassungen an der eigentlichen Simulationsumgebung durchgeführt werden, damit sie als 

geeignete (Laufzeit-)Umgebung für die lernfähigen Agenten zur Verfügung gestellt werden 

können.   

Zur hinreichenden Abgrenzung des Lernverhaltens bei episodischen 

Aufgabenstellungen wird eine weiterführende Unterteilung des Simulationslaufs eingeführt. 

Zudem werden statistische Methoden zur Analyse des Lernverhaltens abgeleitet.  

5.4.1. Abgrenzung des Lernverhaltens 

Die Anwendung des maschinellen Lernens basiert im Wesentlichen auf der Repetition 

einer Menge gegebener Aufgabenstellungen, um das eigene Verhalten durch die Einbeziehung 

der gewonnenen Erfahrungen und der daraus abgeleiteten Informationen anzupassen. [PL05] Im 

Gegensatz zu den anderen Paradigmen des maschinellen Lernens muss ein Agent im 

bestärkenden Lernen dies während seiner eigentlichen Laufzeit vollführen, weil er erst durch die 

tatsächliche Interaktion mit seiner Umwelt entsprechende Erkenntnisse erlangen kann.   

Zur Strukturierung des eigentlichen Lernprozesses werden vorrangig episodische 

Aufgabenstellungen genutzt. Hierbei existiert eine dedizierte Menge von Start- und 

Endzuständen im Zustandsraum. Mit den Endzuständen werden terminale Zustände 

zusammengefasst, aus denen heraus eine ordnungsgemäße und sinnvolle Fortführung der 

zugrunde liegenden Aufgabenstellung nicht mehr möglich ist. [OW12] Dies liegt entweder vor, 

wenn der Agent seine eigentliche Zielsetzung bereits erfüllt hat oder er in einen fatalen Zustand 

gelangt, den er nicht mehr eigenständig verlassen kann (vgl. auch Kap. 4.4.1.1).  

Bei Erreichen eines Endzustands wird der Lernprozess typischerweise unterbrochen.120 

Diese Abgrenzung des Laufzeitverhaltens wird in der Literatur als Trial bezeichnet, wohingegen 

sämtliche Trials innerhalb des Simulationsexperiments als Run zusammengefasst werden. In der 

praktischen Ausführung findet danach zumeist eine Re-Initialisierung des Agenten auf einen 

seiner Startzustände statt, wobei der interne Zustand des Agenten bzw. des inhärenten 

Lernverfahrens nicht zurückgesetzt wird. Dies ermöglicht letztlich eine lamarksche Anpassung 

des Lernverfahrens über die Grenzen des einzelnen Trials hinaus. [Mat94a]  

                                                      
120 Bei Einsatz einer Monte-Carlo-Methode oder anderer modellbasierter Lernverfahren kann nun auch 
erst die eigentliche Anpassung des Verhaltens vorgenommen und somit eine Rekalkulation der eigenen 
Politik durchgeführt werden (vgl. Kap. 4.4.3.2). 
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Dieses Vorgehen ist in der Literatur allgemein anerkannt und stellt somit ein quasi 

standardisiertes Vorgehen dar. Es existieren nur vereinzelt gegenteilige Ausführungen, die eine 

fortwährende Adaption des Agenten fordern. So bezeichnet Schmidhuber [Sch94] die 

Einführung einer exakt wiederholbaren und abgrenzbaren Aufgabenstellung als willkürlich und 

realitätsfern. Eine ähnliche Auffassung vertritt Thrun [Thr96], der eine Überführung der 

individuellen Lernprobleme in ein (Meta-)Modell des lebenslangen Lernens befürwortet. Seiner 

Argumentation nach könne damit eine effizientere Nutzung bereits vorhandenen (Vor-)Wissens 

erreicht werden.        

Allerdings ist dieses Vorgehen bei der praktischen Integration in eine 

multiagentenbasierte Simulation nur bedingt umsetzbar. Durch die Idealisierungen im 

Modellierungszyklus kann zwar eine entsprechende Wiederholbarkeit der Aufgaben 

gewährleistet werden, aber in hinreichend komplexen Umgebungen findet häufig eine 

weitergehende Entkoppelung zwischen dem Lern- und dem Ausführungsverhalten statt. Dies 

liegt z. B. vor, wenn nur ein Teil des Agentenverhaltens adaptiv ausgelegt wurde oder der Agent 

in ein heterogenes Multiagentensystem integriert wurde, das einen umfassenden Reset nicht 

erlaubt. 

Bei einer solchen asynchronen Terminierung eines Trials entstehen zwei wesentliche 

Herausforderungen: 

1. Das Lernverhalten während des Trials muss korrekt erfasst, abgegrenzt und persistiert 

werden, um eine nachträgliche Analyse durch den Anwender zu ermöglichen.  

2. Das erlernte Verhalten muss fixiert werden, bis der Agent wieder in einen seiner 

Startzustände versetzt wird, um eine Verzerrung bei der Fortsetzung des Lernprozesses 

zu vermeiden. 

Die Simulationen müssen daher einen allgemeinen Mechanismus bereitstellen, der eine 

ausgelagerte Kontrolle der Trials ermöglicht. Daher wird ein sog. Trial-Manager in der 

Simulationsumgebung integriert. Dieser kann an einer zentralen Stelle innerhalb des Modells 

verankert werden, um den assoziierten Lerninstanzen einen einheitlichen Zugriff auf die Trials 

zu ermöglichen. Zudem wird ein regulierendes Protokoll eingeführt, das eine strukturierte 

Initialisierung und Terminierung der Trials gewährleistet. 

Wie man in der Abb. 25 erkennen kann, muss dabei ein Konsens über den eigentlichen 

Beginn und die Beendigung des aktuellen Trials erreicht werden. Keiner der beteiligten Agenten 

besitzt dabei eine umfassende Kontrolle. Stattdessen wird ihnen nur ein Vorschlagsrecht zur 

Initialisierung und Terminierung des aktuellen Trials eingeräumt. 
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Abb. 25: Kommunikationsprotokoll zwischen Lerninstanz und Trial-Manager 

Diese Vorschläge werden vom Trial-Manager verwaltet und allen registrierten Agenten 

zur Evaluierung unterbreitet. So kann die eigentliche Terminierung des derzeitigen Trials erst 

erfolgen, wenn alle beteiligten Agenten diesem Vorgehen zugestimmt haben. Diese 

Zustimmung muss der einzelne Agent aber nicht umgehend erteilen, sondern er darf auf einer 

Fortführung des Trials beharren, bis auch er eine Beendigung als sinnvoll erachtet.  

Erst wenn alle Agenten der Terminierung des Trials zugestimmt haben, wird diese auch 

vom Trial-Manager tatsächlich durchgeführt. Die Agenten müssen nun eine ordnungsgemäße 

Terminierung ihres (Lern-)Verhaltens durchführen und ihr bisheriges Lernverhalten innerhalb 

des Trials persistieren. Dieses kann nach Beendigung des Simulationsexperiments einer tiefer 

gehenden Analyse unterzogen werden.    

5.4.2. Terminierung des Lernverhaltens 

Bei der Analyse zum bestärkenden Lernen wird in der Literatur zumeist eine 

mathematisch-formale Methode gewählt. Die Entwickler weisen dabei eine formale 

Konvergenz ihrer Lernalgorithmen nach, d. h. das entstehende Verhalten bzw. die zugrunde 
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liegende Politik ist langfristig nachweislich optimal. Allerdings unterliegen diese Beweise in der 

Regel sehr engen Restriktionen, die bei einer praktischen Umsetzung eher hinderlich oder 

eventuell gar nicht realisierbar sind.121          

Stone [Sto12] fasst dies folgendermaßen zusammen: 

„[Bei der Überführung in komplexe Anwendungsdomänen] wenden wir häufig 

Algorithmen an, die nachweislich in kleinen, endlichen Domänen 

konvergieren, und hoffen dann einfach auf das Beste!]“ 

Der Einsatz unreflektierter Terminierungskriterien (wie z. B. eine vorgegebene und 

fixierte Simulationsdauer) kann sich dabei nachteilig auf die Ergebnisse der 

Simulationsexperimente auswirken. Bei einer vorzeitigen Terminierung besitzt der Agent häufig 

noch ein fehlerhaftes Verhalten, wohingegen eine verspätete Terminierung zu einer unnötigen 

Verlängerung der Laufzeit führt, ohne dass diese durch einen relevanten Erkenntnisgewinn 

kompensiert wird.  

Der Entwickler muss daher ein geeignetes Gleichgewicht zwischen der 

Berücksichtigung der theoretischen Grundlagen und einer praktischen Anwendbarkeit in seiner 

Simulation finden. Die hier vorgeschlagenen Terminierungskriterien erweitern dabei den 

bisherigen Ansatz von FAMOS um weitere sog. Conditions. Mit einer Condition kann eine 

logische Bedingung an einer Entität überprüft werden. Sofern diese erfüllt wird, kann der 

Simulationslauf beendet werden.   

Ein Lernalgorithmus kann dabei im Allgemeinen als konvergiert angesehen werden, 

sobald er für jeden möglichen Zustand immer dieselbe Aktionszuordnung vornimmt. Für einen 

diskreten Lernalgorithmus kann dies durch eine stationäre Politik erreicht werden, d. h. ab 

einem (typischerweise nicht im Vorhinein bekannten) Zeitpunkt ändert sich die Zuordnung der 

optimalen Handlungen nicht mehr. Bei einem stochastischen oder generalisierenden 

Lernalgorithmus dürfen sich hingegen die Parametrisierungen zur Bestimmung der Aktionen 

nicht mehr ändern. 

Zu einem beliebigen Zeitpunkt lässt sich allerdings im Allgemeinen nicht vorhersagen, 

ob ein Algorithmus diese Zuordnungen im späteren Zeitverlauf noch verändern wird oder nicht.  

Durch die Berücksichtigung von drei Parametern lassen sich allerdings geeignete Heuristiken 

zur Bestimmung hinreichender Terminierungskriterien der Simulationsexperimente herleiten.  

                                                      
121 So wiesen Watkins und Dayan [WD92] bereits relativ früh nach, dass eine Konvergenz des sog. Q-
Learnings eine unendlich häufige Betrachtung der Zustands-Aktionspaare erfordert. Vergleichbare 
Beweise finden sich z. B. bei Singh et al. [Sin+00]. 
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Überprüfungszeitpunkt 

Die Überprüfung der Konvergenz kann prinzipiell zu jedem beliebigen Zeitpunkt während des 

Simulationslaufs erfolgen. Da diese Überprüfungen aber meistens sehr rechenintensiv sind, 

sollten sie auf ein notwendiges Maß reduziert werden. Im Kontext der ereignisdiskreten 

Simulation bietet sich hierbei zumindest eine Einschränkung auf jene Zeitpunkte an, zu denen 

überhaupt ein Ereignis ausgeführt wird, da sich der Zustand des Modells bzw. der definierenden 

Entitäten gemäß Definition zwischen zwei Ereignissen nicht verändern kann.  

Dabei muss allerdings berücksichtigt werden, dass das Verhalten gerade zu Beginn des 

Lernprozesses sehr stark von der Initialisierung des Lernverfahrens abhängt. Dem externen 

Beobachter wird dabei ein stabiles Verhalten vorgespiegelt, welches aber letztlich erst nach der 

tatsächlichen Lösung der zugrunde liegenden Aufgabenstellung weitergehend angepasst werden 

kann. Bei Vorliegen episodischer Aufgabenstellungen bietet sich daher eine Einbindung dieser 

Überprüfungen in die bestehenden Aktivitäten bei der Beendigung eines Trials (vgl. Kap. 5.4.1) 

an.  

Überprüfungsgegenstand 

Im Lernverfahren steht der Agent vor dem fortwährenden Konflikt zwischen einer Nutzen- und 

Informationsmaximierung. Die gängigen Explorationsverfahren unterstützen dabei nicht 

zwingend die Ermittlung der korrekten Bewertungen und Ordnung der unterlegenen 

Handlungsalternativen, da sie vorrangig der Identifikation der optimalen Politik dienen. Eine 

Überprüfung des vollständigen Problemraums ist daher zwar prinzipiell möglich, aber in den 

meisten Anwendungsdomänen eher unpraktisch, da suboptimale Handlungen nicht häufig 

genug evaluiert werden.  

In einer ersten Reduktion kann die Menge der betrachteten Entitäten somit auf die eigentliche 

Politik eingeschränkt werden. Sobald der Agent in diesen Zuständen nachweislich konvergiert, 

sollte er die zugrunde liegende Aufgabenstellung zufriedenstellend lösen können. [BDH96] 

Die Betrachtung der gesamten Politik kann allerdings noch immer zu weit gefasst sein, da sie 

sich gemäß Definition auf den vollständigen Zustandsraum bezieht (vgl. Kap. 4.2.1). 

Stattdessen sollte die Betrachtung auf die relevanten Bereiche des Lernproblems eingegrenzt 

werden, d. h. der Agent muss nur in den Zuständen akkurat handeln können, mit denen er im 

Rahmen der Aufgabenstellung auch tatsächlich bzw. wiederholt in Kontakt kommt. [Moo90] In 

seiner relaxierten Form müssen daher nur die Zustands-Aktionspaare betrachtet werden, die der 

Agent auch tatsächlich (innerhalb eines Trials) genutzt hat.  

In einem kontinuierlichen Lernproblem ist die Menge der betrachteten Zustände allerdings 

unendlich, sodass eine Enumeration des Zustandsraums ausgeschlossen werden muss. In seiner 
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schwächsten Form bietet sich hier die Untersuchung der Parametrisierung des Lernalgorithmus 

oder der abgeleiteten Kennzahlen über die Performanz des Lernverhaltens an, wie z. B. die 

Betrachtung des erreichten durchschnittlichen Nutzens. [Bow04]         

Konvergenzmaß 

Letztlich benötigt der Nutzer nun noch ein entsprechendes Maß, anhand dessen er die 

Konvergenz seines Modelles bemessen kann. Eine der besonderen Eigenschaften der (diskreten 

und endlichen) Markov-Entscheidungsprozesse ist, dass nachweislich eine stationäre und 

optimale Handlungszuordnung existiert. Zudem wurde für viele Algorithmen nachgewiesen, 

dass die entstehenden Bewertungen der Zustands-Aktionspaare beliebig dicht an die optimalen 

Werte heran kommen.  

Bei der strikten Konvergenz wird somit für jede untersuchte Entität eine Überprüfung 

gegenüber dem optimalen Wert vorgenommen. Da die Werte nur graduell angepasst werden, ist 

eine vollständige Übereinstimmung mit den optimalen Werten nur in Ausnahmefällen 

möglich.122 Das Lernverfahren gilt daher als ε-konvergiert, wenn die Differenz zwischen der 

derzeitigen und der optimalen Bewertung der untersuchten Entitäten einen Schwellenwert ε > 0 

unterschreitet. 

Eine wesentliche Herausforderung der Epsilon-Konvergenz besteht in der Bereitstellung der 

optimalen Bewertungen. Diese können vom Nutzer allerdings häufig nicht vollständig und im 

Vorhinein bereitgestellt werden. Eine abgeschwächte Konvergenz kann dann nur durch einen 

relativen Vergleich der Entitäten vorgenommen werden. Ein Lernverfahren kann daher als σ-

konvergiert bezeichnet werden, wenn die Differenzen zwischen den Bewertungen bei zwei 

aufeinander folgenden Überprüfungen jeweils einen Schwellenwert σ > 0 unterschreiten. 

Ein wesentlicher Nachteil der Epsilon- und der Sigma-Konvergenz ist ihre fehlende Robustheit 

bei stochastischen Modellen. Aufgrund der inhärenten Variation der Belohnungssignale 

schwanken auch die Bewertungen fortwährend, und höhere Konvergenzmaße können nicht 

realisiert werden. Als eine der schwächsten Konvergenzformen kann allerdings eine 

Überprüfung auf Identität der Zuordnungen vorgenommen werden, wobei die zugrunde 

liegenden Bewertungen vernachlässigt werden. Das Lernverfahren gilt somit als δ-konvergiert, 

wenn sich die untersuchten Entitäten über δ > 0 Perioden nicht mehr verändert haben.    

                                                      
122 So können die Bewertungen (zufälligerweise) bereits bei der Initialisierung oder aufgrund der 
eingeschränkten Genauigkeit der genutzten Datentypen übereinstimmen. 
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5.4.3. Analyse des Lernverhaltens 

Die Evaluation des Lernprozesses bzw. -fortschritts ist eine herausfordernde Aufgabe 

für den Entwickler eines lernfähigen Agenten. Bislang erfolgen diese Bewertungen vorrangig 

über den Nachweis der Konvergenz (vgl. Kap 5.4.2), die Dauer bis zur Konvergenz [AL08] 

oder die Performanz der Agenten bei der Bearbeitung ihrer Aufgabenstellungen [Mah94].  

Eine solche Herangehensweise ist allerdings unzureichend, um weitergehende 

Eigenschaften des Agenten (z. B. Robustheit seines Lernverhaltens) zu untersuchen. Zudem 

setzen solche Untersuchungen ein weitgehendes Maß an Domänenwissen voraus, das der 

Entwickler häufig nicht im notwendigen Umfang zur Verfügung stellen kann.   

Der Lernprozess kann allerdings in den meisten Fällen nicht durch eine Beobachtung 

des derzeitigen Verhaltens oder aus vergangenen Handlungen (die z. B. in einem 

Ausführungslog gesammelt wurden) hinreichend rekonstruiert werden. [PM10] Der Agent bzw. 

der angewendete Lernalgorithmus muss gezielt weiterführende Informationen bereitstellen. Die 

Erfassung der Performanzindikatoren wird daher direkt von den eigentlichen Lernalgorithmen 

abgeleitet. Hierbei bietet sich die Umsetzung mit Hilfe des sog. Beobachter-Musters an, da der 

Lernalgorithmus nur zu dedizierten Zeitpunkten eine entsprechende Mitteilung über eine 

Änderung seines internen Zustands an die registrierten Beobachter senden muss. 

Statische Performanzindikatoren 

Bei einem statischen Performanzindikator kann eine Bewertung des Lernprozesses zu einem 

dedizierten Zeitpunkt erfolgen.   

• Politik- und Aktionsabdeckung 

Die sog. Politikabdeckung beschreibt den absoluten oder relativen Anteil an Zuständen, 

in denen die Politik bereits einen nicht-initialen Wert ausweist. [DF97] Dieser Indikator 

lässt sich relativ simpel durch einen Vergleich mit den initialen Bewertungen ermitteln. 

Da die Anpassung der Bewertung und Politik nur erfolgen kann, nachdem ein Zustand 

zumindest einmal evaluiert wurde, stellt eine hohe Politikabdeckung einen frühzeitigen 

Indikator dafür dar, dass der Agent nicht länger auf eine vollständig willkürliche 

Aktionsselektion angewiesen ist, wie sie typischerweise in den frühen Phasen eines 

Experiments (im bestärkenden Lernen) auftritt.123  

Diese Überlegungen lassen sich auch auf den gesamten Problemraum übertragen. Wie 

bereits in Kap. 4.2.1 dargestellt wurde, weist die Politik nur die dominierenden 

Handlungen aus, d. h. in jedem Zustand werden nur jene Handlungen ausgewiesen, die 

                                                      
123 Vgl. dazu auch Kap. 4.3.2. 
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aktuell die höchsten Bewertungen besitzen. Solange eine Handlung noch nie evaluiert 

wurde, besitzt sie ein „verdecktes Potenzial“, das vom Agenten noch zu überprüfen ist. 

Die sog. Aktionsabdeckung geht somit über die Politikabdeckung hinaus, da der Agent 

schon einen relativen Vergleich zwischen seinen Handlungen vornehmen musste. Die 

Einbeziehung der Handlung in seine Politik wurde nicht nur aufgrund ihrer 

intrinsischen Eigenschaften vorgenommen. 

• Robustheit und Änderungsraten 

In jedem Zustand lässt sich für die verfügbaren Aktionen ein Schwellenwert berechnen, 

der von den Belohnungen überschritten werden muss, damit diese Aktion in die Politik 

aufgenommen werden kann. In seiner absoluten Form kann dies recht simpel durch 

einen Vergleich mit der Bewertung der jeweiligen dominierenden Handlung ermittelt 

werden. Der Schwellenwert muss dabei auf das primäre und das sekundäre 

Belohnungssignal aufgeteilt werden. Da die Parametrisierung des Lernverfahrens in den 

meisten Fällen statisch vorliegt, kann der notwendige Beitrag der mittel- und 

unmittelbaren Auswirkungen festgelegt werden. 

Wenn die Struktur des Lernproblems bekannt ist bzw. hinreichend genau approximiert 

werden kann, können entsprechende Wahrscheinlichkeiten für diese Ersetzungen 

berechnet werden. Neben den zugrunde liegenden Funktionen des Modells, d. h. 

Zustandsübergangs- und Belohnungsfunktion, müssen dabei aber auch weitere 

stochastische Funktionalitäten der eigentlichen Lerninstanz (z. B. aus der lokalen 

Explorationsstrategie) berücksichtigt werden.  

Wenn der Entwickler über die Korrektheit einer Zuordnung entscheiden kann, kann er 

auch den Nutzen der vorgenommenen Ersetzungen bewerten. Vidal und Durfee [VD98] 

schlagen daher eine verfeinerte Untersuchung dieser Robustheit vor, zumal diese 

Änderungsraten bislang nur die unreflektierten Wahrscheinlichkeiten einer Änderung 

beschreiben. So führt jede Veränderung einer (nachweislich) korrekten Zuordnung in 

der Politik zu einer langfristigen Verschlechterung der Leistung. Aber auch eine 

Veränderung in einer inkorrekten Zuordnung führt nicht zwangsläufig zu einer 

langfristigen Verbesserung, da eine fehlerhafte Zuordnung auch durch eine andere 

fehlerhafte Zuordnung ersetzt werden kann.  

Durch eine weitergehende Einbeziehung dieser Unterscheidungen lassen sich somit 

insgesamt sechs unterschiedliche Indikatoren identifizieren, mit denen die Robustheit 

des Modells detaillierter beschrieben werden kann. 
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Dynamische Performanzindikatoren 

Bei einem dynamischen Performanzindikator kann eine Bewertung des Lernprozesses nur durch 

die Veränderung des Agentenverhaltens im Zeitverlauf beschrieben werden. 

• Anzahl und Latenz der Bewertungs- und Politikanpassungen 

Die wesentliche Aufgabe des Lernalgorithmus besteht in der Anpassung der inhärenten 

Bewertungen der Handlungen in einen Zustand und der daraus resultierenden Ableitung 

einer Politik. Die verschiedenen Algorithmen differieren dabei in der Anzahl der 

Anpassungen, die bei einem einzelnen Aufruf des Lernalgorithmus vorgenommen 

werden.124 Um eine Vergleichbarkeit unter den Lernverfahren zu erzielen, sollte die 

Anzahl der vorgenommenen Anpassungen explizit berücksichtigt werden. [DF97] Sie 

bietet einen geeigneten Rückschluss über die inhärente Komplexität des 

Lernalgorithmus und verdeutlicht die benötigte Rechenzeit.  

Die Anzahl der Politikanpassungen beschreibt hingegen den Wirkungsgrad des 

Lernalgorithmus. Eine Anpassung der Politik kann nur erfolgen, wenn die 

dominierende Handlung in einem Zustand abgelöst wird. Wenn aus der Menge der 

Bewertungsanpassungen auch eine hohe Anzahl an Politikanpassungen entsteht, werden 

die gewonnenen Erfahrungen effizient in eine Anpassung des Verhaltens umgesetzt.   

Mit der Latenz wird die Zeitspanne seit der letzten Bewertungs- bzw. Politikanpassung 

beschrieben. Sie beschreibt somit die Aktualität des derzeitigen Verhaltens. [Sut90] 

Typischerweise schwankt die Aktualität der Bewertungen im Zeitverlauf deutlich, da 

die Anzahl der Anpassungen in den initialen Trials relativ hoch ist und erst in späteren 

Trials deutlich absinkt, wenn eine stationäre Politik identifiziert wurde. Die Latenz der 

Anpassungen steigt dann natürlich im selben Maße an.   

• Regret und Nutzenschwelle 

Das sog. Regret bezeichnet eine akkumulierte Erfassung der Performanzabweichung 

zwischen zwei Agentenverhalten bis zu einem vorgegebenen Zeitpunkt. [Fos99] Hierbei 

wird die absolute und durchschnittliche Abweichung zwischen der Summe der 

realisierten Belohnungssignale gemessen. Im Gegensatz zur Konvergenz werden dabei 

auch die (zumeist hohen) Anlaufkosten des Lernverfahrens berücksichtigt.  

                                                      
124 So passen die meisten Lernalgorithmen aus dem Bereich des Temporal Difference Learning in jeder 
Iteration immer nur die aktuelle Bewertung der vorangegangenen Handlung an, wohingegen Algorithmen 
aus dem Bereich der Monte-Carlo Methoden eine Vielzahl von Anpassungen durchführen können. 
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Eine optimale Handlungsweise besitzt dabei zumindest im unendlichen Horizont ein 

sog. No-Regret, d. h. die durchschnittliche Abweichung gegenüber allen stationären 

Agentenverhalten ist kleiner oder gleich Null. [Bow04] Das Lernverfahren muss also 

die kurzfristigen Nachteile zu Beginn des Lernprozesses durch eine entsprechende 

Verbesserung der Leistung im späteren Verlauf des Lernprozesses kompensieren. In 

diesem Zusammenhang lassen sich dann auch entsprechende Nutzenschwellen 

identifizieren, ab derer der Einsatz des Lernverfahrens einen höheren Nutzen gegenüber 

einem stationären Agentenverhalten verspricht.125  

  

                                                      
125 Man betrachte hierzu z. B. die Ergebnisse bei Lindemann [Lin10]. 
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6. Exemplarische Anwendung in der Irrgartendomäne 

After all we are just rats in a maze. 

 

John Darnton 

Irrgärten126 haben sich in den vergangenen drei Jahrzehnten als nützliche Domäne 

etabliert, um Lern- und Planungsalgorithmen zu testen und miteinander zu vergleichen. [BZ05] 

Sie stellen dabei aufgrund der inhärenten Komplexität und Unübersichtlichkeit der zugrunde 

liegenden Topologie ein herausforderndes Navigations-, Orientierungs- und 

Entscheidungsproblem für den Agenten dar. Zugleich besitzen sie aber auch keine zufällige 

oder chaotische Struktur, sondern können durch Nutzung logischer, mathematischer Prinzipien 

sowohl erzeugt als auch gelöst werden.  

 

Abb. 26: Exemplarischer Irrgarten auf Grundlage eines orthogonalen Gitternetzes 

                                                      
126 Obwohl die Begriffe Irrgarten und Labyrinth häufig synonym verwendet werden, lassen sie sich doch 
relativ klar voneinander abgrenzen. [Bor76] In einem Labyrinth befindet sich der Zielort im Zentrum und 
es existiert nur ein unikursaler Weg zwischen Ausgangs- und Zielort. In einem Irrgarten hingegen ist die 
Position des Zielorts i. d. R. nicht im Vorhinein spezifiziert und der Weg zwischen Ausgangs- und Zielort 
kann eine Vielzahl von Verzweigungen und Sackgassen besitzen, sodass nicht sämtliche Bereiche des 
Irrgartens durchlaufen werden müssen, um den Zielort zu erreichen.  
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In diesem Kapitel wird das Vorgehen für die Integration eines lernfähigen Agenten in 

einer (exemplarischen) Anwendungsdomäne dargestellt. Es gliedert sich dabei wie folgt: In dem 

ersten Unterkapitel 6.1 wird die Relevanz der Anwendungsdomäne im Kontext des 

bestärkenden Lernens dargestellt. Das folgende Unterkapitel 6.2 beginnt mit einer detaillierten 

Beschreibung der zugrunde liegenden Aufgabenstellung und exemplarischer bestehender 

Lösungsansätze, bevor eine Herleitung der möglichen Zustands- bzw. Aktionsräume und der 

Ausprägung der Wahrnehmungs- und Belohnungsfunktionen für das eigentliche Lernproblem 

vorgenommen wird. Anschließend erfolgt in Unterkapitel 6.3 die Durchführung der 

Simulationsstudie, die das (Lern-)Verhalten eines Agenten anhand ausgewählter 

Fragestellungen untersucht und verdeutlicht. Das Kapitel endet schließlich mit einem 

zusammenfassenden Fazit in Unterkapitel 6.4. 

6.1. Eignung des Modells 

Die Irrgartendomäne findet heutzutage auch im Kontext des bestärkenden Lernens eine 

relativ weite Verbreitung. Dies ist auf eine Reihe von Faktoren zurückzuführen, die den 

besonderen Stellenwert der Domäne ausmachen: 

1. Durch eine relativ simple Variation der Sensorik und Effektorik des Agenten lässt sich 

die Aufgabenstellung mit unterschiedlichen Graden der Unsicherheit versehen. Dadurch 

bietet die Anwendungsdomäne eine geeignete Grundlage für eine Vielzahl von 

Untersuchungsansätzen. 

2. Viele Problemstellungen lassen sich (bei einer hinreichenden Abstraktion) in eine 

Instanz der Irrgartendomäne umwandeln, womit die gewonnenen Erkenntnisse eine 

wesentlich weiter reichendere und domänenübergreifende Aussagekraft erlangen. 

[PM10] 

3. Die Domäne ist recht einfach sowohl in physikalischer als auch virtueller Form 

umsetzbar, wodurch die Agenten bzw. Lernalgorithmen vergleichsweise schnell in einer 

Testumgebung evaluiert werden können.  

4. Der Zustands- und Aktionsraum des Modells hängt im Wesentlichen nur von der 

Anzahl der Knoten und Kanten im definierenden Graphen ab und lässt sich somit relativ 

simpel durch das Hinzufügen bzw. Entfernen weiterer Knoten und Kanten skalieren. 

5. Experimente zur Orientierung und Navigation in Irrgärten besitzen eine lange Tradition 

in der experimentellen Psychologie127 und sind eindrucksvolle Nachweise für die 

                                                      
127 Zumindest seit der ersten Hälfte des 20. Jahrhunderts, aber auch noch heutzutage finden sich in der 
Literatur zahlreiche Veröffentlichungen, die den besonderen Stellenwert dieser Art der Untersuchungen 
unterstreichen. Man betrachte hierfür zum einen die wegweisenden Arbeiten von Tolman und Honzi 
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Lernfähigkeit einzelner Individuen. [FA06] Die Ergebnisse und abgeleiteten 

Erkenntnisse liefern dabei verlässliche Quellen, mit denen das (Lern-)Verhalten der 

Agenten verglichen und validiert werden kann. 

Es ist daher nicht verwunderlich, dass die Irrgartendomäne relativ häufig als 

Testumgebung für unterschiedliche Lernalgorithmen herangezogen wird. So dient sie vielfach 

als praktische Aufgabenstellung in Forschung und Lehre. Zudem wird sie in vielen Werkzeugen 

bzw. Bibliotheken zum maschinellen Lernen128 als veranschaulichendes Beispiel zur 

Erläuterung der Funktionsweise genutzt. Darüber hinaus bildet sie die Grundlage verschiedener 

Wettbewerbe129, in denen sich die Entwickler von Agenten, Robotern oder Lernalgorithmen 

miteinander messen können. 

6.2. Herleitung des Lernproblems 

Die wesentliche Aufgabe des Agenten in der Irrgartendomäne besteht in der 

Identifikation eines möglichst kurzen (bzw. idealerweise sogar eines kürzesten) Weges 

zwischen einem definierten Ausgangs- und einem Zielpunkt im Irrgarten.130 Das 

Hauptaugenmerk dieser Arbeit liegt dabei auf dem daraus entstehenden Entscheidungsproblem 

des Agenten, da die Ausführung der Experimente in einer rein virtuellen Umgebung erfolgt. 

Probleme bei der Identifikation der Entscheidungspunkte (z. B. bei der Interpretation der 

sensorischen Wahrnehmung) und der tatsächlichen Ausführung der Handlungen bleiben explizit 

unberücksichtigt. Stattdessen werden entsprechende Abstraktionen genutzt. 

Die detaillierte Ausprägung der Aufgabenstellung hängt dabei von der tatsächlichen 

Konfiguration des Agenten und den Ausprägungen der verschiedenen Komponenten ab. In der 

gängigen Literatur existiert hierzu eine Vielzahl von Vorschlägen, wie die Zustände, 

Wahrnehmungen und Belohnungen definiert werden können. Im Folgenden wurde eine 

repräsentative Auswahl an Alternativen realisiert und untersucht, um typische 

Aufgabenstellungen und die allgemeine Funktionsweise der Lernalgorithmen zu verdeutlichen. 

 

                                                                                                                                                            
([TH30a], [TH30b]) aus den 1930er Jahren und zum anderen die aktuellen Arbeiten von z. B. Costa et al. 
[Cos+12], du Toit et al. [Toi+12] oder Peckford et al. [Pec+13]. 
128 So beinhalten z. B. PyBrain [Sch+10], CLSquare [RBL13] und PIQLE [Com05] jeweils eine 
Implementation der Irrgartendomäne um dem Nutzer die bereit gestellte Funktionsweise zu verdeutlichen.  
129 Die Irrgartendomäne wird z. B. in den regelmäßig stattfindenden Wettbewerben der 
MicromouseCompetition (seit 1989), dem International Micro Robot Maze Contest (seit 1991) und den 
RoboGames (seit 2004) als Anwendungsdomäne genutzt. 
130 So besteht die Aufgabe in dem Beispiel in Abb. 27 aus der Suche nach einem Weg zwischen den 
Knoten (1|1) und (6|1).  
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6.2.1. Beschreibung des Umweltmodells  

Das Umweltmodell besteht aus einem statischen räumlichen Modell, in dem die 

Handlungsmöglichkeiten des Agenten in einer Position durch die Einführung von Barrieren 

eingeschränkt werden können. Das Umweltmodell lässt sich dabei durch graphentheoretische 

Modelle erzeugen.  

 

Abb. 27: Darstellung eines Irrgarten als Spannbaum 

So kann ein sog. perfekter Irrgarten durch einen Spannbaum dargestellt werden, d. h. 

der Irrgarten entspricht einem maximal schleifenfreien, zusammenhängenden Teilgraph 

eines zugrunde liegenden ungerichteten Graphs. [Die06] In solch einem Spannbaum existiert 

(aufgrund der Schleifenfreiheit) nur ein einziger, eindeutiger Pfad131 zwischen zwei 

beliebigen Knoten. 

                                                      
131 Ein Weg ist eine geordnete Menge von aufeinander folgenden Knoten in einem Graph, die jeweils 
durch eine (eindeutige) Kante miteinander verbunden sind. Ein Pfad ist ein Weg, bei dem kein Knoten 
mehrfach besucht wird. [Die06] 
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Die verbreitetsten Methoden zur Erzeugung eines Spannbaums sind dabei der 

Algorithmus von Kruskal [Kru56] und der Algorithmus von Prim [Pri57].132 Beide Verfahren 

benötigen dabei allerdings einen vollständigen, ungerichteten Graph als Eingabe. Dieser 

kann z. B. aus einem strukturierten Gitternetz133 abgeleitet werden. Für jede Gitterzelle lässt 

sich ein entsprechender Knoten im Graph erzeugen und die (direkte) Nachbarschaft zwischen 

zwei Gitterzellen kann durch eine entsprechende Kante repräsentiert werden.134 Die Nutzung 

des strukturierten Gitternetzes bietet zwei wesentliche Vorteile: Zum einen können die 

einzelnen Zellen bzw. die zugehörigen Kanten durch die regelmäßige Struktur des Gitternetzes 

einfacher beschrieben werden (z. B. durch die Nutzung eines geeigneten Koordinatensystems), 

und zum anderen können die Knoten und Kanten durch die zugrunde liegenden Topologie des 

Gitternetzes detaillierter klassifiziert und in gleichartige Mengen gruppiert werden. Diese 

können später zur Ableitung geeigneter Beobachtungen genutzt werden.  

Durch das Hinzufügen weiterer Kanten kann ein perfekter Irrgarten auch zu einem sog. 

imperfekten Irrgarten erweitert werden. Durch den Verlust der Schleifenfreiheit können nun 

mehrere Pfade zwischen dem Ausgangs- und dem Zielort entstehen.135 Die inhärente 

Aufgabenstellung wird somit für den Agenten erschwert, da er nun einen Vergleich zwischen 

unterschiedlichen Pfaden anstellen muss, um letztlich den kürzesten Pfad zu identifizieren. 

6.2.2. Statische Vergleichsstrategien 

In der typischen Implementation eines Agenten kann der Entwickler auf eine Vielzahl 

exakter und heuristischer Verfahren zurückgreifen, mit denen er zumindest eine hinreichende 

Navigation innerhalb des Irrgartens realisieren kann. Zur Bewertung der Lernstrategien wurden 

zwei statische Vergleichsstrategien herangezogen, um den Nutzen und Aufwand der 

Lernstrategien zu evaluieren. Hierfür wurde je ein exaktes und ein heuristisches Verfahren 

ausgewählt.136  

                                                      
132 Eine Auswahl weiterer Methoden findet z. B. in den Arbeiten von Lindemann [Lin10] oder Foltin 
[Fol11]. Diese  basieren z. B. auf rekursivem Backtracking, bakteriellem Wachstum oder zellularen 
Automaten. 
133 Ein Gitternetz ist eine vollständige und überlappungsfreie Partition des Raumes durch eine Menge von 
Gitterzellen. [GF08] Ein strukturiertes Gitternetz entsteht durch eine regelmäßige Aufteilung in 
gleichartige Gitterzellen. [Lis10] In der planaren Darstellung werden dabei in erster Linie (regelmäßige) 
Dreiecke, Vierecke oder Sechsecke eingesetzt. 
134 Man vergleiche hierzu einmal den Spannbaum in Abb. 27 und den zugehörigen Irrgarten in Abb. 26. 
135 Man betrachte hierzu noch einmal das Beispiel aus Abb. 26: Man unterstelle, dass eine weitere Kante 
zwischen den Knoten (5|1) und (6|1) eingefügt wird. In diesem Fall existieren (genau) zwei Pfade 
zwischen dem Ausgangs- und dem Zielknoten, die auch in ihrer Länge variieren.  
136 Weitere alternative Ansätze werden z. B. in der Arbeit von Poole und Mackworth [PM10] 
beschrieben. 



136 

6.2.2.1. Der Dijkstra-Algorithmus 

Der Dijkstra-Algorithmus ist ein exaktes Suchverfahren137, mit dem der kürzeste Pfad 

(vgl. Abb. 28) zwischen zwei Knoten in einen zusammenhängenden, kantengewichteten138 

Graphen ermittelt werden kann. [Dij59]  

 

Abb. 28: Besuchshäufigkeit der Zustände bei Nutzung des Dijkstra-Algorithmus 

Der Algorithmus lässt somit nicht anwenden, wenn dem Agenten keine hinreichenden 

Informationen über die Problemstellung zur Verfügung gestellt werden können, sodass gerade 

eine iterative Erkundung des Irrgartens zur Laufzeit vorgenommen werden müsste. Zudem kann 

der Algorithmus auch keinen entsprechenden Pfad erzeugen, sofern die Erfassung des 

derzeitigen Zustands durch perzeptuelles Aliasing (vgl. Kap. 4.2.2.2) verzerrt wird.  

6.2.2.2. Die „Rechte-Hand-Regel“ 

Mit der „Rechte-Hand-Regel“ wird umgangssprachlich ein uninformiertes 

Suchverfahren139 zur Bestimmung eines Pfades in einem Irrgarten bezeichnet. Es stellt somit 

einen systematischen Lösungsansatz dar, mit dem verhindert werden kann, dass einzelne 

                                                      
137 Obwohl der Dijkstra-Algorithmus aus der Klasse der Greedy-Algorithmen stammt, kann bewiesen 
werden, dass er ein optimales Ergebnis liefert. Ein entsprechender Nachweis findet sich z. B. bei Cormen 
et al. [Cor+01]. Für eine weiterführende Diskussion hierzu sei zudem auf die Arbeit von Sniedovich 
[Sni06] verwiesen. 
138 Man beachte dabei allerdings, dass die Kantengewichte immer positiv sein müssen. Sofern auch 
negative Gewichte enthalten sein können, kann stattdessen z. B. der Bellman-Ford-Algorithmus [Bel58] 
genutzt werden. 
139 Bei einem uninformierten Suchverfahren kann zu jedem Zeitpunkt ein geeigneter Nachfolgezustand 
ermittelt werden, ohne dass zusätzliche Informationen der Problemstellung (wie z. B. die Position des 
Zieles) bzw. des bisherigen Verlaufs der Suche genutzt werden. [PM10]  



137 

Bereiche des Irrgartens häufiger als notwendig durchlaufen werden. [Rob86] Der Algorithmus 

implementiert dabei im Kern das Prinzip einer Tiefensuche, wodurch die Schleifenfreiheit in 

einem perfekten Irrgarten und die Struktur des zugrunde liegenden Raums implizit genutzt 

werden kann. 140 

 

Abb. 29: Besuchshäufigkeit der Zustände bei Nutzung der „Rechte-Hand-Regel“ 

In einem perfekten Irrgarten liefert dieses Verfahren nachweislich immer einen Pfad 

zwischen Start- und Zielknoten. Im Gegensatz zum Dijkstra-Algorithmus kann hiermit aber 

kein kürzester Pfad garantiert werden (vgl. Abb. 29). Verletzt der Irrgarten zudem die 

Anforderung der Schleifenfreiheit, so ist es möglich, dass das Ziel gar nicht gefunden werden 

kann, da nicht zwangsläufig alle Punkte des Irrgartens besucht werden. 

6.2.3. Ausprägungsalternativen für Sensorik und Effektorik 

Die Definition der Beobachtungen und der möglichen Handlungen hängt vorrangig von 

der Wahrnehmung der Positionierung des Agenten durch seine Sensorik ab. Im günstigsten Fall 

ermöglichen die Wahrnehmungen bereits eine eindeutige Zuordnung des zugrunde liegenden 

Knotens. In den meisten realistischen Fällen ist dies allerdings nicht gewährleistet, da die 

Sensorik nur unzureichende Informationen zur Identifikation der Knoten bereitstellt. In der 

vorliegenden Arbeit wurden drei verschiedene Konfigurationen der Sensorik realisiert und 

miteinander verglichen.  

                                                      
140 Vgl. dazu Kap. 6.2.1: Durch die Ausnutzung der Eigenschaften des erzeugenden, strukturierten 
Gitternetzes kann auch ohne weiterführende Informationen entschieden werden, welche Kanten bereits 
genutzt wurden. 
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Abb. 30: Abgeleitete Beobachtungen und Handlungsmöglichleiten für a) positionstreue, 

b) orientierungsabhängige und c) orientierungsunabhängige Wahrnehmungen  

1. Positionstreue Wahrnehmung 

Die Sensorik ermöglicht eine absolute und eindeutige Erfassung der Position im 

Irrgarten. Die Beobachtungsfunktion ermöglicht damit eine bijektive Abbildung der 

Wahrnehmung auf den zugehörigen Knoten, wodurch kein perzeptuelles Aliasing mehr 

entstehen kann. Der Aktionsraum orientiert sich an den (ausgehenden) Kanten des 

zugehörigen Knoten. 

2. Orientierungsabhängige Wahrnehmung 

Die Sensorik ermöglicht nur eine relative Erfassung der Position im Irrgarten unter 

Berücksichtigung der derzeitigen Orientierung des Agenten. Der Aktionsraum orientiert 

sich an einer verallgemeinernden Nachbarschaftsrelation, die die ausgehenden Kanten 

des Graphen unter Einbeziehung der Orientierung des Agenten beschreibt. Neben dem 

eigentlichen Zustandsübergang wird dabei auch eine Aktualisierung der Orientierung 

des Agenten sichergestellt. 

3. Orientierungsunabhängige Wahrnehmung 

Die Sensorik des Agenten ermöglicht wiederum nur eine relative Erfassung der Position 

im Irrgarten. Im Gegensatz zur orientierungsabhängigen Wahrnehmung bleibt die 

derzeitige Orientierung des Agenten jedoch unberücksichtigt.141 Der Aktionsraum nutzt 

wieder eine verallgemeinernde Nachbarschaftsrelation, die nun jedoch an den 

Kardinalpunkten ausgerichtet wird. 

                                                      
141 Dies kann z. B. bei einer telemetrischen Erfassung der Wahrnehmungen vorliegen.  
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 Zur Veranschaulichung sei an dieser Stelle auf Abb. 30 verwiesen, die die 

unterschiedlichen Wahrnehmung- und Handlungsmöglichkeiten (auf Grundlage des 

exemplarischen Beispiels aus Abb. 26) darstellt. Wie man dabei erkennen kann, führen sowohl 

die orientierungsabhängige als auch die orientierungsunabhängige Wahrnehmung eine 

Transformation der zugrunde liegenden Position durch und kodieren die Beobachtung anhand 

der zur Verfügung stehenden Handlungsalternativen (vgl. Kap. 6.2.1). Durch diese Überführung 

besitzen die Beobachtungen eine generalisierende Wirkung, die allerdings auch in relativ 

kleinen Zustandsräumen schon zu einer Verzerrung durch perzeptuelles Aliasing führt.  

6.2.4. Ausprägungsalternativen für Belohnungsfunktion und -kollektor 

Die Aufgabenstellung des Agenten in der Irrgartendomäne wird typischerweise als 

episodisches Lernproblem realisiert, da eine erfolgreiche Terminierung nach einer endlichen 

Anzahl von Schritten gewährleistet werden kann. Der Agent wird nach dem erfolgreichen 

Durchqueren des Irrgartens wieder zurück in seinen Ausgangszustand versetzt. In der 

Literatur142 finden sich hierfür im Wesentlichen zwei unterschiedliche Ausprägungsformen für 

die Belohnungsfunktion: 

1. Zielorientierte Belohnungsfunktion 

Der Agent erhält bei Erreichen des Zielzustands ein (relativ hohes) positives 

Belohnungssignal, das seine erfolgreiche Terminierung signalisiert. Das Signal wird 

dabei typischerweise von der Umwelt bereitgestellt, da der Agent das Erreichen dieses 

Zielzustands nicht eigenständig identifizieren kann. 

2. Aktionsorientierte Kostenfunktion 

Der Agent erhält nach jeder ausgeführten Handlung ein (relativ geringes) negatives 

Belohnungssignal, mit dem die assoziierten Kosten der Bewegung abgebildet werden. 

Das Signal wird typischerweise innerhalb des Agenten generiert, da eine adäquate 

Erfassung der Kosten nicht durch die Umwelt erfolgen sollte. 

Diese beiden unterschiedlichen Belohnungsfunktionen können sowohl isoliert als auch 

kombiniert eingesetzt werden. Dem Modellierer stehen somit drei unterschiedliche 

Konfigurationen für die Generierung der Belohnungen zur Verfügung. 

                                                      
142 Man vergleiche hierzu einmal die Ausführungen von Koenig und Liu [KL02]. 
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6.3. Durchführung der Simulationsstudie 

In der praktischen Simulationsstudie werden nun einige exemplarische 

Aufgabenstellungen untersucht, die die Herangehensweise und Wirkung eines Lernalgorithmus 

verdeutlichen.  

6.3.1. Verhalten eines lernfähigen Agenten in der Irrgartendomäne 

Zur Veranschaulichung des typischen Verhaltens wurde eine relativ gängige 

Konfiguration eines lernfähigen Agenten in einem exemplarischen Irrgarten untersucht.143 Der 

Agent wird zu Beginn jedes Trials in der oberen linken Ecke initialisiert und muss einen Pfad in 

die untere rechte Ecke finden. 

Der Agent wurde dabei mit einer positionstreuen Wahrnehmung (vgl. Kap. 6.2.3) seiner 

Position ausgestattet. Er erhält nach erfolgreicher Durchquerung des Irrgartens (von der 

Umwelt) ein einmaliges Belohnungssignal in Höhe von +100. Zudem wurde im Agenten eine 

interne Kostenfunktion verankert, die für jede ausgeführte Handlung Kosten in Höhe von -0,5 

generiert. Der Belohnungskollektor führt dabei eine simple Summierung der Belohnungen 

durch. Die Aufgabenstellung stammt somit aus der Klasse der deterministischen Markov-

Entscheidungsprobleme. 

Als Lernalgorithmus wurde Q-Learning (mit einer Lernrate α = 0,5 und Abzinsungsrate 

γ = 0,95) eingebunden, wobei die Q-Funktion für alle Zustands-Aktionspaare mit Null 

initialisiert wurde. Als Explorationsmechanismus wurde ein Decaying Epsilon-Greedy-

Algorithmus ausgewählt, sodass eine abklingende Explorationsrate im Zeitverlauf sichergestellt 

ist.   

Zu Beginn eines Runs (s. Abb. 31.a) erkennt man die typische, ungerichtete Suche des 

Lernalgorithmus auf Grundlage von Versuch-und-Irrtum. Der Agent kann aufgrund der 

gleichförmigen, primären Belohnungssignale keine weiterreichende Differenzierung seiner 

Handlungsalternativen ermitteln und durchläuft den Problemraum daher mehr oder minder 

ziellos, was sich in der hohen Besuchshäufigkeit der Zustände ausdrückt. Die Überschätzung 

der initialen Bewertungen führt aber zu einer fortwährenden Anpassung der Politik.  

Erst nach erfolgreichem Abschluss eines Trials beginnt das sekundäre Belohnungssignal 

zu wirken. Hierbei erkennt man sehr deutlich (s. Abb. 31.b – Abb. 32.d), wie das sekundäre 

                                                      
143 Der (perfekte) Irrgarten besitzt eine Größe von 32 x 64 Feldern und basiert auf einem regelmäßigen 
Gitternetz mit quadratischen Gitterzellen und einer Von-Neumann-Nachbarschaft. Als erzeugender 
Algorithmus wurde rekursives Backtracking eingesetzt. 
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Belohnungssignal in den darauf folgenden Trials ausgehend vom Zielzustand entlang der 

vorangegangenen Sequenz an Zuständen und Handlungen propagiert wird (vgl. Kap. 4.3.1). 

Deren Bewertungen werden immer stärker durch die positive Belohnung des Zielzustands 

beeinflusst.  

Die optimale Politik entwickelt sich somit ausgehend vom Zielzustand. In den 

Bereichen, in denen die Bewertungen noch nicht vom (sekundären) Belohnungssignal des 

Zielzustands geprägt sind, muss der Agent auch weiterhin nach Versuch-und-Irrtum agieren. 

Hier besitzt die Exploration daher auch noch einen besonderen Stellenwert, während sie in 

anderen Bereichen des Problemraums bereits hinderlich wirkt (s. Abb. 32.d, oberer rechter 

Sektor). 

In den späteren Trials ist das Belohnungssignal des Zielzustands vollständig entlang der 

Sequenz der genutzten Handlungen propagiert worden, sodass der Agent bei entsprechender 

Exploitation durchaus in der Lage ist, auf dem kürzesten Weg vom Start- zum Zielzustand zu 

gelangen (s. Abb. 32.f). Abweichungen von der optimalen Politik führen nicht mehr zu einer 

weitergehenden Orientierungslosigkeit des Agenten. Sie wirken allerdings störend bei der 

Realisierung der optimalen Handlungen. 

6.3.2. Wirkung der Belohnungsfunktionen 

Wie bereits im Kap. 3.3 dargestellt wurde, besitzt die Ausprägung der 

Belohnungsfunktionen einen wesentlichen Einfluss auf das erlernte Verhalten und den 

eigentlichen Lernprozess. Um dies weitergehend zu untersuchen, wurde die Aufgabenstellung 

aus dem vorangegangenen Kapitel erweitert, indem die Belohnungsfunktion entsprechend zur 

Darstellung in Kap. 6.2.4 variiert wurde.144 

Die Abb. 33 beschreibt das entstehende (Lern-)Verhalten anhand der Anzahl der 

notwendigen Schritte je Trial. Wie unschwer zu erkennen ist, führten alle untersuchten 

Belohnungsfunktionen letztlich zur optimalen Handlungsweise des Agenten (und insbesondere 

zu einer besseren Performanz als bei Einsatz der Heuristik), wohingegen das eigentliche 

Lernverhalten allerdings deutlich untereinander differiert.145  

  

                                                      
144 Zur besseren Skalierung und Veranschaulichung der Ergebnisse wurde ein kleinerer Irrgarten gewählt. 
Dieser besitzt nun eine Größe von 10 x 10 Feldern. Die Konfiguration des Agenten wurde ansonsten nicht 
angepasst. 
145 Dies steht in Einklang mit den Ergebnissen von Koenig und Liu [KL02]. 
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Abb. 31: Besuchshäufigkeit eines Lernalgorithmus nach a) 1, b) 50 und c) 100 Trials 
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Abb. 32: Besuchshäufigkeit eines Lernalgorithmus nach a) 200, b) 500 und c) 1000 Trials 
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So erkennt man, dass der Einsatz einer zielorientierten Belohnungsfunktion prinzipiell 

die wenigsten Trials zur Identifikation der optimalen Handlung benötigt. Allerdings geschieht 

dies nur unter extrem hohen Anlaufkosten146, d. h. in den vorangegangenen Trials benötigt der 

Agent überproportional mehr Schritte zur Durchquerung des Irrgartens. Sowohl die 

aktionsorientierte als auch die kombinierte Belohnungsfunktion führen zu einem deutlich 

effizienteren Lernverhalten in den frühen Trials. 

Dies ließ sich allerdings im Wesentlichen auf die Überschätzung der Initialwerte im 

Lernalgorithmus zurückführen, wie eine Kontrolluntersuchung bestätigte, bei der wiederum eine 

zielorientierte Belohnungsfunktion genutzt wurde, für die allerdings die Initialwerte im 

Lernalgorithmus bewusst überschätzt wurden.147 Hierdurch wird das Lernverfahren zu einer 

wesentlich konsequenteren Exploration seines Problemraums verleitet, wobei die Anzahl der 

Politikanpassungen jedoch markant ansteigt (vgl. Abb. 33). 

Vernachlässigt man diesen Effekt, so erkennt man, dass die Bereitstellung einer 

zielorientierten Belohnungsfunktion durchaus positiv auf die Performanz des Lernverfahrens 

wirkt. Der Agent benötigte im Schnitt 15 - 20 Trials weniger bis zur Konvergenz als bei 

Nutzung einer aktionsorientierten Belohnungsfunktion. Die zielorientierte Belohnungsfunktion 

bietet somit eine geeignete Grundlage zur Spezifikation der Aufgabenstellung, da sie gegenüber 

der aktionsorientierten Belohnungsfunktion eine weiterführende Orientierung bietet.  

6.3.3. Skalierung des Lernverhaltens und Terminierung der Simulationsläufe 

In einem perfekten Irrgarten kann der Lernprozess prinzipiell terminiert werden, sobald 

der Agent auf Grundlage seiner Politik einen Pfad zwischen Ausgangs- und Zielort konstruieren 

kann, da dieser Pfad (gemäß Definition) bereits minimal ist. In den meisten Fällen wird hierfür 

nur ein Bruchteil des eigentlichen Problemraums durchlaufen. Der Agent kann somit im 

Verständnis der Aufgabenstellung bereits optimal handeln, auch wenn seine Politik noch nicht 

in allen Zuständen korrekt ausgeprägt ist. Der Entwickler muss dabei also zwischen einer 

Vollständigkeit und Korrektheit seiner Politik gegenüber dem Laufzeitverhalten seiner 

Simulation abwägen. 

                                                      
146 So benötigte der Agent im Schnitt zehn- bis zwölfmal so viele Schritte je Trial wie bei Nutzung einer 
der anderen Belohnungsfunktionen. 
147 Dies steht in Einklang mit den Ergebnissen Pérez-Uribe und Hirsbrunner [PH00]. In diesem 
Zusammenhang sei aber erwähnt, dass eine Unterschätzung der Initialwerte katastrophale Auswirkungen 
hat, da der Algorithmus nicht terminierte. Dies sollte bei einer entsprechenden Initialisierung 
berücksichtigt werden. 



Abb. 33: Lernverhalten bei unterschiedlichen Belohnungsfunktionen gemessen an Anzahl an a) ausgeführten Aktionen und b) Politikanpas
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  Delta  Sigma   Epsilon  

  Policy Solution Policy Space Solution Policy Space 

 Min  7 24 24 24 24 6858 9454 

3x3 Average 8,24 25,77 26,00 26,16 26,44 12044 14944 

 Max 10 29 29 29 30 18276 19584 

 Min  7 24 24 24 24 -/- -/- 

3x3 Average 8,12 25,66 25,92 25,96 26,43 -/- -/- 

 Max 10 29 29 29 30 -/- -/- 

 Min  7 24 24 24 24 -/- -/- 

5x5 Average 8,13 25,63 25,91 25,95 26,39 -/- -/- 

 Max 10 29 29 29 30 -/- -/- 

 Min  7 24 24 24 24 -/- -/- 

10x10 Average 8,14 25,83 25,98 26,03 26,42 -/- -/- 

 Max 10 29 29 29 30 -/- -/- 

 Min  277 304 304 304 351 -/- -/- 

25x25 Average 

 

278,75 

 

305,75 305,75 305,75 353,34 -/- -/- 

 Max 280 306 306 306 356 -/- -/- 

Tabelle 6: Anzahl Trials bis zur Konvergenz des Lernprozesses 

In Tabelle 6 ist das Lernverhaltens in unterschiedlichen Irrgartengrößen 

zusammengefasst. Das Lernverhalten des Agenten skaliert generell günstig. Der Agent ist auch 

in größeren Irrgärten prinzipiell schnell und zuverlässig in der Lage, eine hinreichende Strategie 

zur Durchquerung des Irrgartens zu entwickeln. Dabei erkennt man allerdings, dass eine strenge 

Konvergenz der Lernalgorithmen für die vollständige Politik oder den gesamten Problemraum 

selbst bei kleinsten Aufgabenstellungen nur nach einer unverhältnismäßigen Laufzeit erreicht 

werden kann.  

Die eingeführten Heuristiken stellen hingegen geeignete substituierende 

Terminierungskriterien dar. In den kleinen Irrgärten ist der Unterschied zwischen den 

verschiedenen Methoden marginal. Hierbei konvergiert die Delta-Methode am schnellsten, da 

die Algorithmen eine hinreichend hohe Anzahl an Wiederholungen zur Etablierung der Werte 



147 

benötigen. In den größeren Domänen ist die eigentliche Variation zwischen den Werten 

allerdings so gering, dass der Algorithmus bereits frühzeitig keine wesentlichen 

Unterscheidungen zwischen den verschiedenen Aktionen mehr erzeugen kann. Zudem 

verschwindet der Unterschied zwischen den unterschiedlichen Bewertungsgrundlagen, was auf 

die (frühzeitige) Einstellung der Exploration zurückzuführen ist.148    

6.4. Fazit 

Die Irrgarten-Domäne zeigt, dass der Einsatz von adaptiven Ansätzen für den 

Modellierer ein durchaus akzeptabler Lösungsansatz sein kann, sofern eine entsprechende 

Anzahl an Iterationen der Aufgabenstellungen erlaubt ist. Selbst in perzeptuell verzerrten 

Problemstellungen kann das Lernverfahren (bei Bereitstellung eines hinreichend großen 

Speichers) eine akzeptable Performanz erreichen.149  

Die Irrgarten-Domäne ist insbesondere zur Veranschaulichung der inhärenten 

Funktionsweise des bestärkenden Lernens geeignet. In der grafischen Visualisierung kann die 

Wirkung der Lernverfahren sehr genau nachverfolgt werden. Man erkennt hierbei die typische 

rekursive Generierung des Lösungsansatzes. Zudem zeigte sich hier, dass die eingeführten 

Performanzindikatoren und Terminierungskriterien eine wertvolle Entscheidungshilfe für den 

Entwickler bei der Analyse des Modells darstellen.  

  

  

                                                      
148 Wie Lindemann [Lin10] in seiner Arbeit beschrieben hat, ist die Exploration in einem perfekten 
Irrgarten generell eher hinderlich und sollte nach Möglichkeit frühzeitig eingestellt werden. 
149 Vgl. [Lin10]. 
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7. Diskussion 

Everyone is going through changes 

But the world still carries on. 

 

Alan Price 

In diesem Kapitel erfolgt nun eine abschließende Diskussion der vorgelegten Arbeit. 

Hierbei wird zuerst in Unterkapitel 7.1 eine zusammenfassende Darstellung der wesentlichen 

Erkenntnisse dieser Arbeit aufbereitet. Danach werden die Eingrenzungen dieser Arbeit noch 

einmal kritisch in Unterkapitel 7.2 betrachtet. Abschließend wird in Unterkapitel 7.3 ein 

Ausblick auf mögliche Anknüpfungspunkte weiterer Forschungstätigkeiten aufgezeigt. 

7.1. Zusammenfassung 

Die Nutzung von adaptiven Verfahren innerhalb einer multiagentenbasierten Simulation 

entlastet den Entwickler bei der Spezifikation und Umsetzung eines adäquaten Verhaltens für 

seine Agenten. Der wesentliche Fokus der Entwicklungstätigkeit verschiebt sich von der 

konzeptuellen Spezifikation zur Überwachung des eigentlichen Laufzeitverhaltens der 

Simulation, da der Agent sein Verhalten eigenständig anpassen kann. 

Bei der Zusammenfassung dieser Arbeit können vier wesentliche Ergebnisse 

hervorgehoben werden: 

1. Zur Integration adaptiver Verfahren zeichnen sich bislang nur die theoretischen 

Verfahren aus dem Bereich des maschinellen Lernens aufgrund ihrer weitestgehenden 

Operationalisierung und formalen Fundierung aus. Die bestehenden empirischen 

Ansätze aus den Bereichen der Psychologie, Verhaltensbiologie und 

Neurowissenschaften bieten derzeit keine hinreichende Abstraktion, die für eine 

Überführung in eine operationalisierte Form notwendig wäre. Von den bestehenden 

Verfahren eignet sich wiederum das bestärkende Lernen in besonderer Art und Weise 

für die Einbeziehung in eine Simulationsumgebung, da die Bereitstellung eines 

Belohnungssignals häufig schon aus der Erfassung der statistischen Kennzahlen zur 

Beurteilung der Simulationsergebnisse hervorgehen kann.  
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2. Für die Integration des bestärkenden Lernens wurde ein konzeptuelles Rahmenmodell 

geschaffen, das über die derzeitigen Ansätze des maschinellen Lernens hinausgeht, um 

den Modellierer hinreichend bei der Entwicklung eines adaptiven Agenten zu 

unterstützen. Dabei wurden insbesondere die elementaren Bestandteile mit ihren 

Aufgaben und Verantwortlichkeiten abgegrenzt und deren Wechselwirkungen 

spezifiziert.    

3. Bei der eigentlichen Umsetzung in einer Simulationsumgebung konnte aufgezeigt 

werden, dass die Realisierung eines kompositorischen Agentenverhaltens auf Grundlage 

etablierter Methoden aus dem Bereich der Softwareentwicklung unterstützt werden 

kann. Die Eingliederung als Basisverhalten erlaubt eine zielgerichtete Ausgestaltung 

bestimmter Funktionalitäten mit adaptiven Ansätzen. Durch den Einsatz eines 

komponentenbasierten Vorgehensmodells kann der holonistische Ansatz des 

konzeptuellen Rahmenmodells adäquat abgebildet werden. Die domänen-

unspezifischen Funktionalitäten können dabei als Black-Box-Komponenten gekapselt 

werden. Der Entwickler eines (multiagentenbasierten) Simulationsmodells verfügt 

somit bereits über ein allgemeines Grundgerüst, das er nach individuellen Bedürfnissen 

anpassen kann. Durch die Strukturierung mit allgemeinen Schnittstellen erhält er aber 

auch eine allgemeine Vorgabe für die Erweiterung und Verfeinerung des Frameworks.   

4. Für eine praktische Ausführung der adaptiven Agenten musste auch die eigentliche 

Simulationsumgebung angepasst werden. Durch die Umsetzung sog. Trials kann das 

Lernverhalten in episodischen Aufgabenstellungen effizient abgegrenzt werden. Im 

Vergleich zum bisherigen Vorgehen erfordert der hier vorgeschlagene Ansatz keine 

zentrale Instanz, die über die Beendigung eines Trials entscheidet. Stattdessen 

entscheiden die Agenten selbst über die Fortführung und Beendigung des jeweiligen 

Trials. Zudem erfordert die Beendigung einer episodischen Aufgabenstellung keine 

unmittelbare Re-Initialisierung der Agenten. Durch die Bereitstellung entsprechender 

Terminierungskriterien und die Einführung statistischer Performanzindikatoren kann 

das Lernverhalten bereits effizient eingesetzt und analysiert werden.     

7.2. Grenzen des gewählten Ansatzes 

Im Folgenden werden das Vorgehen und die Ergebnisse der Arbeit kritisch aus 

verschiedenen Blickwinkeln betrachtet. 

Kritische Betrachtung aus dem Blickwinkel des maschinellen Lernens 

Im Kap. 3.3 wurden die allgemeine Herangehensweise und das grundlegende Verständnis des 

maschinellen Lernens erläutert. Dabei wurde herausgearbeitet, dass die derzeitige Praxis noch 

immer vorrangig auf die Konzeptionierung und Implementation neuer Lernverfahren 
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ausgerichtet ist. Bei der Übertragung in andere Anwendungsgebiete fehlen bislang 

weitergehende Erkenntnisse, wie ein angemessenes Lernverfahren bzw. ein Lernalgorithmus für 

eine vorgegebene Aufgabenstellung ausgewählt werden kann. 

Obwohl diese grundlegende Forderung seit Jahrzehnten als eine der zentralen 

Herausforderungen des maschinellen Lernens postuliert wird (z. B. bei Michalski [Mic85], 

Weiß [Wei96] oder Mitchell [Mit06]), finden sich in der Praxis nur wenige Arbeiten (z. B. 

Moriarty, Schultz und Greffenstette [MSG99], Whiteson, Taylor und Stone [WTS10] oder 

Śnieżyński [Sni13]) in denen eine vergleichende Evaluation der Verfahren vorgenommen wird.     

Bei der Überführung der Methoden des maschinellen Lernens in einen anderen 

Anwendungsbereich verbleibt die Verantwortung über die Bereitstellung eines geeigneten 

Lernverfahrens letztlich beim Entwickler. Das hier vorgeschlagene Vorgehen unterstützt ihn 

durch die Aufbereitung eines konzeptuellen Rahmens, wodurch eine strukturierte Integration 

des Lernverfahrens in seine bestehenden Modelle erleichtert wird. Zudem kann er durch die 

Bereitstellung eines Frameworks auf typische Elemente des bestärkenden Lernens 

zurückgreifen, wodurch sich der Fokus des Entwicklers von der (Re-)Implementation bereits 

bestehender Funktionalität auf die eigentliche Evaluation eines geeigneten Lernverfahrens 

verschiebt. Die Bereitstellung entsprechender Black-Box-Komponenten kann hierbei die 

Integration und Evaluation verschiedener Agentenkonfigurationen deutlich beschleunigen.  

Bei der Bewertung des erstellten Rahmenwerks müssen neben allgemeinen Anforderungen (wie 

z. B. Fehlerfreiheit, Verständlichkeit und Verfügbarkeit) auch eine Reihe von 

domänenspezifischen Anforderungen untersucht werden. In der Arbeit von Kovacs und 

Egginton [KE11] findet sich eine Reihe solcher Anforderungen, gegen die das vorgestellte 

Framework nun bewertet werden soll. 

• Formulierungs-Neutralität 

Das System sollte keine einseitige Ausrichtung zugunsten einer bestimmten Technik 

bzw. eines speziellen Lernalgorithmus besitzen. Durch eine neutrale Formulierung der 

Aufgabenstellung wird eine Beeinflussung des Entwicklers bei der Erstellung und 

Umsetzung seiner Modelle vermieden.   

Die hier vorgestellte Architektur erfüllt diese Anforderung allerdings nur bedingt. Der 

Schwerpunkt der Implementation bezieht sich auf modellfreie Lernverfahren. Dies lässt 

sich allerdings durch deren besondere Eignung für komplexe Aufgabenstellungen im 

Kontext der Simulation zurückführen, da die Erstellung bzw. Bereitstellung eines 

vollständigen Modells häufig nicht möglich ist. 
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Das eigentliche Vorgehen könnte dabei prinzipiell durch die Bereitstellung eines 

vollständigen Modells vereinfacht werden, da die Identifikation der möglichen 

Handlungsalternativen derzeit innerhalb des Agenten geleistet werden muss. Beim 

Zugriff auf ein vollständig spezifiziertes Modell könnte dies durch eine entsprechende 

Ableitung aus der allgemein zugänglichen Transformationsfunktion erfolgen.    

• Protokoll-Neutralität 

Das System darf nicht auf eine spezielle Interaktion zwischen den Lernalgorithmen, den 

Agenten und der Umwelt ausgerichtet sein, um eine verteilte und 

plattformübergreifende Ausführung des Modells zu gewährleisten.  

Die vorliegende Architektur kann dies bislang nicht erfüllen. Sie bietet eine proprietäre 

Architektur, die auf die Anforderungen der simulierten Ausführung zugeschnitten ist.  

In Kap. 4.1 wurden die bestehenden Ansätze zur Realisierung des bestärkenden Lernens 

beschrieben. Die existierenden Schnittstellen sind nur unzureichend für die 

Anforderungen einer komplexen multiagentenbasierten Simulation geeignet. Zudem 

erscheint die Forderung nach einer weitergehenden Protokoll-Neutralität überzogen, da 

sie einen immensen Mehraufwand in der Spezifikation und Entwicklung für die 

Zusammenfassung realer und simulierter Ausführungsformen bedeutet.    

• Erweiterbarkeit und Rapid Prototyping 

Die Entwicklung eines adaptiven Systems ist häufig von explorativen Tätigkeiten 

geprägt, d. h. der Entwickler muss unterschiedliche Konfigurationen seiner Agenten 

evaluieren und bei Bedarf Komponenten austauschen oder neue Komponenten 

hinzufügen. Für die Erweiterbarkeit des Systems benötigt er geeignete strukturierende 

Vorgaben, die eine zielgerichtete Entwicklung ermöglichen. 

Die vorgestellte Architektur bietet durch die Bereitstellung eines allgemeinen 

Kommunikationsprotokolls und die Realisierung eines komponentenbasierten Ansatzes 

eine hinreichende Unterstützung zur schnellen Anpassung der inneren Struktur der 

Agenten. Die Bereitstellung abstrakter Schnittstellen hingegen bietet dem Entwickler 

auch eine strukturierende Vorgabe für zukünftige Einbindungen weiterer 

Lernalgorithmen.    

In der Zusammenfassung muss somit festgestellt werden, dass die derzeitige Implementierung 

des Rahmenwerks sich an einem durchaus eng umrissenen Teilgebiet des bestärkenden Lernens 

orientiert. Die Eingrenzungen wurden aber insbesondere im Kap. 4.4.3.1 begründet. Bei einem 

weiteren Ausbau des Rahmenwerks sollten diese Grenzen dennoch sukzessive erweitert werden. 
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Kritische Betrachtung aus dem Blickwinkel der multiagentenbasierten Simulation 

In der vorgelegten Arbeit wird unterstellt, dass sich der Modellierer erst relativ spät im 

Modellierungszyklus für einen Einsatz lernfähiger Verfahren entscheidet, d. h. er verfügt 

eventuell zum Zeitpunkt seiner Entscheidung bereits über ein vollständig konzipiertes und 

ausführbares (multiagentenbasiertes) Simulationsmodell.  

Die dargestellte Architektur zielt somit besonders auf eine Integration der Lerninstanz und eine 

Austauschbarkeit der Komponenten innerhalb des Agenten ab. Dieser Ansatz ist allerdings mit 

einem nicht unwesentlichen Mehraufwand an (interner) Kommunikation verbunden, der sich 

letztlich negativ auf die Laufzeiteigenschaften des Systems auswirkt. Bei einer frühzeitigen 

Entscheidung für die Nutzung eines lernfähigen Verhaltens kann dieser Aufwand merklich 

reduziert werden. So kann die Signalverbreitung durch einen gerichteten 

Registrierungsmechanismus der Komponenten bzw. durch entsprechende Methodenaufrufe 

vermieden werden.   

Zudem wird in dieser Arbeit unterstellt, dass der Modellierer auf einen bereits bestehenden 

Lernalgorithmus aus dem Bereich des bestärkenden Lernens zurückgreift. In der Literatur 

finden sich nun zahlreiche Veröffentlichungen, die den besonderen Wert speziell entwickelter 

und angepasster Lernalgorithmen belegen. Gerade durch den Einsatz von generalisierenden und 

hierarchischen Algorithmen kann die Performanz und Robustheit des Agenten deutlich 

gesteigert werden. Allerdings führt Wallace [Wal09] in seiner Arbeit aus, dass es derzeit als 

unwahrscheinlich erscheint, dass das notwendige Domänenwissen zur Strukturierung 

automatisch abgeleitet werden kann. Bei der Entwicklung eines dedizierten Lernalgorithmus 

muss somit die Leistungsfähigkeit in der individuellen Problemstellung gegenüber einer 

Wiederverwendbarkeit in fremden Aufgabendomänen abgewogen werden.  

7.3. Ausblick 

Die vorliegende Arbeit konzentriert sich großteilig auf die effektive Einbindung der 

Lernverfahren in die Agenten während der Entwicklung. Außerhalb dieser Betrachtung 

existieren zumindest vier Aufgabenstellungen, die in weiterführenden Arbeiten betrachtet 

werden sollten: 

Validierung des Verhaltens 

Die Ausführung eines lernfähigen Agenten führt zu einer automatisierten Anpassung seines 

Verhaltens unter Berücksichtigung einer vorgegebenen Aufgabenstellung. Die Lernverfahren 

des maschinellen Lernens sind dabei auf eine präskriptive Verhaltensanpassung ausgelegt, d. h. 

sie beschreiben eine idealisierte Anpassung unter Berücksichtigung rationaler Grundsätze. 
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[San07] Ein solches Vorgehen ist nur bedingt geeignet, um realistische Akteure abzubilden. Der 

Entwickler akzeptiert hierbei entweder das Lernverfahren als abstrahierendes Vorgehen zur 

Generierung bzw. Optimierung des Agentenverhaltens, oder er benötigt weitergehende Ansätze 

zur Validierung des Lernverhaltens.  

Validierung bezeichnet dabei den Abgleich eines (Simulations-)Modells mit einem zugrunde 

liegenden (Real-)System, bei dem überprüft wird, ob das Modell ein hinreichend genaues 

Abbild des Systems darstellt. Wenn der Lernprozess in diese Betrachtung miteinbezogen 

werden soll, kann das Verhalten nicht länger als unveränderlich und statisch betrachtet werden, 

sondern die Veränderungen müssen mit ihrem zeitlichen Bezug explizit miteinbezogen werden. 

Dieses Vorgehen stellt sicher, dass nicht nur das entstehende Verhalten eine valide Abbildung 

darstellt, sondern dass auch die Lernschritte in einer akzeptablen Reihenfolge stattfanden. 

Bisherige Methoden der Validierung aus dem Bereich der (agentenbasierten) Simulation150 sind 

nur bedingt für einen solchen Ansatz geeignet, da der temporale Aspekt der Anpassungen 

weitestgehend abstrahiert wird. Auch im maschinellen Lernen existieren quasi keine Ansätze 

zur Erfassung des eigentlichen Lernverhaltens. Ausnahmen bilden hierbei allenfalls die 

Arbeiten von Peshkin und Shelton [PS02] und insbesondere die Arbeit von Balch [Bal98], die 

jeweils einen Vergleich zwischen unterschiedlichen Verhalten auf Grundlage statistischer 

Methoden vorschlagen. Zudem bietet die Analyse der in dieser Arbeit beschriebenen 

statistischen Performanzindikatoren und deren Entwicklung innerhalb des 

Simulationsexperiments zumindest einen ersten Ansatzpunkt, um eine weitergehende 

Überprüfung des Lernverhaltens durchzuführen. 

Ein möglicher Ansatzpunkt für eine vertiefte Analyse des Lernverhaltens wäre der Ausbau der 

Methoden des sog. Change-Minings. Dieses Verfahren basiert auf einer Erweiterung des 

Process-Minings, mit dem eine Sequenz von Handlungen aus einer Menge von bereitgestellten 

Datensätzen rekonstruiert werden kann. In den Arbeiten von Rinderle et al. [Rin+06] und 

Günther et al. [Gün+06] wird dieses Verfahren erweitert und zur Analyse von veränderlichen 

Geschäftsprozessen herangezogen. Dabei wird die Analyse durch die Einbeziehung von 

Änderungsdaten unterstützt.  

Bei der Übertragung auf das bestärkende Lernen müssten daher weitere Informationen über das 

eigentliche Lernverhalten bereitgestellt werden. Eine besondere Herausforderung stellt dabei die 

Erfassung und Abgrenzung des eigentlichen Anpassungsprozesses dar, da die Entscheidungen 

des Agenten nur bedingt aus seinen tatsächlichen Handlungen rekonstruiert werden können. So 

spiegelt eine Variation des Verhaltens in einem Zustand nicht zwingend auch eine Veränderung 

                                                      
150 Man betrachte hierbei z. B. die Arbeiten Klügl [Klü08] von Denz [Den12]. 
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der internen Präferenzen wider, da der Agent im Kontext der Exploration auch bewusst von 

seiner optimalen Handlungsweise abgewichen sein kann. Eine entsprechende Erfassung der 

Daten kann allerdings nur durch die entsprechende Bereitstellung innerhalb der Lerninstanz 

geschehen (vgl. Kap. 5.4.3). Das Framework muss zumindest dahin gehend erweitert werden, 

dass die Anpassungen innerhalb des Lernalgorithmus auch als Änderungsdaten in einem sog. 

Change-Log erfasst werden können.     

Beschleunigung des Lernverhaltens 

In der vorgelegten Arbeit wird das adaptive Verhalten bislang nur durch die Methoden aus dem 

Bereich des bestärkenden Lernens realisiert. Dies wurde durch die besondere Eignung dieses 

Ansatzes motiviert. Bestärkendes Lernen wird allerdings in der Literatur häufig als 

inperformantes Verfahren bezeichnet.151 Im Bereich des maschinellen Lernens existiert nun aber 

auch eine Vielzahl von sog. hybriden Ansätzen, bei denen der allgemeine Ansatz des 

bestärkenden Lernens durch die Einbeziehung weiterer Methoden aus anderen Bereichen der 

KI-Forschung erweitert werden kann.  

Diese Verfahren zielen letztlich auf eine Beschleunigung des eigentlichen Adaptionsvorgangs, 

in dem die verfügbaren Informationen effizienter genutzt werden. Hierbei bietet sich 

insbesondere eine weiter gehende Untersuchung und Einbindung der Methoden des 

erklärungsbasierten Lernens (z. B. Dietterich und Flann [DF97] oder Kambhampati und Yoon 

[KY10]), Action Replay (z. B. Lin [Lin92] oder Veloso [Vel92]), Imitation (z. B. Price und 

Boutilier [PB99] oder Cotrell et al. [Cot+02]) oder ein strukturierter Wissensaustausch zwischen 

unterschiedlichen Lerninstanzen (z. B. Nunes und Oliveira [NO03a] oder van Schaik [Sch10]) 

an. Hierbei muss untersucht werden, inwieweit diese Verfahren mit dem generellen Ansatz der 

autonomen Agenten vereinbar sind und welche Anpassungen letztlich am konzeptuellen 

Rahmenmodell vorgenommen werden müssen. 

Umsetzung als selbstadaptives Lernverhalten  

In der vorgelegten Arbeit dient der komponentenbasierte Ansatz in erster Linie zur 

Unterstützung des Entwicklers bei der effizienten Spezifikation und Realisierung seines 

multiagentenbasierten Simulationsmodells. Durch die Bereitstellung austauschbarer 

Komponenten können die Agentenmodelle (auch in späten Iterationen des 

Modellierungszyklus) relativ einfach angepasst werden. Die Kapselung der Funktionalität in 

den verschiedenen Komponenten und die Bereitstellung von entsprechenden Wrappern 

                                                      
151 Ob dieser Vorwurf letztlich gerechtfertigt ist, sei an dieser Stelle einmal dahingestellt. So argumentiert 
Singh [Sin94], dass bislang keine Nachweise existieren, dem zufolge bestärkendes Lernen in komplexen 
Domänen wirklich inperformanter als andere Verfahrensansätze ist. 
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ermöglicht eine reichhaltige Variation des Verhaltens, die über eine reine Parametervariation im 

engeren Sinne deutlich hinausgeht. 

Eine im Rahmen dieser Arbeit nicht weiter verfolgte Fragestellung ist, ob ein solches Vorgehen 

sich auch automatisiert zur Laufzeit des Modells realisieren ließe. Entsprechende 

Anforderungen lassen sich z. B. aus den Arbeiten im Bereich der selbstadaptiven Systeme 

ableiten. So beschreiben Anderson et al. [And+09] als die wesentlichen Aufgaben eines 

selbstadaptiven Systems die Identifizierung eines kritischen Fehlers innerhalb des eigenen 

Systems sowie die Wiederherstellung seiner Funktionalität. Dabei kann es insbesondere auch zu 

einem strukturellen Austausch der „defekten“ Komponenten kommen.  

Ein solches Vorgehen lässt sich prinzipiell auch auf einen lernfähigen Agenten übertragen. Er 

kann damit z. B. in Lage versetzt werden, seinen eigenen Lernerfolg zu überwachen und bei 

Verfehlung der anvisierten Lernziele einen Austausch seiner Lernkomponenten zu forcieren. 

Der Modellierer kann dadurch in weiterem Maße bei seinen Entwicklungstätigkeiten entlastet 

werden. Dabei müssen allerdings einige offene Fragestellungen untersucht werden, die hier nur 

grob umrissen werden können.  

Bislang ist im Wesentlichen ungeklärt, ob bzw. wie ein solcher „Defekt“ des Lernalgorithmus 

überhaupt automatisiert identifiziert werden könnte. Die Überwachung des Lernalgorithmus 

muss dabei auf einer Meta-Ebene integriert werden, sodass die vorgeschlagene Architektur 

weiter angepasst werden muss. Die bisherige Implementation mit Listeners ist durch die dichte 

Kopplung an den Lernalgorithmus auch zu restriktiv und müsste z. B. durch einen sog. Data 

Distribution Service152 zur Überwachung der vorgestellten Kennzahlen abgelöst werden. Zudem 

muss untersucht werden, wie bereits erworbenes Wissen zwischen heterogenen Algorithmen 

effizient überführt werden kann. 

Automatisierte Optimierung der Agentenkonfiguration 

Die Performanz des Agenten bei der Bearbeitung einer vorgegebenen Aufgabenstellung hängt 

im Wesentlichen vom eingesetzten Lernalgorithmus und von dessen Parametrisierung ab. In der 

derzeitigen Implementation muss der Entwickler die Kalibrierung des Agentenverhaltens 

vornehmen, d. h. er muss die Performanz seines Agenten nach der tatsächlichen Ausführung 

bewerten und die Agentenkonfiguration bei Bedarf anpassen.  

Beim Einsatz einer sog. simulationsbasierten Optimierung kann dieser iterative Prozess 

großteilig automatisiert werden. Der Entwickler spezifiziert dabei eine Menge von 

veränderbaren Parametern, die von einer Optimierungskomponente nach der Ausführung eines 

                                                      
152 Vgl. hierzu z. B. die Darstellung von Joshi [Jos06]. 



157 

Simulationslaufs unter Berücksichtigung der erzielten Performanz angepasst werden können.153 

Aufgrund der hohen Dimensionalität dieser Aufgabenstellungen werden hierbei insbesondere 

Verfahren aus dem Bereich der genetischen Programmierung oder der Gradientenverfahren 

angewendet. 

Der Einsatz des komponentenbasierten Vorgehensmodells ermöglicht dabei ggf. sogar eine 

weitergehende Veränderung der inneren Struktur der Lerninstanz, die über eine einfache 

Variation der Parametrisierung hinausgeht. Ein solches Vorgehen würde z. B. den 

automatisierten Austausch einer Explorationsstrategie ermöglichen. Dies würde zu einer 

weiteren Effizienzsteigerung innerhalb des Entwicklungsprozesses führen. 

  

                                                      
153 Eine entsprechende Umsetzung im Kontext des bestärkenden Lernens findet sich z. B. in der Arbeit 
von Lindemann [Lin10]. 



158 

  



159 

Literaturverzeichnis 

[AL08] S. Abdallah, V. Lesser, 2008, A Multiagent Reinforcement Learning Algorithm 
with Non-Linear Dynamics. In: Journal of Artificial Intelligence Research, Vol. 33, 
Nr. 1 / September 2008, S. 521 – 549, Menlo Park: AAAI Press. 

[Abe03] D. Aberdeen, 2003, A (Revised) Survey of Approximate Methods for Solving 
Partially Observable Markov Decision Processes. Technical Report, National ICT 
Australia, Canberra. 

[AB07] D. Aberdeen, O. Buffet, 2007, libpgrl: A high performance reinforcement learning 
library in C++. Internet: http://code.google.com/p/libpgrl/, Stand: 11. September 
2007, Letzter Abruf: 31. Januar 2014 17:00.  

[Ake05] R. Akerkar, 2005, Introduction to Artificial Intelligence. New Delhi: Prentice Hall 
of India. 

[Alo02] E. Alonso, 2002, AI and Agents – State of the Art. In: AI Magazine, Vol. 23, Nr. 3 
/ Herbst 2002, S. 25 – 29, Menlo Park: AAAI Press.  

[AM04] E. Alonso, E. Mondragón, 2004, Agency, Learning and Animal-Based 
Reinforcement Learning. In: M. Nickles, M. Rovatsos, G. Weiß (Hrsg.), Agents 
and Computational Autonomy - Potential, Risks and Solutions, S. 1 – 6, Berlin: 
Springer-Verlag. 

[Alt12] J. Alt, 2012, Learning from Noisy and Delayed Rewards: The Value of 
Reinforcement Learning to Defense Modeling and Simulation. Diss., Naval 
Postgraduate School, Monterey. 

[And+09] J. Anderson et al., 2009, Modeling Dimensions of Self-Adaptive Software 
Systems. In: B. H. C. Cheng et al. (Hrsg.), Self-Adaptive Systems, S. 27 – 47, 
Berlin: Springer-Verlag. 

[And98] T. Andou, 1998, Refinement of soccer agents‘ positions using reinforcement 
learning. In: H. Kitano, Robo-Cup-97: Robot Soccer World Cup I, S. 373 – 388, 
Berlin: Springer-Verlag. 

[And03]  A. Andresen, 2003, Komponentenbasierte Softwareentwicklung – mit MDA, UML 
und XML. München: Carl Hanser Verlag. 

[Art94] W. B. Arthur, 1994, Inductive Reasoning and Bounded Rationality. In: American 
Economic Review, Vol. 84, Nr. 2 / Sommer 1994, S. 406 – 411, Nashville: 
American Economic Association. 

[AG12] R. de Asmundis, M. R. Guarracino, 2012, Mathematical Models of Supervised 
Learning and Application to Medical Diagnosis. In: P. M. Pardalos, T. F. Coleman, 
P. Xanthopoulos (Hrsg.), Optimization and Data Analysis in Biomedical 
Informatics, S. 67 – 81, Berlin: Springer-Verlag.  



160 

[Ast+03] A. Astigarraga et al., 2003, SORGIN: A Software Framework for Behavior Control 
Implementation. In: o.A., Proc. of the 14th Int. Conference on Control Systems and 
Computer Science, S. 243 – 248, Bukarest: Romanian Society of Control 
Engineering and Technical Informatics. 

[BZ05] A. J. Bagnall, Z. V. Zatuchna, 2005, On the classification of maze problems. In: L. 
Bull, Larry, T. Kovacs (Hrsg.), Foundations of Learning Classifier Systems, S. 307 
– 316, Berlin: Springer-Verlag.  

[Bag+03] J. A. Bagnell et al., 2003, Policy search by dynamic programming. In: S. Thrun, L. 
K. Saul, B. Schölkopf (Hrsg.), Advances in Neural Information Processing 
Systems 16, S. 831 – 838, Cambridge: MIT-Press. 

[BWC13] A. Bai, F. Wu, X. Chen, 2013, Towards a Principled Solution to Simulated Robot 
Soccer. In: X. Chen et al., RoboCup 2012: Robot Soccer World Cup XVI, S. 141 – 
153, Berlin: Springer-Verlag. 

[Bai98] L. C. Baird III, 1998, WebSim Version 1.30. Internet: 
http://leemon.com/websim/index.html, Stand: 4. Juli 1998, Letzter Abruf: 02. 
Februar 2014 16:30.  

[BK93] L. C. Baird III, H. Klopf, 1993, Reinforcement Learning with High-Dimensional, 
Continous Actions. Technical Report WL-TR-93-1147, Wright Laboratory, 
Dayton. 

[Bal97a] T. Balch, 1997, Learning Roles: Behavioral Diversity in Robot Teams. Technical 
Report, Georgia Institute of Technology, Atlanta. 

[Bal97b] T. Balch, 1997, Social Entropy: a New Metric for Learning Multi-robot Teams. In: 
D. Dankel II (Hrsg.), Proc. of the 10th Int. Florida Artificial Intelligence Research 
Society Conference”, S. 272 – 277, Miami: Florida AI Research Society. 

[Bal98] T. Balch, 1998, Behavioral Diversity in Learning Robot Teams. Diss., Georgia 
Institute of Technology, Atlanta.  

[Bal00] T. Balch, 2000, Hierarchic Social Entropy: An Information Theoretic Measure of 
Robot Group Diversity. In: Autonomous Robots, Vol. 8, Nr. 3 / Juni 2000, S. 209 – 
238, Dordrecht: Springer Netherlands. 

[BO07] O. Balci, W. F. Ormsby, 2007, Conceptual modeling for designing large-scale 
simulations. In: Journal of Simulation, Vol. 1, Nr. 3 / August 2007, S. 175 – 186, 
Houndmills: Palgrave Macmillan. 

[BAO11] O. Balci, J. D. Arthur, W. F. Ormsby, 2011, Achieving reusability and 
composability with a simulation conceptual model. In: Journal of Simulation, Vol. 
5, Nr. 3 / August 2011, S. 157 – 165, Houndmills: Palgrave Macmillan. 

[BP04] B. Banerjee, J. Peng, 2004, The Role of Reactivity in Multiagent Learning. In: N. 
R. Jennings et al. (Hrsg.), Proc. of the 3rd Int. Joint Conference on Autonomous 
Agents and Multiagent Systems – Vol. 2, S. 538 – 545, Washington D. C.: IEEE 
Computer Society. 



161 

[Ban+10] J. Banks et al., 2010, Discrete-Event System Simulation. 5. Auflage, Essex: 
Pearson Education Limited. 

[BN08] L. Barett, S. Narayanan, 2008, Learning All Optimal Policies with Multiple 
Criteria. In: W. W. Cohen, A. McCallum, S. T. Roweis (Hrsg.), Machine Learning, 
S. 41 – 47, Madison: Omnipress. 

[BD04] A. G. Barto, T. G. Dietterich, 2004, Reinforcement Learning and its Relationship 
to Supervised Learning. In: J. Si et al. (Hrsg.), Handbook of Learning and 
Approximate Dynamic Programming, S. 47 – 64, Piscataway: John Wiley & Sons. 

[BS05] A. G. Barto, Ö. Simsek, 2005, Intrinsic Motivation for Reinforcement Learning 
Systems. In: o.A., Proc. of the 13th Yale Workshop on Adaptive and Learning 
Systems, s. p., o.A. 

[BAB10] A. M. S. Barreto, D. A. Augusto, H. J. C. Barbosa, 2010, On the Characteristics of 
Sequential Descision Problems and Their Impact on Evolutionary Computation and 
Reinforcement Learning. In: P. Collet et al. (Hrsg.), Artificial Evolution, S. 194 – 
205, Berlin: Springer-Verlag. 

[BCP06] M. F. Bear, B. W. Connors, M. A. Paradiso, 2006, Neuroscience – Exploring the 
Brain. 3. Auflage, Baltimore: Lippincott, Williams & Wilkins. 

[BH04] G. Beavers, H. Hexmoor, 2004, Types and Limits of Agent Autonomy. In: M. 
Nickles, M. Rovatsos, G. Weiß (Hrsg.), Agents and Computational Autonomy - 
Potential, Risks and Solutions, S. 95 – 102, Berlin: Springer-Verlag. 

[Ben12] J. L. Benacloch-Ayuso, 2012, Integration of van Hasselt's RL library into RL-glue. 
Internet: http://users.dsic.upv.es/~flip/RLGGP/, Stand 15. März 2012, Letzter 
Abruf 02. Februar 2014 18:00.   

[BS06] F. T. Bergmann, H. M. Sauro, 2006, A Modular Framework for Systems Biology. 
In: L. F. Perrone et al. (Hrsg.), Proc. of the 2006 Winter Simulation Conference, S. 
1637 – 1645, Washington D. C.: IEEE Computer Society. 

[BCM09] C. Bernon, D. Capera, J.-P. Mano, 2009, Engineering Self.modeling Systems: 
Application to Biology. In: A. Artikis, G. Picard, L. Vercouter (Hrsg,), Engineering 
Societies in the Agents World IX, S. 248 – 263, Berlin: Springer-Verlag.   

[Bel57] R. E. Bellman, 1957, Dynamic Programming. Princeton: Princeton University 
Press. 

[Bel58] R. E. Bellman, 1958, On a Routing Problem. In: Quaterly of Applied Mathematics, 
Vol. 16, Nr. 1 / Januar 1958, S. 87 – 90, Providence: Brown University. 

[BN96] S. Benson, N. J. Nilsson, 1996, Reacting, Planning, and Learning in an 
Autonomous Agent. In: K. Furukawa, D. Michie, S. Muggleton (Hrsg.), Machine 
Intelligence 14 – Applied Machine Intelligence, S. 29 - 62, New York: Oxford 
University Press 



162 

[BDS00] A. Biswas, S. Debnath, S. Sen, 2000, Believing Others – Pros and Cons. In: 
Artificial Intelligence, Vol. 142, Nr. 2 / Dezember 2000, S. 279 – 286, Amsterdam: 
Elsevier. 

[Blu94] B. M. Blumberg, 1994, Action Selection in Hamsterdam: Lessons from Ethology. 
In: D. Cliff et al., From Animals to Animats 3: Proc. of the 3rd Int. Conference on 
Simulation of Adaptive Behavior, S. 108 – 117, Cambridge: MIT-Press. 

[BTM96] B. M. Blumberg, P. M. Todd, P. Maes, 1996, No Bad Dogs: Ethological Lessons 
for Learning in Hamsterdam. In: P. Maes et al. (Hrsg.), From Animals to Animats 
4: Proc. of the 4th Int. Conference on the Simulation of Adaptive Behavior, S. 295 
– 304, Cambridge: MIT-Press. 

[BE02] M. Boada, V. Egido, 2002, Continuous Reinforcement Learning Algorithm for 
Skills Learning in an Autonomous Mobile Robot. In: o.A., Proc. of the 28th 
Annual Conference of the Industrial Electronics Society – Vol. 4, S. 2611 – 2616, 
Washington D. C.: IEEE Computer Society.   

[Boi+04] M. Boicu et al., 2004, Design Principles for Learning Agents. In: R. M. Jones 
(Hrsg.), Intelligent Agent Architectures – Combining the Strengths of Software 
Engineering and Cognitive Systems, S. 26 – 33, Menlo Park: AAAI Press. 

[BC02] R. Boné, M. Crucianu, 2002, Multi-step-ahead prediction with neural networks: a 
review. In: o.A., Compte-rendu des 9ièmes Rencontres Internationales: Approches 
Connexionnistes en Sciences Économiques et en Gestion, S. 97 – 106, Dünkirchen: 
Université du Littoral Côte d'Opale. 

[BG08] F. Boschetti, R. Gray, 2008, A Turing test for emergence. In: M. Prokopenko 
(Hrsg.), Advances in Applied Self-organizing Systems, S. 349 – 364, Berlin: 
Springer-Verlag. 

[Bou96] C. Boutilier, 1996, Planning, Learning and Coordination in Multiagent Decision 
Processes. In: Y. Shoham (Hrsg.), Proc. of the 6th Conference on Theoretical 
Aspects of Rationality and Knowledge, S. 195 – 210, San Francisco: Morgan 
Kaufmann. 

[BP96] C. Boutilier, D. Poole, 1996, Computing Optimal Policies for Partially Observable 
Decision Processes Using Compact Representations. In: o.A., Proc. of the 13th 
National Conference on Artificial Intelligence – Vol. 2, S. 1168 – 1175, Menlo 
Park: AAAI Press. 

[BDH96] C. Boutilier, T. Dean, S. Hanks, 1996, Planning under Uncertainty: Structural 
Assumptions and Computational Leverage. In: M. Ghallab, A. Milani (Hrsg.), New 
Directions in AI Planning, S. 157 – 172, Amsterdam: IOS Press. 

[BO05] P. C. Boutros, A. B. Okey, 2005, Unsupervised pattern recognition: An 
introduction to the whys and wherefores of clustering microarray data. In: 
Briefings in Bioinformatics, Vol. 6, Nr. 4 / Dezember 2005, S. 331 – 343, Oxford: 
Oxford University Press.   



163 

[Bow04] M. H. Bowling, 2004, Convergence and No-Regret in Multiagent Learning. In: L. 
K. Saul, Y. Weiss, L. Bouttou (Hrsg.), Advances in Neural Information Processing 
Systems 17, S. 209 – 216, Cambridge: MIT-Press. 

[BV02] M. H. Bowling, M. Veloso, 2002, Multiagent Learning Using a Variable Learning 
Rate. In: Artificial Intelligence, Vol. 136, Nr. 2 / April 2002, S. 215 – 250, 
Amsterdam: Elsevier.  

[BM95] J. A. Boyan, A. W. Moore, 1995, Generalization in Reinforcement Learning - 
Safely Approximating the Value Function. In: G. Tesauro, D. S. Touretzky, T. 
Leen (Hrsg.), Advances in Neural Information Processing Systems 7, S. 369 – 376, 
Cambridge: MIT-Press.  

[BD95] S. J. Bradtke, M. O. Duff, 1995, Reinforcement Learning Methods for Continous-
Time Markov Decision Problems. In: G. Tesauro, D. S. Touretzky, T. Leen, 
(Hrsg.), Advances in Neural Information Processing Systems 7, S. 369 – 376, 
Cambridge: MIT-Press. 

[BT04b] R. I. Brafman, M. Tennenholtz, 2004, Efficient Learning Equilibrium. In: Artificial 
Intelligence, Vol. 159, Nr. 1 – 2 / November 2004, S. 27 – 47, Amsterdam: 
Elsevier.  

[Bro25] C. D. Broad, 1925, Mind and its place in nature. New York: Harcourt, Brace & 
Company. 

[Bro86] R. A. Brooks, 1986, A Robust Layered Control System for a Mobile Robot. In: 
IEEE Journal of Robotics and Automation, Vol 2, Nr. 1 / März 1986, S. 14 – 23, 
Washington D. C.: IEEE Robotics and Automation Society. 

[Bro91] R. A. Brooks, 1991, Intelligence Without Reason. In: J. Mylopoulos, R. Reiter 
(Hrsg.), Proc. of the 12th Int. Joint Conference on Artificial Intelligence – Vol. 1, 
S. 569 – 595, San Francisco: Morgan Kaufmann. 

[BM93] R. A. Brooks, M. J. Mataric, 1993, Real Robots, Real Learning Problems. In: J. H. 
Conell, S. Mahadevan (Hrsg.), Robot Learning, S. 193 – 213, New York: 
Association for Computing Machinery. 

[Bry03] J. J. Bryson, 2003, Modularity and Specialized Learning: Reexamining Behavior-
Based Artificial Intelligence. In: M.V. Butz, O. Sigaud, P. Gérard (Hrsg.), 
Adaptive Behavior in Anticipatory Learning Systems, S. 309 – 316, Berlin: 
Springer-Verlag. 

[Bus10] L. Buşoniu, 2010, Multiagent Reinforcement Learning Toolbox. Internet: 
http://busoniu.net/repository.php, Stand: 04. August 2010, Letzter Abruf: 07. 
Februar 2014: 00:30. 

[Bus13] L. Buşoniu, 2013, ApproxRL: A Matlab Toolbox for Approximate RL and DP. 
Internet: http://busoniu.net/repository.php, Stand: 13. Juli 2013, Letzter Abruf: 07. 
Februar 2014: 00:30.    



164 

[BBS08] L. Buşoniu, R. Babuška, B. de Schutter, 2008, A Comprehensive Survey of 
Multiagent Reinforcement Learning. In: IEEE Transactions on Systems, Man and 
Cybernetics – Part C: Applications and Reviews, Vol. 38, Nr. 2 / März 2008, S. 
156 – 172, Washington D. C.: IEEE Computer Society. 

[Bus+10] L. Buşoniu et al., 2010, Reinforcement Learning and Dynamic Programming Using 
Function Approximators. Boca Raton: CRC Press. 

[Büt09] R. Büttner, 2009, Automatisierte Verhandlungen in Multi-Agenten-Systemen - 
Entwurf eines argumentationsbasierten Mechanismus für nur imperfekt 
beschreibbare Verhandlungsgegenstände. Diss., Universität Hohenheim, 
Hohenheim. 

[CBF04] C. Carabelea, O. Boissier, A. Florea, 2004, Autonomy in Multi-agent Systems - A 
Classification Attempt. In: M. Nickles, M. Rovatsos, G. Weiß (Hrsg.), Agents and 
Computational Autonomy - Potential, Risks and Solutions, S. 103 – 113, Berlin: 
Springer-Verlag. 

[CM99] D. Carmel, S. Markovitch, 1999, Exploration Strategies for Model-based Learning 
in Multi-agent Systems. In: Autonomous Agents and Multi-Agent Systems, Vol. 2, 
Nr. 2 / Juni 1999, S. 141 – 172, Dordrecht: Springer Netherlands. 

[Cas98]  A. R. Cassandra, 1998, A Survey of POMDP Applications. In: o.A., Working 
Notes of AAAI 1998 Fall Symposium, S. 17-24, Menlo Park: AAAI Press. 

[CKL94] A. R. Cassandra, L. P. Kaelbling, M. L. Littman, 1994, Acting Optimally in 
Partially Observable Stochastic Domains. In: o.A., Proc. of the 12th National 
Conference on Artificial Intelligence, S. 1023 – 1028, Menlo Park: AAAI Press. 

[Cha+01] I. Chadès et al., 2001, Markov Decision Processes Toolbox. Internet: 
http://www7.inra.fr/mia/T/MDPtoolbox/, Stand: 20. Januar 2014, Letzter Abruf: 
07. Februar 2014 00:30.  

[CSM10] W. K. V. Chan, Y.-J. Son, C. M. Macal, 2010, Agent-based Simulation Tutorial – 
Simulation of Emergent Behavior and Differences between Agent-Based 
Simulation and Discrete-Event Simulation. In: B. Johansson et al. (Hrsg), Proc. of 
the 2010 Winter Simulation Conference, S. 135 – 150, Washington D. C.: IEEE 
Computer Society.   

[CSZ06] O. Chapelle, B. Schölkopf, A. Zien, 2006, Introduction to Semi-Supervised 
Learning. In: O. Chapelle, B. Schölkopf, A. Zien, (Hrsg.), Semi-Supervised 
Learning, S. 1 – 12, Cambridge: MIT-Press. 

[CCD12] S.-H. Chen, C.-L. Chang, Y.-R. Du, 2012, Agent-based economic models and 
econometrics. In: The Knowledge Engineering Review, Vol. 27, Nr. 2 / Juni 2012, 
S. 187 – 219, Cambridge: Cambridge University Press. 

[Che+07] X. Chen et al., 2007, A Survey of Open Source Data Mining Systems. In: T. 
Washio et al. (Hrsg.), Emerging Technologies in Knowledge Discovery and Data 
Mining, S. 3 – 14, Berlin: Springer-Verlag.  



165 

[Che+09] B. H. C. Cheng et al., 2009, Software Engineering for Self-Adaptive Systems: A 
Research Roadmap. In: B. H. C. Cheng et al., Software Engineering for Self-
Adaptive Systems, S. 1 – 26, Berlin: Springer-Verlag. 

[Chr92] L. Chrisman, 1992, Reinforcement Learning with Perceptual Aliasing: The 
Perceptual Distinctions Approach. In: o.A., Proc. of the 10th National Conference 
on Artificial Intelligence, S. 183 – 188, Menlo Park: AAAI Press. 

[CCC91] L. Chrisman, R. Caruana, W. Carriker, 1991, Intelligent Agent Design Issues: 
Internal State and Incomplete Perception. In: o.A., Working Notes of AAAI 1998 
Fall Symposium, S. 18 – 25, Menlo Park: AAAI Press. 

[CB98] C. Claus, C. Boutilier, 1998, The Dynamics of Reinforcement Learning in 
Cooperative Multiagent Systems. In: o.A., Proc. of  the AAAI-97 Workshop on 
Multiagent Learning, S. 746 – 752, Menlo Park: AAAI Press. 

[CMY07] J. D. Cohen, S. M. McClure, A. J. Yu, 2007, Should I stay or should I go? How the 
human brain manages the trade-off between exploitation and exploration. In: 
Philosophical Transactions B: Biological Sciences, Vol. 362, Nr. 1481 / Mai 2007, 
S. 933-942, London: Royal Society Publishing. 

[Com05] F. de Comité, 2005, A Java Platform for Reinforcement Learning Experiments. In: 
o.A., Les Cinquièmes Journées Problèmes Décisionnels de Markov et Intelligence 
Artificielle, S. 100 – 107, Lille: Groupe de Recherche sur l'Apprentissage 
Automatique. 

[CL12] A. Constandache, F. Leon, 2012, A .Net Reinforcement Learning Platform for 
Multiagent Systems. Technical Report, Gheorghe Asachi Technical University, 
Iaşi. 

[CHQ08] G. de Cooman, F. Hermans, E. Quaeghebeur, 2008, Sensitivity Analysis for Finite 
Markov Chains in Discrete Time. In: D. A. McAllester, P.  Myllymäki (Hrsg.), 
Proc. of the 24th Conference in Uncertaintyin Artificial Intelligence, S. 129 – 136, 
Helsinki: AUAI-Press. 

[Cop04] B. Coppin, 2004, Artificial Intelligence Illuminated. Sudbury: Jones and Bartlett 
Publishers. 

[Cor+01] T. H. Cormen et al., 2001, Introduction to Algorithms. 2. Auflage, Cambridge: 
MIT Press. 

[Cor70] W. Correll, 1970, Lern-Psychologie – Grundfragen und pädagogische 
Konsequenzen der neueren Lernpsychologie. 8. Auflage, Donauwörth: Ludwig 
Auer. 

[Cor10] R. E. Cory, 2010, Supermaneuverable Perching. Diss., Massachusetts Institute of 
Technology, Boston. 

[Cot+02] G. Cotrell et al., 2002, Imitative Policies for Reinforcement Learning. Technical 
Report, University of California, San Diego. 



166 

[CB96] R. H. Crites, A. G. Barto, 1996, Improving Elevator Performance Using 
Reinforcement Learning. In: D. Touretzky, M. C. Mozer, M. E. Hasselmo (Hrsg.), 
Advances in Neural Information Processing Systems 8, S. 1017 – 1023, 
Cambridge: MIT Press. 

[Das+99] T. K. Das, 1999, Solving Semi-Markov Decision Problems Using Average Reward 
Reinforcement Learning. In: Management Science, Vol. 45, Nr. 4 / April 1999, S. 
560 – 574, Catonsville: INFORMS.  

[DDM04] M. Dastani, F. Dignum, J.-J. Meyer, 2004, Autonomy and Agent Deliberation. In: 
M. Nickles, M. Rovatsos, G. Weiß (Hrsg.), Agents and Computational Autonomy - 
Potential, Risks and Solutions, S. 114 – 127, Berlin: Springer-Verlag. 

[Dav+07] P. Davidson et al., 2007, Applications of Agent Based Simulation. In: L. Antunes, 
K. Takadama (Hrsg.), Multi-Agent-Based Simulation VII, S. 15 – 27, Berlin: 
Springer-Verlag. 

[DK79] R. Dawkins, J. R. Krebs, 1979, Arms races between and within species. In: Proc. of 
the Royal Society – Series B (Biological Sciences), Vol. 205, Nr. 1161 / September 
1979, S. 489 – 511, London: Royal Society Publishing. 

[DH93] P. Dayan, G. E. Hinton, 1993, Feudal Reinforcement Learning. In: S. J. Hanson, J. 
D. Cowan, C. L. Giles (Hrsg.), Advances in Neural Information Processing 
Systems 5, S. 271 – 278, San Francisco: Morgan Kaufmann. 

[Dej06] K. A. De Jong, 2006, Evolutionary Computation – A Unified Approach. 
Cambridge: MIT Press. 

[Dem95] Y. Demazeau, 1995, From interaction to collective behaviour in agent-based 
systems. In: o.A., Proc. of the 1st European Conference on Cognitive Science, S. 
117 – 132, o.A. 

[Den12] N. Denz, 2012, Process-Oriented Analysis and Validation of Multi-Agent-Based 
Simulations. Diss, Universität Hamburg, Hamburg. 

[Die06] R. Diestel, 2006, Graphentheorie. 3. Auflage, Berlin: Springer-Verlag. 

[Die97] T. G. Dietterich, 1997, Machine Learning Research: Four Current Directions. In: 
AI Magazine, Vol. 18, Nr. 4 / Winter 1997, S. 97 – 136, Menlo Park: AAAI Press. 

[Die00] T. G. Dietterich, 2000, Hierarchical reinforcement learning with the MAXQ value 
function decomposition. In: Journal of Artificial Intelligence Research, Vol. 13, Nr. 
1 / Juli 2000, S. 227 – 303, Menlo Park: AAAI Press. 

[Die02] T. G. Dietterich, 2002, Machine Learning for Sequential Data: A Review. In: T. 
Caelli et al. (Hrsg.), Structural, Syntactic, and Statistical Pattern Recognition, S. 15 
– 30, Berlin: Springer-Verlag. 



167 

[DF97] T. G. Dietterich, N. S. Flann, 1997, Explanatory–Based Learning and 
Reinforcement Learning: A Unified View. In: A. Prieditis, S. J. Russell (Hrsg.), 
Machine Learning, S. 176 – 184, San Francisco: Morgan Kaufmann. 

[Dij59] E. W. Dijkstra, 1959, A Note on Two Problems in Connexion with Graphs. In: 
Numerische Mathematik, Vol. 1, Nr. 1 / Januar – Dezember, S. 269 – 271, Berlin: 
Springer-Verlag. 

[DMK00] K. R. Dixon, R. J. Malak, P. K. Khosla, 2000, Incorporating Prior Knowledge and 
Previously Learned Information into Reinforcement Learning. Technical Report, 
Carnegie Mellon University, Pittsburgh. 

[Don+05] B. F. van Dongen et al., 2005, The ProM Framework: A New Era in Process 
Mining Tool Support. In: G. Ciardo, P. Darondeau (Hrsg.), Applications and 
Theory of Petri Nets 2005, S. 444 – 454, Berlin: Springer-Verlag. 

[Doy96] K. Doya, 1996, Temporal difference learning in continous time and space. In: D. 
Touretzky, M. C. Mozer, M. E. Hasselmo (Hrsg.), Advances in Neural Information 
Processing Systems 8”, S. 640 – 646, Cambridge: MIT Press. 

[DFD12] D. C. Duro, S. E. Franklin, M. G. Dubé, 2012, A comparison of pixel-based and 
object-based image analysis with selected machine learning algorithms for the 
classification of agricultural landscapes using SPOT-5 HRG imagery. In: Remote 
Sensing of the Environment, Vol. 118, Nr. 1 / März 2012, S. 259 – 272, 
Amsterdam: Elsevier. 

[Dut00] A. Dutech, 2000, Solving POMDPs using selected past events. In: W. Horn 
(Hrsg.), Proc. of the 14th European Conference on Artificial Intelligence. S. 281 – 
285, Amsterdam: IOS Press. 

[Ede00] W. Edelmann, 2000, Lernpsychologie. 6. Auflage, Weinheim: Verlagsgruppe 
Beltz.  

[EW12] W. Erdmann, S. Wittmann, 2012, Lernpsychologie. 7. Auflage, Weinheim: Beltz 
Verlag. 

[EGW05] D. Ernst, P. Geurts, L. Wehenkel, 2005, Tree-Based Batch Mode Reinforcement 
Learning. In Journal of Machine Learning Research, Vol. 6, Nr. 4 / April 2005, S. 
503 – 556, Brookline: Microtome Publishing. 

[Ero04]   M. Eronen, 2004, Emergence in the Philosophy of Mind. MSc, University of 
Helsinki, Helsinki. 

[Ert11] W. Ertel, 2011, Introduction to Artificial Intelligence. Berlin: Springer-Verlag. 

[Ert+09] W. Ertel et al., 2009, The Teaching-Box: A Universal Robot Learning Framework. 
In: o.A., Proc. of the 14th Int. Conference on Advanced Robotics, S. 191 – 196, 
Washington D.C.: IEEE Computer Society.   



168 

[EM03] E. Even-Dar, Y. Mansour, 2003, Learning Rates for Q-Learning. In: Journal of 
Machine Learning Research, Vol. 5, Nr. 1 / Januar 2003, S. 1 – 25, Cambridge: 
MIT Press. 

[EKM04] E. Even-Dar, S. M. Kakade, Y. Mansour, 2004, Experts in a Markov Decision 
Process. In: L. K. Saul, Y. Weiss, L. Bottou (Hrsg.), Advances in Neural 
Information Processing Systems 17, S. 401 – 408, Cambridge: MIT-Press. 

[FP09] M. M. Fard, J. Pineau, 2009, MDPs with Non-Deterministic Policies. In: D. Koller 
et al. (Hrsg.), Advances in Neural Information Processing Systems 21, S. 1065 – 
1072, Cambridge: MIT Press. 

[FQS09] I. Fasel, M. Quinlan, P. Stone, 2009, A Task Specification Language for Bootstrap 
Learning. In: o.A. AAAI Spring 2009 Symposium on Agents that Learn from 
Human Teachers, s. p., Menlo Park: AAAI Press. 

[Fer01] J. Ferber, 2001, Multiagentensysteme – Eine Einführung in die Verteilte 
Intelligenz. München: Addison-Wesley. 

[FGM04] J. Ferber, O. Gutknecht, F. Michel, 2004, From Agents to Organizations: an 
Organizational View of Multi-Agent Systems. In: P. Giorgini, J. Müller, J. Odell 
(Hrsg.),  Agent-Oriented Software Engineering IV, S. 214 – 230, Berlin: Springer-
Verlag. 

[Fer92] I. A. Ferguso, 1992, ToruingMachines: an architecture for dynamic, rational, 
mobile agents. Diss., University of Cambridge, Cambridge. 

[FP98] S. G. Ficici, J. B. Pollack, 1998, Challenges in Coevolutionary Learning: Arms-
race Dynamics, Open-Endedness, and Mediocre Stable States. In: C. Adami et al. 
(Hrsg.), Proc. of the 6th Int. Conference on Artificial Life, S. 238 – 247, 
Cambridge: MIT Press.  

[FE08] J. E. Fieldsend, R. M. Everson, 2008, Multiobjective Supervised Learning. In: J. 
Knowles et al. (Hrsg.), Multiobjective Problem Solving from Nature, S. 155 – 176, 
Berlin: Springer-Verlag. 

[Fis+99] M. Fisher et al., 1999, Methodological Foundations for Agent-Based Systems. In: 
The Knowledge Engineering Review, Vol. 12, Nr. 3 / September 1997, S. 323 – 
329, New York: Cambr  

[FT00] D. Fitoussi, M. Tennenholtz, 2000, Choosing social laws for multi-agent systems: 
minimality and simplicity. In: Artificial Intelligence, Vol. 119, Nr. 1 – 2 / Mai 
2000, S. 61 – 101, Amsterdam: Elsevier. 

[FCA99] D. B. Fogel, K. Chellapilla, P. J. Angeline, 1999, Inductive Reasoning and 
Bounded Rationality Reconsidered. In: IEEE Transactions on Evolutionary 
Computation, Vol. 3, Nr. 2 / Juli 1999, S. 142 – 146, Washington D.C.: IEEE 
Computational Intelligence Society. 

[Fol11] M. Foltin, 2011, Automated Maze Generation and Human Interaction. Diplom-
Arbeit, Masarykova Univerzita, Brünn. 



169 

[Fos99] D. P. Foster, 1999, Regret in the On-Line Decision Problem. In: Games and 
Economic Behavior, Vol. 29, Nr. 1 – 2 / Oktober 1999, S. 7 – 35, Amsterdam: 
Elsevier. 

[FY01] D. P. Foster, H. P. Young, 2001, On the Impossibility of Predicting the Behavior of 
Rational Agents. In: Proc. of the National Academy of Sciences of the USA, Vol. 
98, Nr. 22 / Oktober 2001, S. 12848 – 12853, Washington D.C.: National Academy 
of Sciences. 

[Fra99] U. Frank, 1999, Componentware – Software-technische Konzepte und 
Perspektiven für die Gestaltung betrieblicher Informationssysteme. In: Information 
Management & Consulting, Vol. 14, Nr. 2 / Sommer 1999, S. 11 – 18, 
Saarbrücken: IMC.  

[FG97] S. Franklin, A. Graesser, 1997, Is it an agent, or just a program? A taxonomy for 
autonomous agents. In: J. P. Müller, M. J. Wooldrigde, N. R. Jennings (Hrsg.), 
Intelligent Agents III – Agent Theories, Architectures and Languages”, S. 21 – 35, 
Berlin: Springer-Verlag. 

[FL92] D. Fudenberg, D. K. Levine, 1992, The Theory of Learning in Games. Cambridge: 
MIT Press. 

[FL95] D. Fudenberg, D. K. Levine, 1995, Consistency and Cautious Fictious Play. In: 
Journal of Economic Dynamics and Control, Vol. 19, Nr. 5 – 7 / Herbst 1995, S. 
1065 – 1089, Amsterdam: Elsevier. 

[FL07] C. Fyfe, P. L. Lai, 2007, Reinforcement Learning Reward Functions for 
Unsupervised Learning. In: D. Liu et al. (Hrsg.), Proc. of the 4th Int. Symposium 
on Neural Networks – Part 1, S. 397 – 402, Berlin: Springer-Verlag. 

[GWZ99] C. Gaskett, D. Wettergreen, A. Zelinsky, 1999, Q-Learning in Continuous State 
and Action Spaces. In: N. Y. Foo (Hrsg.), Advanced Topics in Artificial 
Intelligence”, S. 417 – 428, Berlin: Springer-Verlag. 

[GKK04] I. Gerdes, F. Klawonn, R. Kruse, 2004, Evolutionäre Algorithmen. Wiesbaden: 
Friedr. Vieweg & Sohn Verlag. 

[Gha03] Z. Ghahramani, 2003, Unsupervised Learning. In: O. Bousquet, U. von Luxburg, 
G. Rätsch (Hrsg.), Advanced Lectures on Machine Learning, S. 72 – 112, Berlin: 
Springer-Verlag. 

[Gia+09] P. Giannozzi et al., 2009, Quantum ESPRESSO: a modular and open-source 
software project for quantum simulations of materials. In: Journal of Physics: 
Condensed Matter, Vol. 21, Nr. 39, s. p., Bristol: IOP Publishing. 

[GK09] E. R. Gomes, R. Kowalczyk, 2009, Dynamic Analysis of Multiagent Q-learning 
with ε-greedy exploration. In: A. P. Danyluk, L. Bottou, M. L. Littman (Hrsg.), 
Machine Learning, Madison: Omnipress. 

[Gor07] G. J. Gordon, 2007, Agendas for multi-agent learning. In: Artificial Intelligence, 
Vol. 171, Nr. 7 / Mai 2007, S. 392 – 401, Amsterdam: Elsevier. 



170 

[Gor12] N. A. Gorski, 2012, Learning to Use Memory. Diss., University of Michigan, Ann 
Arbor. 

[Gos09] A. Gosavi, 2009, Reinforcement Learning: A Tutorial Survey and Recent 
Advances. In: INFORMS Journal on Computing, Vol. 21, Nr. 2 / Frühling 2009, S. 
178 – 192, Hanover: Institute for Operations Research and the Management 
Sciences.  

[Gou04] A. Gouaich, 2004, Requirements for Achieving Software Agents Autonomy and 
Defining their Responsibility. In: M. Nickles, M. Rovatsos, G. Weiß (Hrsg.), 
Agents and Computational Autonomy - Potential, Risks and Solutions, S. 128 – 
139, Berlin: Springer-Verlag. 

[GRS90] J. Grefenstette, C. L. Ramsey, A. C. Schultz, 1990, Learning Sequential Decision 
Rules Using Simulation Models and Competition. In: Machine Learning, Vol. 5, 
Nr. 4 / Oktober 1990, S. 355 – 381, Berlin: Springer-Verlag. 

[GVS10] M. Guillaumin, J. Verbeek, C. Schmid, 2010, Multimodal semi-supervised learning 
for image classification. In: o.A., Proc. of the 2010 IEEE Conference on Computer 
Vision and Pattern Recognition, S. 902 – 909, Washington D. C.: IEEE Computer 
Society. 

[Gün+06] C. W. Günther et al., 2006, Change Mining in Adaptive Process Management 
Systems. In: R. Meersman et al. (Hrsg.), On the Move to Meaningful Internet 
Systems 2006: CoopIS, DOA, GADA, and ODBASE, S. 309 – 326, Berlin: 
Springer-Verlag. 

[HW08] J. D. Halley, D. A. Winkler, 2008, Classification of Emergence and its Relation to 
Self-Organization. In: Wiley Periodicals, Vol. 13, Nr. 5 / Mai – Juni 2008, S. 10 – 
15, Piscataway: John Wiley & Sons. 

[HB11] H. Hammarström, L. Borin, 2011, Unsupervised learning of morphology. In: 
Computational Linguistics, Vol. 37, Nr. 2 / Juni 2011, S. 309 – 350, Cambridge: 
MIT-Press.  

[Has03] S. W. Hasinoff, 2003, Reinforcement Learning for Problems with Hidden State. 
Technical Report, University of Toronto, Toronto. 

[Has11] H. van Hasselt, 2011, Insights in Reinforcement Learning - Formal analysis and 
empirical evaluation of temporal-difference learning algorithms. Diss., Utrecht: 
Universiteit Utrecht. 

[Has12] H. van Hasselt, 2012, Reinforcement Learning in Continous State and Action 
Spaces. In: M. Wiering, M. van Otterlo (Hrsg.), Reinforcement Learning – State of 
the Art, S. 207 – 251, Berlin: Springer-Verlag. 

[Hau+98] M. Hausknecht et al., 1998, Hierarchical Solution of Markov Decision Processes 
using Macro-actions. In: G. F. Cooper, S. Moral (Hrsg.), Proc. of the 14th 
Conference on Uncertainty in Artificial Intelligence, S. 220 – 229, San Francisco: 
Morgan Kaufmann. 



171 

[Hay95] B. Hayes-Roth, 1995, An Architecture for Adaptive Intelligent Systems. In: 
Artificial Intelligence, Vol. 72, Nr. 1-2 / Januar 1995, S. 329 – 365, Amsterdam: 
Elsevier.  

[Hea10] B. L. Heath, 2010, The History, Philosophy, and Practice of Agent-Based 
Modeling and the Development of the Conceptual Model for Simulation Diagram. 
Diss., Wright State University, Dayton. 

[HZ10] I. Hegny, A. Zoitl, 2010, Component-based Simulation Framework for Production 
Systems. In: o.A., Proc. of the 2010 IEEE International Conference on Industrial 
Technology, S. 1020 – 1025, Los Alamitos: IEEE Press. 

[HLG08] J. Henderson, O. Lemon, K. Georgila, 2008, Hybrid Reinforcement/Supervised 
Learning of Dialogue Policies from Fixed Data Sets. In: Computational 
Linguistics, Vol. 34, Nr. 4 / December 2008, S. 487 – 511, Cambridge: MIT Press. 

[Hen12] B. Hengst, 2012, Hierarchical Approaches. In: M. Wiering, M. van Otterlo (Hrsg.), 
Reinforcement Learning – State of the Art, S. 293 – 323, Berlin: Springer-Verlag.  

[Her+07] H. J. van den Herik et al., 2007, Multi-agent Learning Dynamics: A Survey. In: M. 
Klusch et al. (Hrsg.), Cooperative Information Agents XI, S. 36 – 56, Berlin: 
Springer-Verlag. 

[HS12] T. Hester, P. Stone, 2012, Learning and Using Models. In: M. Wiering, M. van 
Otterlo (Hrsg.), Reinforcement Learning – State of the Art, S. 111 – 141, Berlin: 
Springer-Verlag. 

[Hic+08] C. P. Hickman et al., 2008, Zoologie, 13. Auflage, München: Pearsib Education 
Deutschland.  

[Hol92] J. H. Holland, 1992, Adaptation in natural and artificial systems. 2. Auflage, 
Cambridge: MIT Press. 

[Hol98] J. H. Holland, 1998, Emergence: From Chaos to Order. New York: Perseus Books. 

[Hol06] J. H. Holland, Studying Complex Adaptive Systems. In: Journal of Systems 
Science and Complexity, Vol. 19, Nr. 1 / März 2006, S. 1 – 8, Berlin: Springer-
Verlag. 

[Hol96] O. E. Holland, 1996, Multiagent systems: Lessons from social insects and 
collective robotics. In: S. Sen (Hrsg.), Adaptation, Coevolution and Learning in 
Multiagent Systems: Papers from the 1996 AAAI Spring Symposium, S. 57 – 62, 
Menlo Park: AAAI Press. 

[HG03] M. J. Holler, G. Illing, 2003, Einführung in die Spieltheorie. 5. Auflage, Berlin: 
Springer-Verlag. 

[HW09] C. Hommes, F. Wagener, 2009, Complex Evolutionary Systems in Behavioral 
Finance. In: T. Hens, K. R. Schenk-Hoppé (Hrsg.), Handbook of Financial 
Markets: Dynamics and Evolution, S. 217 – 276, Amsterdam: Elsevier. 



172 

[HBL01] B. Horling, B. Benyo, V. Lesser, 2001, Using Self-Diagnosis to Adapt 
Organizational Structures. In: J. P. Muller et al. (Hrsg.), Proc. of the 5th Int. 
Conference on Autonomous agents, S. 529 – 536, New York: Association for 
Computing Machinery. 

[Hoy94] P. Hoyningen-Huene, 1994, Zu Emergenz, Mikro- und Makrodetermination. In: W. 
Lübbe (Hrsg.), Kausalität und Zurechnung, S. 165 – 195, Berlin: De Gruyter. 

[How60] R. A. Howard, 1960, Dynamic Programming and Markov Processes. Cambridge: 
MIT-Press. 

[Hu99] J. Hu, 1999, Learning in Dynamic Noncooperative Multiagent Systems. Diss., 
University of Michigan, Ann Arbor. 

[HW01] J. Hu, M. P. Wellman, 2001, Online Learning about Other Agents in a Dynamic 
Multiagent System. In: Journal of Cognitive System Research, Vol. 2, Nr. 1 / April 
2001, S. 67 – 79, Amsterdam: Elsevier. 

[JSJ95] T. Jaakkola, S. P. Singh, M. L. Jordan, 1995, Reinforcement Learning Algorithm 
for Partially Observable Markov Decision Problems. In: G. Tesauro, D. S. 
Touretzky, T. K. Leen (Hrsg.), Advances in Neural Information Processing 
Systems 7, S. 345 – 352, Cambridge: MIT-Press. 

[Jas05] H. Jaskolski, 2005, Das Labyrinth – Symbol für Angst, Wiedergeburt und 
Befreiung, Internet: http://www.jaskolski.de/labyr.htm, Stand: 01.01.2005, Letzter 
Abruf: 16.05.2013, 12:00.  

[JSW98] N. R. Jennings, K. Sycara, M. Wooldridge, 1998, A Roadmap of Agent Research 
and Development. In: Autonomous Agents and Multi-Agent Systems, Vol. 1, Nr. 1 
/ März 1998, S. 7 – 38, Dordrecht: Springer Netherlands. 

[Kae93a] L. P. Kaelbling, 1993, Learning to achieve goals. In: o.A., Proc. of the 13th Int. 
Joint Conference on Artificial Intelligence, S. 1094 – 1098, San Francisco: Morgan 
Kaufmann. 

[KLM96] L. P. Kaelbling, M. L. Littman, A. Moore, 1996, Reinforcement Learning – A 
survey. In: Journal of Artificial Intelligence Research, Vol. 4, Nr. 1 / 1998, S. 237 – 
285, Menlo Park: AAAI Press. 

[KLC98] L. P. Kaelbling, M. L. Littman, A. Cassandra, 1998, Planning and Acting in 
Partially Observable Stochastic Domains. In: Artificial Intelligence, Vol. 101, Nr. 1 
/ 1998, S. 99 – 134, Amsterdam: Elsevier. 

[Kap10] J. Kapitanova, 2010, Regeln in sozialen Systemen. Berlin: Springer-Verlag. 

[KO04] F. Kaplan, P.-Y. Oudeyer, 2004,Maximizing learning progress: an internal reward 
system for development. In: F. Iida et al. (Hrsg.), Embodied Artificial Intelligence, 
S. 259 – 270, Berlin: Springer-Verlag, 

[Kim+04] J.-H. Kim et al., 2004, Soccer Robotics. Berlin: Springer-Verlag.  



173 

[Kin+09] J. G. King et al., 2009, A component-based extension framework for large-scale 
parallel simulations in NEURON. In: Frontiers in Neuroinformatics, Vol. 3, Nr. 4 / 
April 2009, S. 1 – 11, Lausanne: Frontiers Media. 

[KA06] D. Klabjan, D. Adelman, 2006, Existence of Optimal Policies for Semi-Markov 
Decision Processes Using Duality for Infinite Linear Programming. In: SIAM 
Journal on Control and Optimization, Vol. 44, Nr. 6 / Januar – Februar 2006, S. 
2104 – 2122, Philadelpia: Society for Industrial and Applied Mathematics. 

[Klü00] F. Klügl, 2000, Aktivitätsbasierte Verhaltensmodellierung und ihre Unterstützung 
bei Multiagentensimulationen. Diss., Julius–Maximilians–Universität, Würzburg. 

[Klü08] F. Klügl, 2008, A Validation Methodology for Agent-based Simulations. In: o.A., 
Proc. of the 2008 ACM Symposium on Applied Computing, S. 29 – 43, New York: 
Association for Computing Machinery 

[Kna02] N. Knaak, 2002, Konzepte der agentenbasierten Simulation und ihre Umsetzung im 
Rahmen des Simulationsframeworks DESMO-J. Diplomarbeit, Universität 
Hamburg, Hamburg. 

[KKP05] N. Knaak, W. Kreutzer, B. Page, 2005, Multi-Agent-Based Simulation (MABS). 
In: B. Page, W. Kreutzer (Hrsg.), The Java Simulation Handbook, S. 339 – 371, 
Aachen: Shaker-Verlag.  

[Kna+03] N. Knaak et al., 2003, Agentenbasierte Simulation nachhalitger Logistikkonzepte 
für Stadtkurierdienste – Methoden, Werkzeuge und Anwendung. Technischer 
Bericht B-260, Universität Hamburg, Hamburg. 

[KS12] B. Knox, P. Stone, 2012, Reinforcement Learning from Simultaneous Human and 
MDP Reward. In: W. van der Hoek et al. (Hrsg.), Proc. of the 11th Int. Conference 
on Autonomous Agents and Multiagent Systems - Volume 1, S. 475 – 482, 
Richland: Int. Foundation for Autonomous Agents and Multiagent Systems. 

[KP12] J. Kober, J. Peters, 2012, Reinforcement Learning in Robotics: A Survey. In: M. 
Wiering, M. van Otterlo (Hrsg.), Reinforcement Learning – State of the Art, S. 539 
– 577, Berlin: Springer-Verlag. 

[Kor02]  A. Kornstädt, 2002, Ein Einschubsystem für die musikwissenschaftliche Analyse 
basierend auf einem Ansatz zur bruchlosen Modellierung von 
Anwendungsfamilien mitRahmenwerken und Komponenten. Diss., Universität 
Hamburg, Hamburg. 

[KH99] K. Kostiadis, H. Hu, 1999, Reinforcement Learning and Co-operation in a 
Simulated Multi-agent System. In: o.A., Proc. of the 1999 Int.Conference on 
Intelligent Robots & Systems, S. 990 – 995, Los Alamitos: IEEE Press. 

[KE11] T. Kovacs, R. Egginton, 2011, On the analysis and design of software for 
reinforcement learning, with a survey of existing systems. In: Machine Learning, 
Vol. 84, Nr. 1 – 2 / Juli 2011, S. 7 – 49, Berlin: Springer-Verlag. 



174 

[Kru56] J. B. Kruscal, 1956, On the Shortest Spanning Subtree of a Graph and the 
Traveling Salesman Problem. In: Proc. of the American Mathematical Society, 
Vol. 7, Nr. 1 / Februar 1956, S. 48 – 50, Providence: American Mathematical 
Society. 

[Kru06] S. Kruse, 2006, Konzeption und prototypische Implementierung neuer 
Verhandlungsstrategien für eine agentenbasierte Simulationsumgebung. 
Diplomarbeit, Universität Hamburg, Hamburg. 

[Küh+10] R. Kühn et al., 2010, Adaptivity and Learning – An Interdisciplinary Debate. In: R. 
Kühn et al. (Hrsg.), Adaptivity and Learning – An Interdisciplinary Debate, S. 1 – 
4, Berlin: Springer-Verlag. 

[Lai+12] J. E. Laird et al., 2012, Cognitive Robotics Using the Soar Cognitive Architecture. 
AAAI Technical Report WS-12-06, Association for the Advancement of Artificial 
Intelligence, Menlo Park.  

[Lan98] P. L. Lanzi, 1998, An Analysis of the Memory Mechanism of XCSM. In: J. R. 
Koza et al. (Hrsg.), Proc. of the 3rd Genetic Programming Conference, S. 643 – 
651, San Francisco: Morgan Kaufman.  

[Lan00] P. L. Lanzi, 2000, Adaptive Agents with Reinforcement Learning and Internal 
Memory. In: J.-A. Meyer et al. (Hrsg.), From Animals to Animats 6 - Proc. of the 
6th Int. Conference on the Simulation of Adaptive Behavior, S. 333 – 342, 
Cambridge: MIT-Press. 

[Lan05]  P. L. Lanzi, 2005, Learning Classifier Systems: A Reinforcement Learning 
Perspective. In: L. Bull, T. Kovacs (Hrsg.), Foundations of Learning Classifier 
Systems, S. 267 – 284, Berlin: Springer-Verlag. 

[LR00] M. Lauer, M. Riedmiller, 2000, An algorithm for distributed reinforcement 
learning in cooperative multi-agent systems. In: P. Langeley (Hrsg.), Proc. of the 
17th Int. Conference on Machine Learning”, S. 535 – 542, San Francisco: Morgan 
Kaufman. 

[Laz12] A. Lazaric, 2012, Transfer in Reinforcement Learning: A Framework and a 
Survey. In: M. Wiering, M. van Otterlo (Hrsg.), Reinforcement Learning – State of 
the Art, S. 143 – 173, Berlin: Springer-Verlag. 

[LRB07] A. Lazaric, M. Restelli, A. Bonarini, 2007, Reinforcement Learning in Continuous 
Action Spaces through Sequential Monte Carlo Methods. In: J. C. Platt et al. 
(Hrsg.), Advances in Neural Information Processing Systems 20, S. 833 – 840, 
Cambridge: MIT Press. 

[Lee02] M. Lees, 2002, A history of the Tileworld agent testbed. Technical Report 
NOTTCS-WP-2002-1, University of Nottingham, Nottingham. 

[Len02] M. Lenzen, 2002, Natürliche und künstliche Intelligenz – Einführung in die 
Kongnitionswissenschaft. Frankfurt am Main: Campus Verlag 



175 

[Li09] L. Li, 2009, A Unifying Framework for Computational Reinforcement Learning 
Theory. Diss., State University of New Jersey, New Brunswick. 

[LYX11] Y. Li, B. Yin, H. Xi, 2011, Finding optimal memoryless policies of POMDPs 
under the expected average reward criterion. In: European Journal of Operational 
Research, Vol. 211, Nr. 3 / Juni 2011, S. 556 – 567, Amsterdam: Elsevier. 

[LM92] L.-J. Lin, T. M. Mitchell, 1992, Memory approaches to Reinforcement Learning in 
Non-Markovian Domains. Technical Report, Carnegie Mellon University, 
Pittsburgh. 

[Lin10] J. Lindemann, 2010, Konzeption und Evaluation lernfähiger Agenten in Irrgärten 
als exemplarische Instanz einer Simulation von adaptiven Ansätzen. Bac., 
Universität Hamburg, Hamburg. 

[Lis10] V. D. Liseikin, 2010, Grid Generation Methods. 2. Auflage, Berlin: Springer-
Verlag. 

[Lit94a] M. L. Littman, 1994, Memoryless Policies: Theoretical Limitations and Practical 
Resulsts. In: D. Cliff et al. (Hrsg.), From Animals to Animats 3: Proc. of the 3rd 
Int. Conference on Simulation of Adaptive Behavior, S. 238 – 245, Cambridge: 
MIT-Press. 

[Lit94b] M. L. Littman, 1994, Markov games as a framework for multi-agent reinforcement 
learning. In: W. W. Cohen, H. Hirsh (Hrsg.), Machine Learning, S. 157 – 163, San 
Francisco: Morgan Kaufmann. 

[Lit96] M. L. Littman, 1996, Algorithms for Sequential Decision Making. Diss., Brown 
University, Providence.  

[LCK95] M. L. Littman, A. R. Cassandra, L. P. Kaelbling, 1995, Learning policies for 
partially observable environments: Scaling up. In: A. Prieditis, S. Russell (Hrsg.), 
Proc. of the 12th Int. Conference on Machine Learning, S. 362 – 370, San 
Francisco: Morgan Kaufmann. 

[LDK95] M. L. Littman, T. L. Dean, L. P. Kaelbling, 1995, On the complexity of solving 
Markov decision problems. In: P. Besnard, S. Hanks (Hrsg.), Proc. of the 11th 
Annual Conference on Uncertainty in Artificial Intelligence, S. 394 – 402, San 
Francisco: Morgan-Kaufman. 

[LBM10] D. J. Lizotte, M. Bowling, S. A. Murphy, 2010, Efficient Reinforcement Learning 
with Multiple Reward Functions for Randomized Controlled Trial Analysis. In: J. 
Fürnkranz, T. Joachims (Hrsg.), Proc. of the 27th Int. Conference on Machine 
Learning, S. 695-702, Madison: Omnipress. 

[LS98] J. Loch, S. Singh, 1998, Using Eligibility Traces to Find the Best Memoryless 
Policy in Partially Observable Markov Decision Processes. In: J. W. Shavlik 
(Hrsg.), Proc. of the 15th Int. Conference on Machine Learning, S. 323 – 331, San 
Francisco: Morgan Kaufmann. 



176 

[Lov91] W. S. Lovejoy, 1991, A survey of algorithmic Methods for Partially Observed 
Markov Decision Processes. In: Annals of Operations Research, Vol. 28, Nr. 1 / 
Dezember 1991, S. 47 – 65, Berlin: Springer-Verlag. 

[Lus01] C. Lusena, 2001, Finite Memory Policies for Patrially Observable Markov 
Decision Processes. Diss., University of Kentucky, Lexington. 

[MN05] C. M. Macal, M. J. North, 2005, Tutorial on Agent-Based Modeling and 
Simulation. In: M. E, Kuhl et al. (Hrsg.), Proc. of the 2005 Winter Simulation 
Conference, S. 2 – 15, Washington D. C.: IEEE Computer Society. 

[MN08] C. M. Macal, M. J. North, 2008, Agent-Based Modeling and Simulation: ABMS 
Examples. In: S. J. Mason et al. (Hrsg.), Proc. of the 2008 Winter Simulation 
Conference, S. 101 – 112, Washington D. C.: IEEE Computer Society. 

[MN11] C. M. Macal, M. J. North, 2011, Introductory Tutorial: Agent-Based Modeling and 
Simulation. In: S. Jain et al. (Hrsg.), Proc. of the 2011 Winter Simulation 
Conference, S. 1456 – 1469, Washington D. C.: IEEE Computer Society 

[MS94] R. Maclin, J. W. Shavlik, 1994, Incorporating Advice into Agents that Learn from 
Reinforcements. In: o.A., Proc. of the 12th National Conference on Artificial 
Intelligence, S. 694 – 699, Menlo Park: AAAI Press. 

[Mae91] P. Maes, 1991, The Agent Network Architecture (ANA). In: ACM SIGART 
Bulletin, Vol. 2, Nr. 4 /  August 1991, S. 115 – 120, New York: Association for 
Computing Machinery.  

[Mae94] P. Maes, 1994, Modeling Adaptive Autonomous Agents. In: Artificial Life, Vol. 1, 
Nr. 1-2 / Herbst 1993 - Winter 1994, S. 135 – 162, Cambridge: MIT-Press.  

[MB94] P. Maes, R. A. Brooks, 1994, Learning to Coordinate Behaviors. In: T. Dietterich, 
W. Swartout (Hrsg.), Proc. of the 8th National Conference on Artificial 
Intelligence, S. 796-802, Menlo Park: AAAI Press. 

[Mah94] S. Mahadevan, 1994, To Discount or Not to Discount in Reinforcement Learning: 
A Case Study Comparing R Learning and Q Learning. In: W. W. Cohen, H. Hirsh 
(Hrsg.), Machine Learning, S. 164 – 172, San Francisco: Morgan Kaufmann. 

[Mah96a] S. Mahadevan, 1996, Average Reward Reinforcement Learning: Foundations, 
Algorithms, and Empirical Results. In: Machine Learning, Vol. 22, Nr. 1 – 3 / Mai 
1996, S. 159 – 195, Dordrecht: Springer Netherlands. 

[Mah96b] S. Mahadevan,1996, Machine Learning for Robots: A Comparison of Different 
Paradigms. In: o.A., Proceedings of 1996 IROS Workshop on Towards Real 
Autonomy, S. 3 – 16, o.A. 

[Mah96c] S. Mahadevan,1996, Optimality Criteria in Reinforcement Learning. Internet: 
people.cs.umass.edu/~mahadeva/papers/aaai-fs.ps.gz, Stand: 11. November 1996, 
Letzter Abruf: 10. Juli 2013, 15:00.  



177 

[MT11] S. Mannor, J. N. Tsitsiklis, 2011, Mean-Variance Optimization in Markov Decision 
Processes. In: L. Getoor, T. Scheffer (Hrsg.), Proc. of the 28th Int. Conference on 
Machine Learning, S. 177 – 184, Madison: Omnipress. 

[MLF12] F. Martinez-Gil, M. Lozano, F. Fernández, 2012, Multi-agent Reinforcement 
Learning for Simulating Pedestrian Navigation. In: P. Vrancx, M. Knudson, M. 
Grześ (Hrsg.), Int. Workshop on Adaptive and Learning Agents – ALA 2011, S. 54 
– 69, Berlin: Springer-Verlag. 

[Mat93a] M. J. Mataric, 1993, Designing Emergent Behaviors: From Local Interaction to 
Collective Intelligence. In: J.-A. Meyer, H. L. Roitblat, S. W. Wilson (Hrsg.), From 
Animals to Animats 2: Simulation of Adaptive Behavior, S. 262 – 270, Cambridge: 
MIT-Press. 

[Mat93b] M. J. Mataric, 1993, Kin Recognition, Similarity, and Group Behavior. In: o.A., 
Proc. of the 15th Annual Conference of the Cognitive Science Society, S. 705 – 
710, Hillsdale: Lawrence Erlbaum Associates. 

[Mat94a] M. J. Mataric, 1994, Interaction and Intelligent Behavior. Diss., Massachusetts 
Institute of Technology, Boston. 

[Mat94b] M. J. Mataric, 1994, Learning to behave socially. In: D. Cliff et al. (Hrsg.), From 
Animals to Animats 3: Proc. of the 3rd Int. Conference on Simulation of Adaptive 
Behavior, S. 453 - 462, Cambridge: MIT-Press. 

[Mat94c] M. J. Mataric, 1994, Reward Functions for Accelerated Learning. In: W. W. 
Cohen, H. Hirsh (Hrsg.), Proc. of the 11th Int. Conference on Machine Learning, S. 
181 – 189, San Francisco: Morgan Kaufmann. 

[Mcc96] A. K. McCallum, 1996, Reinforcement Learning with Selective Perception and 
Hidden State. Diss., University of Rochester, Rochester. 

[MB94] D. McFarland, T. Bösser, 1994, Intelligent Behavior in Animals and Robots. 
Cambridge: MIT Press. 

[Mck+08] J. McKean et al., 2008, Technology diffusion: analysing the diffusion of agent 
technologies. In: Autonomous Agents and Multi-Agent Systems, Vol. 17, Nr. 3 / 
Dezember 2008, S. 372 – 396, Dordrecht: Springer Netherlands. 

[Mel03] B. W. Mel, 2003, Dendritic Learning. In: M. A. Arbib (Hrsg.), The Handbook of 
Brain Theory and Neural Networks, 2. Auflage, S. 320 - 324, Cambridge: MIT-
Press. 

[ME11] J. H. Metzen, M. Edgington, 2011, Maja Machine Learning Framework 1.0. 
Internet: http://mloss.org/software/view/220/, Stand: 13. September 2011, Letzter 
Abruf: 02. Februar 2014 20:30.  

[MP11] M. Metzger, G. Polaków, 2011, A Survey on Applications of Agent Technology in 
Industrial Process Control. In: IEEE Transactions on Industrial Informaticsm Vol. 
7, Nr. 4 / November 2011, Los Alamitos: IEEE Press. 



178 

[MB99] N. Meuleau, P. Bourgine, 1999, Exploration of Multi-State Environments: Local 
Measures and Back-Propagation of Uncertainty. In: Machine Learning, Vol. 35, 
Nr. 2  / Mai 1999, S. 117 – 154, Dordrecht: Springer Netherlands. 

[Meu+99] N. Meuleau et al., 1999, Learning Finite-State Controllers for Partially Observable 
Environments. In: o.A., Proc. of the 15th Conference on Uncertainty in Artificial 
Intelligence, S. 427 – 436, San Francisco: Morgan Kaufman.  

[Mic85] R. S. Michalski, 1985, Understanding the Nature of Learning: Issues and Research 
Directions. Technical Report, University of Illinois, Urbana. 

[MPD02] J. Millan, D. Posenato, E. Dedieu, 2002, Continous-Action Q-Learning. In: 
Machine Learning, Vol. 49, Nr. 2 – 3 / November-Dezember 2002, S. 247 – 265, 
Dordrecht: Springer Netherlands. 

[MP07] J. H. Miller, S. E. Page, 2007. Complex Adaptive Systems – An Introduction to 
Computational Models of Social Life. Princeton: Princeton University Press. 

[Min54] M. Minsky, 1954, Theory of Neural-Analog Reinforcement Systems and Its 
Application to the Brain Model Problem. Diss., Harvard University, Cambridge. 

[Min61] M. Minsky, 1961, Steps Toward Artificial Intelligence. In: E. A. Feigenbaum, J. 
Feldman (Hrsg.), Computer and Thought, S. 406 – 450, New York: McGraw-Hill.   

[Mit06] T. M. Mitchell, 2006, The Discipline of Machine Learning. Technical Report 
CMU-ML-06-108, Carnegie Mellon University, Pittsburgh. 

[MKK86] T. M. Mitchell, R. M. Keller, S. T. Kedar-Cabelli, 1996, Explanation-Based 
Generalization: A Unifying View. In: Machine Learning, Vol. 1, Nr. 1 / März 
1986, S. 47 – 80, Boston: Kluwer Academic Publishers. 

[MRT12] M. Mohri, A. Rostamizadeh, A. Talwalkar, 2012, Foundations of Machine 
Learning. Cambridge: MIT-Press. 

[MOV09] A. Molesini, A. Omicini, M. Viroli, 2009, Environment in agent-oriented software 
engineering methodologiers. In: Multiagent and Grid Systems, Vol. 5, Nr. 1 / 
Januar 2009, S. 37 – 57, Amsterdam: IOS-Press. 

[Moo90] A. W. Moore, 1990, Efficient memory-based learning for robot control. Technical 
Report UCAM-CL-TR-209, University of Cambridge, Cambridge. 

[MSG99] D. E. Moriarty, A. C. Schultz, J. J. Greffenstette, 1999, Evolutionary Algorihms for 
Reinforcement Learning. In: Journal of Artificial Intelligence Research, Vol. 11, 
Nr. 1 / July – Dezember 1999, S. 241 – 276, Menlo Park: AAAI Press.   

[MD05] J. Morimoto, K. Doya, 2005, Robust Reinforcement Learning. In: Neural 
Computation, Vol. 17, Nr. 2 / Februar 2005, S. 335 – 359, Cambridge: MIT Press. 

[Mun+11] K. Munk et al., 2011, Zoologie. Stuttgart: Georg Thieme Verlag. 



179 

[Mur05] K. P. Murphy, 2005, A Survey of POMPD solution techniques. Technical Report, 
University of California, Berkeley. 

[Nag06] M. Naguib, 2006, Methoden der Verhaltensbiologie. Berlin: Springer-Verlag.  

[Neg05] M. Negnevitsky, 2005, Artificial Intelligence – A Guide to Intelligent Systems. 2. 
Auflage, Harlow: Pearson Education Limited. 

[NGS12] G. Neu, A. György, C. Szepesvári, 2012, The adversarial stochastic shortest path 
problem with unknown transition probabilities. Internet: 
http://jmlr.org/proceedings/papers/v22/neu12/neu12.pdf, Stand: 26. April 2012, 
Letzter Abruf: 24. August 2013 14:00.    

[Neu05] G. Neumann, 2005, The Reinforcement Learning Toolbox, Reinforcement 
Learning for Optimal Control Tasks. Diplom., Technischen Universität Graz, Graz. 

[New11] M. E. J. Newman, 2011, Complex Systems: A Survey. In: American Journal of 
Physics, Vol. 79, Nr. 8 / August 2011, S. 800 – 810, Melville: AIP Publishing. 

[Nic03] M. N. Nicolescu, 2003, A Framework for Learning from Demonstration, 
Generalization and Practice in Human-Robot Domains. Diss., University of 
Southern California, Los Angeles. 

[Nic95] G. Nicolis, 1995, Introduction to Nonlinear Science. Cambridge: Cambridge 
University Press. 

[Nil92] N. J. Nilsson, 1992, Toward Agent Programs with Circuit Semantics. Technical 
Report CS-92-1412, Stanford University, Palo Alto. 

[Nod+98] I. Noda et al., 1998, Soccer Server: A Tool for Research on Multiagent Systems. 
In: Applied Artificial Intelligence, Vol. 12, Nr. 2 – 3 / März 1998, S. 233 – 250, 
Philadelphia: Taylor & Francis Group.  

[NCV06] M. J. North, N. T. Collier, J. R. Vos, 2006, Experiences Creating Three 
Implementations of the Repast Agent Modeling Toolkit. In: ACM Transaction on 
Modeling and Computer Simulation, Vol. 16, Nr. 1 / Januar 2006, S. 1 – 25, New 
York: Association for Computing Machinery.  

[NO03a] L. Nunes, E. Oliveira, 2003, Cooperative Learning Using Advice Exchange. In: E. 
Alonso, D. Kudenko, D. Kazakov (Hrsg.), Adaptive Agents and Multi-Agent 
Systems – Adaption and Multi-Agent Learning, S.33 – 48, Berlin: Springer-Verlag. 

[NO03b] L. Nunes, E. Oliveira, 2003, Exchanging Advice and Learning to Trust. In: M. 
Klusch et al. (Hrsg.), Cooperative Information Agents VII, S. 250 – 265, Berlin: 
Springer-Verlag.  

[NO04] L. Nunes, E. Oliveira, 2004, Learning from Multiple Sources. In: N. R. Jennings et 
al. (Hrsg.), Proc. of the 3rd Int. Joint Conference on Autonomous Agents and 
Multiagent Systems - Vol. 2, S. 1106 – 1113, Washington D. C.: IEEE Computer 
Society. 



180 

[NO05] L. Nunes, E. Oliveira, 2005, Advice-Exchange Between Evolutionary Algorithms 
and Reinforcement Learning Agents: Experiments in the Pursuit Domain. In: D. 
Kudenko, D. Kazakov, E. Alonso (Hrsg.), Adaptive Agents and MAS II, S. 185 – 
204, Berlin: Springer-Verlag. 

[OR05] O. Obst, M. Rollmann, 2005, Spark – A Generic Simulator for Physical Multi-
agent Simulations. In: Computer Systems Science and Engineering, Vol. 20, Nr. 5 / 
September 2005, S. 347 – 356, Leicester: CRL Publishing. 

[OW12] M. van Otterlo, M. Wiering, 2012, Reinforcement Learning and Markov Decision 
Processes. In: M. Wiering, M. van Otterlo (Hrsg.), Reinforcement Learning – State 
of the Art, S. 3 – 42, Berlin: Springer-Verlag. 

[OK07] P.-Y. Oudeyer, F. Kaplan, 2007, What is intrinsic motivation? A typology of 
computational approaches. In: Frontiers in Neurorobotics, Vol. 1, Nr. 1 / November 
2007, S. 1 – 14, Lausanne: Frontiers.    

[Pac04] O. Pacheco, 2004, Autonomy in an Organizational Context. In: M. Nickles, M. 
Rovatsos, G. Weiß (Hrsg.), Agents and Computational Autonomy - Potential, 
Risks and Solutions, S. 195 – 208, Berlin: Springer-Verlag. 

[PSL13] W. Pan, X. Shen, B. Liu, 2013, Cluster Analysis: Unsupervised Learning via 
Supervised Learning with a Non-convex Penalty. In: Journal of Machine Learning 
Research, Vol. 14, Nr. 7 / Juli 2013, S. 1865 – 1889, Brookline: Microtome 
Publishing. 

[PN03] T. J. Palmeri, D. C. Noelle, 2003, Conditioning. In: M. A. Arbib (Hrsg.), The 
Handbook of Brain Theory and Neural Networks, 2. Auflage, S. 252 - 256, 
Cambridge: MIT-Press. 

[PL05] L. Panait, S. Luke, 2005, Cooperative Multi-Agent Learning: The State of the Art. 
In: Autonomous Agents and Multi-Agent Systems, Vol. 11, Nr. 3 / November 
2005, S. 387 – 434, Dordrecht: Springer Netherlands. 

[PW13] B. Papis, P. Wawrzyński, 2013, dotRL: A platform for rapid Reinforcement 
Learning methods development and validation. In: M. Ganzha, L. Maciaszek, M. 
Paprzyck (Hrsg.), Proc. of the 2013 Federated Conference on Computer Science 
and Information Systems, S. 129 – 136, New York: IEEE Publications. 

[PU97] D. C. Parkes, L. H. Ungar, 1997, Learning and Adaption in Multiagent Systems. 
In: o.A., Proc. of the AAAI'97 Workshop on Multi-agent Learning, S.47 – 52, 
Menlo Park: AAAI Press. 

[Par98a] R. Parr, 1998, Hierarchical Control and Learning for Markov Decision Processes. 
Diss., University of California, Berkeley. 

[Par98b] R. Parr, 1998, Flexible Decomposition Algorithms for Weakly Coupled Markov 
Decision Problems. In: G. F. Cooper, S. Moral, Proc. of the 14th Conference on 
Uncertainty in Artificial Intelligence”, S. 422 – 430, San Francisco: Morgan 
Kaufmann. 



181 

[Par97] H. V. D. Parunak, 1997, Go to the ant: Engineering principles from natural multi-
agent systems. In: Annals of Operations Research, Vol. 12, Nr. 1 / Januar 1997, S. 
69 – 101, Berlin: Springer-Verlag. 

[Par+05] H. V. D. Parunak et al., 2005, Pheromone learning for self-organizing agents. In: 
IEEE Transactions on Systems, Man and Cybernetics - Part A: Systems and 
Humans, Vol. 35, Nr. 3 / Mai 2005, S. 316 – 326, New York: IEEE Publications. 

[Pec+13] G. Peckford et al., 2013, Rats’ orientation at the start point is important for spatial 
learning in a water T-maze. In: Learning and Motivation, Vol. 44, Nr. 1 / Februar 
2013, S. 1 – 15, Amsterdam: Elsevier. 

[Pen94] M. Pendrith, 1994, On Reinforcement Learning of Control Actions in Noisy and 
Non-Markovian Domains. Technical Report UNSW-CSE-TR-9410, University of 
New South Wales, Sidney. 

[PW96] J. Peng, R. J. Williams, 1996, Incremental Multi-Step Q-Learning. In: Machine 
Learning, Vol. 22, Nr. 1 – 3 / Januar 1996, S. 283 – 290, Dordrecht: Springer 
Netherlands. 

[Pen14] H. Penzlin,2014, Das Phänomen Leben. Berlin: Springer-Verlag. 

[PKR11] J. Perez, B. Kegl, C. G. Renaud, 2011, Non-Markovian Learning for Reactive Grid 
scheduling. In: o.A., 7e Plateforme AFIA, S. 327 – 341, Pointe-à-Pitre: Presses de 
l’université des Antilles et de la Guyane. 

[PH00] A. Pérez-Uribe, B. Hirsbrunner, 2000, The Risk of Exploration in Multi-Agent 
Learning Systems: A Case Study. In: o.A., Proc. AGENTS-00/ECML-00 Joint 
Workshop on Learning Agents, S. 33-37, o.A. 

[Phe07] S. Phelps, 2007, Evolutionary Mechanisms Design, Diss., University of Liverpool, 
Liverpool. 

[Pla+07] E. Platon et al., 2007, Mechanisms for Environments in Multi-Agent Systems: 
Survey and Opportunities. In: Autonomous Agents and Multi-Agent Systems, Vol. 
14, Nr. 1 / Februar 2007, S. 31 – 47, Dordrecht: Springer Netherlands. 

[PR90] M. E. Pollack, M. Ringuette, 1990, Introducing the Tileworld: Experimentally 
Evaluating Agent Architectures. In: T. Dietterich, W. Swartout (Hrsg.), Proc. of the 
8th National Conference on Artificial Intelligence, S. 183-189, Menlo Park: AAAI 
Press. 

[PM10] D. L. Poole, A. K. Mackworth, 2010, Artificial Intelligence: Foundations of 
Computational Agents. New York: Cambridge University Press. 

[Pou05] P. Poupart, 2005, Exploiting Structure to Efficiently Solve Large Scale Partially 
Observable Markov Decision Processes. Diss., University of Toronto, Toronto. 

[Pow07] W. B. Powell, 2007, Approximate Dynamic Programming: Solving the Curses of 
Dimensionality. Piscataway: John Wiley & Sons. 



182 

[Pre97] W. Pree, 1997, Komponenten-basierte Software-Entwicklung mit Frameworks. 
Heidelberg: dpunkt Verlag. 

[Pri57] R. C. Prim, 1957, Shortest Connection Networks and Some Generalizations. In: 
Bell System Technology Journal, Vol. 36. Nr. 6 / November 1957, S. 1389 – 1401, 
Murray Hill: Bell Labs.  

[Pro03] A. Pross, 2003, The Driving Force for Life’s Emergence: Kinetic and 
Thermodynamic Considerations. In: Journal of Theoretical Biology, Vol. 220, Nr. 
3 / Februar 2003, S. 393 – 406, Amsterdam: Elsevier 

[PKM04] J. Provost, B. J. Kuipers, R. Miikkulainen, 2004, Self-organizing perceptual and 
temporal abstraction for robotic reinforcement learning. In: D.P. de Farias et al. 
(Hrsg.), Papers of the 2004 AAAI Workshop on Learning and Planing in Markov 
Processes – Advances and Challenges, S. 79 – 94, Menlo Park: AAAI Press. 

[Rab89] L. R. Rabiner, 1989, A Tutorial on Hidden Markov Models and Selected 
Applications in Speech Recognition. In: Proc. of the IEEE, Vol. 77, Nr. 2 / Februar 
1989, S. 257 – 286, Washington D. C.: IEEE Computer Society. 

[RLJ06] S. F. Railsback, S. L. Lytinen, S. K. Jackson, 2006, Agent-based Simulation 
Platforms: Review and Development Recommendations. In: Simulation, Vol. 82, 
Nr. 9 / September 2006, S. 609 – 623, San Diego: The Society for Modeling and 
Simulation Int.   

[RB09] K. Regan, C. Boutilier, 2009, Regret-based Reward Elicitation for Markov 
Decision Processes. In: o.A., Proc. of the 25th Conference on Uncertainty in 
Artificial Intelligence, S. 444 – 451, Arlington: AUAI Press. 

[RB11] K. Regan, C. Boutilier, 2011, Robust Online Optimization of Reward-uncertain 
MDPs. In: T. Walsh (Hrsg.), Proc. of the 22nd International Joint Conference on 
Artificial Intelligence, S. 2165 – 2171, Menlo Park: AAAI Press.  

[Rib02] C. H. C. Ribeiro, 2002, Reinforcement Learning Agents. In: Artificial Intelligence 
Review, Vol. 17, Nr. 3 / Mai 2002, S. 223 – 250, Boston: Kluwer Academic 
Publishers. 

[Rie+09] M. Riedmüller et al., 2009, Reinforcement learning for robot soccer. In: 
Autonomous Robots, Vol. 27, Nr. 1 / Juli 2009, S. 55 – 73, Berlin: Springer-
Verlag. 

[Rin+06] S. Rinderle et al., 2006, On Representing, Purging and Utilizing Change Logs in 
Process Management Systems. In: S. Dustdar, J. L. Fiadeiro, A. Sheth (Hrsg.), 
Proc. of the 4th Int. Conference on Business Process Management”, S. 241 – 256, 
Berlin: Springer-Verlag. 

[Rob86] E. S. Roberts, 1986, Thinking Recursively. Piscataways: John Wiley & Sons. 

[RV05] K. Rohit, M. Vivek, RL-Sim. Internet: http://www.cs.cmu.edu/~awm/rlsim/, Stand: 
06. Juni 2005, Letzter Abruf 04. Februar 2014 20:30.  



183 

[RM10] L. Rokach, O. Maimon, 2010, Supervised Learning. In: L. Rokach, O. Maimon 
(Hrsg.), Data Mining and Knowledge Discovery Handbook, 2. Auflage, S. 133 – 
147, Berlin: Springer-Verlag. 

[Row03] J. J. Rowland, 2003, Generalisation and Model Selection in Supervised Learning 
wirh Evolutionary Computation. In: G. R. Raidl et al (Hrsg.), Applications of 
Evolutionary Computing, S. 119 – 130, Berlin: Springer-Verlag. 

[Rum95] G. A. Rummery, 1995, Problem Solving with Reinforcement Learning. Diss., 
Cambridge University, Cambridge. 

[RN94] G. A. Rummery, M. Niranjan, 1994, On-Line Q-Learning Using Connectionist 
Systems. Technical Report CUED/F-INFENF/TR 166, Cambridge University, 
Cambridge. 

[RN95] S. Russell, P. Norvig, 1995, Artificial Intelligence: A Modern Approach. 
Englewood Cliffs: Prentice-Hall.  

[RD00] R. M. Ryan, E. L. Deci, 2000, Intrinsic and Extrinsic Motivations: Classic 
Definitions and New Directions. In: Contemporary Educational Psychology, Vol. 
25, Nr. 1 / Januar 2000, S. 54 – 67, Amsterdam: Elsevier. 

[Saa11] E. Saad, 2011, Bridging the Gap between Reinforcement Learning and Knowledge 
Representation: A Logical Off- and On-Policy Framework. In: W. Liu (Hrsg.), 
Symbolic and Quantitative Approaches to Reasoning with Uncertainty, S. 472 – 
484, Berlin: Springer-Verlag. 

[Sal03] E. Saliger, 2003, Betriebswirtschaftliche Entscheidungstheorie. 5. Auflage, 
München: Oldenbourg Wissenschaftsverlag. 

[SWS98] R. P. Sałustowicz, M. A. Wiering, J. Schmidhuber, Learning Team Strategies: 
Soccer Case Studies. In: Machine Learning, Vol. 33, Nr. 2 – 3 / November 1998, S. 
263 – 282, Dordrecht: Springer Netherlands.  

[Sam59] A. L. Samuel, 1959, Some Studies in Machine Learning Using the Game of 
Checkers. In: IBM Journal of Research and Development, Vol. 3, Nr. 3 / Juli 1959, 
S. 210 – 229, Riverton: IBM Corp. 

[SR89] C. Samuelsson, M. Rayner, 1989, Applying Explanation-Based Learning to 
Natural- Language Processing, part 2. Technical Report, Swedish Institute of 
Computer Science, Stockholm. 

[SP05a] C. Sansores, J. Pavón, 2005, Agent Based Simulation for Social Systems: From 
Modeling to Implementation. In: R. Marín et al. (Hrsg.), Current Topics in 
Artificial Intelligence, S. 79 – 88, Berlin: Springer-Verlag. 

[SSR97] J. C. Santamaria, R. S. Sutton, A. Ram, 1997, Experiments with Reinforcement 
Learning in Problems with Continuous State and Action Spaces. In: Adaptive 
Behavior, Vol. 6, Nr.2 / September 1997, S. 163 – 217, London: Sage Publications. 



184 

[Sar11] R. G. Sargent, 2011, Verification and Validation of Simulation Models. In: S. Jain 
et al. (Hrsg.), Proc. of the 2011 Winter Simulation Conference, S. 183 – 198, 
Washington D. C.: IEEE Computer Society. 

[SAT88] M. Sato, K. Abe, H. Takeda, 1988, Learning control of finite Markov chains with 
an explicit trade-off between estimation and control. In: IEEE Transactions on 
Systems, Man, and Cybernetics, Vol. 18, Nr. 5 / September 1988, S. 677 – 684, 
Washington D. C.: IEEE Computer Society. 

[SA98] S. Schaal, C. G. Atkeson, 1998, Constructive Incremental Learning From Only 
Local Information. In: Neural Computation, Vol. 10, Nr. 8 / November 1998, S. 
2047 – 2084, Cambridge: MIT-Press.  

[Sch12] E. Schaffernicht, 2012, Lernbeiträge im Rahmen einer kongnitiven Architektur für 
die intelligente Prozessführung. Diss., Technische Universität Ilmenau, Ilmenau. 

[Sch10] C. P. van Schaik, 2010, Social Learning and culture in animals. In: P. Kappeler, 
Animal Behaviour: Evolution and Mechanisms, S. 623 – 653, Berlin: Springer-
Verlag. 

[Sch+10] T. Schaul et al., 2010, PyBrain. In: Journal of Machine Learning Research, Vol. 10, 
Nr. 2 / Februar 2010, S. 743 – 746, Brookline: Microtome Publishing. 

[SF04] M. Schillo, K. Fischer, 2004, A Taxonomy of Autonomy in Multiagent 
Organisations. In: M. Nickles, M. Rovatsos, G. Weiß (Hrsg.), Agents and 
Computational Autonomy - Potential, Risks and Solutions, S. 68 – 82, Berlin: 
Springer-Verlag. 

[Sch+79] S. Schlesinger at al., 1979, Terminology for Model Credibility. In: Simulation, 
Vol. 32, Nr. 3 / März 1979, S. 103 – 104, San Diego: The Society for Modeling 
and Simulation Int. 

[Sch95] J. Schmidhuber, 1995, Environment-independent Reinforcement Acceleration. 
Technical Report IDSIA-59-95, Instituto Dalle Molle Di Studi Sull Intelligenza 
Artificiale, Lugano. 

[Sch01] A. Scholl, 2001, Robuste Planung und Optimierung: Grundlagen – Konzepte und 
Methoden – Experimentelle Untersuchungen. Heidelberg: Physica-Verlag. 

[Sch93] A. Schwartz, 1993, A Reinforcement Learning Method for Maximizing 
Undiscounted Rewards. In: o.A., Proc. of the 10th Int. Conference on Machine 
Learning, S. 298 – 305, San Francisco: Morgan Kaufmann.  

[Sed+10] K.-D. Sedlacek et al., 2010, Emergenz – Strukturen der Selbstorganisation in Natur 
und Technik.Norderstedt: Books on Demang GmbH. 

[SA97] S. Sen, N. Arora, 1997, Learning to take risks. In: o.A., Working Papers of the 
AAAI-97 Workshop on Multiagent Learning, S. 59 – 64, Menlo Park: AAAI Press. 



185 

[SW99] S. Sen, G. Weiss, 1999, Learning in Multiagent Systems. In: G. Weiss (Hrsg.), 
Multiagent systems: a modern approach to distributed artificial intelligence, S. 259 
– 298, Cambridge: MIT-Press. 

[SSH94] S. Sen, M. Sekaran, J. Hale, 1994, Learning to coordinate without sharing 
Information. In: B. Hayes-Roth, R. E. Korf (Hrsg.), Proc. of the 12th National 
Conference on Artificial intelligence – Vol. 1, S. 426 – 431, Menlo Park: AAAI 
Press. 

[SGK06] G. D. M. Serugendo, M.-P. Gleizes, A. Karageorgos, 2006, Self-organisation and 
Emergence in MAS: An Overview. In: Informatica, Vol. 30, Nr. 1 / Januar 2006, S. 
45 – 54, Ljubljana: Slovene Society Informatika. 

[Set10] B. Settles, 2010, Active Learning Literature Survey. Technical Report 1648, 
University of Winconsin, Madison. 

[SDJ13] G. S. Seyboth, D. V. Dimarogonas, K. H. Johansson, 2013, Event-based 
broadcasting for multi-agent average consensus. In:Automatica, Vol. 49, Nr. 1 / 
Januar 2013, S. 245 – 252, Amsterdam: Elsevier. 

[Sha04] G. Shani, 2004, A Survey of Model-Based and Model-Free Methods for Resolving 
Perceptual Aliasing. Technical Report, Ben-Gurion University, Beer-Sheva. 

[Sha64] L. S. Shapley, 1964, Some Topics in Two-Player Games. In: M. Dresher, L. S. 
Shapley, A. W. Tucker (Hrsg.), Advances in Games Theory, S. 1 – 28, Princeton: 
Princeton University Press.  

[Shi+11] Y. Shi et al., 2011, Research on Service-Oriented and Component-based 
Simulation Platform. In: G. Zhinguo et al. (Hrsg), Emerging Research in Web 
Information Systems and Mining, S. 19 – 27, Berlin: Springer-Verlag. 

[ST95] Y. Shoham, M. Tennenholtz, 1995, On Social Laws for Artificial Agent Societies: 
Off-Line Design. In: Artificial Intelligence, Vol. 73, Nr. 1 – 2 / Februar 1995, S. 
231 – 252, Amsterdam: Elsevier. 

[SPG03] Y. Shoham, R. Powers, T. Grenager, 2003, Multi-Agent Reinforcement Learning: a 
critical survey. Technical Report, Stanford University, Palo Alto. 

[SPG07] Y. Shoham, R. Powers, T. Grenager, 2007, If multi agent learning is the answer, 
what is the question? In: Artificial Intelligence, Vol. 171, Nr. 7 / Mai 2007, S. 365 
– 377, Amsterdam: Elsevier. 

[Sie+10] P. O. Siebers et al., 2010, Discrete-event simulation is dead, long live agent-based 
simulation! In: Journal of Simulation, Vol. 4, Nr. 3 / September 2010, S. 204 – 
210, Houndmills: Palgrave Macmillan. 

[SB01] K. Sikorski, T. Balch, 2001, Model-Based and Model-Free Learning in Markovian 
and Non-Markovian Environments. Internet: 
http://www.cs.mcgill.ca/~dprecup/agents01-schedule.html, Stand: 01. Juni 2001, 
Letzter Abruf: 12. August 2012 13:00. 



186 

[Sim85] H. A. Simon, 1985, Why Should Machines Learn. In: R. S. Michalski, J. G. 
Carbonell, T. M. Mitchell (Hrsg.), Machine Learning – An Artificial Intelligence 
Approach, S. 25 – 38, Palo Alto: Tioga Publishers. 

[Sin94]  S. P. Singh, 1994, Learning to solve Markovian Decision Processes. Diss., 
University of Massachusetts, Amherst. 

[SS96a] S. P. Singh, R. S. Sutton, 1996, Reinforcement learning with replacing eligibility 
traces. In: Machine Learning, Vol. 22, Nr. 1 – 3 / Januar 1996. S. 123 – 158, 
Dordrecht: Springer Netherlands. 

[SJJ94] S. P. Singh, T. Jaakkola, M. I. Jordan, 1994, Learning Without State-Estimation in 
Partially Observable Markovian Decision Processes. In: W. W. Cohen, H. Hirsh 
(Hrsg.), Proc. of the 11th Int. Conference on Machine Learning, S. 284 – 292, San 
Francisco: Morgan Kaufmann. 

[Sin+00] S. Singh et al., 2000, Convergence Results for Single-Step On-Policy 
Reinforcement-Learning Algorithms. In: Machine Learning, Vol. 39, Nr. 3 / März 
2000, S. 287 – 308, Dordrecht: Springer Netherlands.  

[Sni06] M. Sniedovich, 2006, Dijkstra’s algorithm revisited: the dynamic programming 
connexion. In: Control and Cybernetics, Vol. 35, Nr. 3 / Herbst 2006, S. 599 – 620, 
Warschau: Systems Research Institute.  

[Sni13] B. Śnieżyński, 2013, Comparison of Reinforcement and Supervised Learning 
Methods in Farmer-Pest Problem with Delayed Rewards. In: C. Bǎdicǎ, N. T. 
Nguyen,M. Brezovan (Hrsg.), Computational Collective Intelligence - 
Technologies and Applications, S. 399 – 408, Berlin: Springer-Verlag.    

[SH95] O. Spaniol , S. Hoff, 1995, Ereignisorientierte Simulation – Konzepte und 
Systemrealisierung. Bonn: Thomson Publishing. 

[SS04] R. So, L. Sonenberg, 2004, Agents with Initiative: A Preliminary Report. In: M. 
Nickles, M. Rovatsos, G. Weiss (Hrsg.), Agents and Compuational Autonomy – 
Potential, Risks, and Solutions, S. 237 – 248, Berlin: Springer-Verlag.  

[Son71] E. J. Sondik, 1971, The Optimal Control of Partially Observable Markov 
Processes. Diss. Stanford University, Stanford. 

[Son+07] S. Sonnenburg et al, 2007, The Need for Open Source Software in Machine 
Learning. In: Journal of Machine Learning Research, Vol 8, Nr. 1 / Januar 2007, S. 
2433 – 2466, Brookline: Microtome Publishing.  

[Spa12] M. T. J. Spaan, 2012, Partially Observable Markov Decision Processes. In: M. 
Wiering, M. van Otterlo (Hrsg.), Reinforcement Learning – State of the Art, S. 387 
– 414, Berlin: Springer-Verlag. 

[SO08] M. T. J. Spaan, F. A. Oliehoek, 2008, The MultiAgent Decision Process toolbox: 
software for decision-theoretic planning in multiagent systems. In: o.A., AAMAS 
Workshop on Multi-agent Sequential Decision Making in Uncertain Domains 
2008, S. 107 – 121, o. A. 



187 

[SWB03] S. van Splunter, N. J. E. Wijngaards, F. M. T. Brazier, 2003, Structuring Agents for 
Adaption. In: E. Alonso, D. Kudenko, D. Kazakov (Hrsg.), Adaptive Agents and 
Multi-Agent Systems – Adaption and Multi-Agent Learning, S. 174 – 186, Berlin: 
Springer-Verlag. 

[Squ10] F. Squazzoni, 2010, The impact of Agent-Based Models in the Social Sciences 
after 15 Years of Incursions. In: History of Economic Ideas, Vol. 18, Nr. 2 / 
Sommer 2010, S. 197 – 233, Pisa: Fabrizio Serra editore. 

[Ste03] P. Stefán, 2003, Combined Use of Reinforcement Learning and Simulated 
Annealing: Algorithms and Applications. Diss., University of Miskolc, Miskolc. 

[Ste04] P. J. Sterne, 2004, Reinforcement Sailing. MSc. Thesis, University of Edinburgh, 
Edinburgh. 

[Sto98] P. Stone, 1998, Layered Learning in Multi-Agent Systems. Diss., Carnegie Mellon 
University, Pittsburgh. 

[Sto12] P. Stone, 2012, PRISM – Practical RL: Representation, Interaction, Synthesis, and 
Mortality. In: S. Sanner, M. Hutter (Hrsg.), Recent Advances in Reinforcement 
Learning – Revised and Selected Papers of the 9th European Workshop on 
Reinforcement Learning, S. 3, Berlin: Springer-Verlag. 

[SV00] P. Stone, M. Veloso, 2000, Multiagent Systems – A Survey from the Machine 
Learning Perspective. In: Autonomous Robots, Vol. 8, Nr. 3 / Juni 2000, S. 345 – 
383, Dordrecht: Springer Netherlands. 

[SP99] R. Sun, T. Peterson, 1999, Multi-agent Reinforcement Learning: Weighting and 
Partitioning. In: Neural Networks, Vol. 12, Nr. 4 – 5 / Juni 1999, S. 727 – 753, 
Amsterdam: Elsevier.  

[Sut84] R. S. Sutton, 1984, Temporal credit assignment in Reinforcement Learning. Diss., 
Amherst: University of Massachusetts. 

[Sut88] R. S. Sutton, 1988, Learning to predict by the method of temporal differences. In: 
Machine Learning, Vol. 3, Nr. 1 / August 1988, Dordrecht: Springer Netherlands.  

[Sut90] R. S. Sutton, 1990, Integrated architectures for learning, planning, and reacting 
based on approximating dynamic programming. In: B. W. Porter, R. J. Mooney 
(Hrsg.), Proc. of the 7th Int.Conference on Machine Learning, S. 216 – 224, San 
Francisco: Morgan Kaufmann Publishers.  

[Sut91a] R. S. Sutton, 1991, Reinforcement Learning Architectures for Animats. In: J.-A. 
Meyer, S. W. Wilson (Hrsg.), From Animals to Animats - Proc. of the 1st Int. 
Conference on Simulation of Adaptive Behavior, S. 288 – 296, Cambridge: MIT-
Press. 

[Sut92] R. S. Sutton, 1992, The Challenge of Reinforcement Learning. In: Machine 
Learning, Vol. 8, Nr. 3 – 4 / Mai 1992, S. 225 – 227, Dordrecht: Springer 
Netherlands. 



188 

[Sut95] R. S. Sutton, 1995, TD Models: Modeling the World at a Mixture of Time Scales. 
In: A. Prieditis, S. J. Russell (Hrsg.), Proc. of the 12th Int. Conference on Machine 
Learning, S. 531 – 539, San Francisco: Morgan Kaufmann. 

[Sut96] R. S. Sutton, 1996, Generalization in Reinforcement Learning-Successful 
Examples Using Sparse Coarse Coding . In: D. Touretzky, M. C. Mozer, M. E. 
Hasselmo (Hrsg.), Advances in Neural Information Processing Systems 8, S. 1038 
– 1044, Cambridge: MIT Press. 

[Sut97] R. S. Sutton, 1997, On the Significance of Markov Decision Processes. In: W. 
Gerstner et al. (Hrsg.), Proc. of the 7th Int. Conference on Artificial Neural 
Networks, S. 273 – 282, Berlin: Springer-Verlag. 

[Sut99a] R. S. Sutton, 1999, Reinforcement Learning. In: R. Wilson, F. Keil (Hrsg.), The 
MIT Encyclopedia of the Cognitive Sciences, S. 715 – 717, Cambridge: MIT Press. 

[Sut99b] R. S. Sutton, 1999, Reinforcement Learning: Past, Present and Future. In: X. Yao 
et al. (Hrsg.), The 2nd Asia-Pacific Conference on Simulated Evolution and 
Learning on Simulated Evolution and Learning, S. 195 – 197, Berlin: Springer-
Verlag. 

[Sut11] R. S. Sutton, 2011, Reinforcement learning interface documentation (python) 
version 5. http://rlai.cs.ualberta.ca/RLAI/RLtoolkit/RLinterface.html, Stand: 08. 
November 2011, Letzter Abruf 31. Januar 2014 00:30. 

[SB98b] R. S. Sutton, A. G. Barto, 1998, Reinforcement Learning: An Introduction. 
Internet:  http://www.cs.ualberta.ca/%7Esutton/book/ebook/the-book.html, Stand: 
01. April 2005, Letzter Abruf: 25. Januar 2007 15:30. 

[SS96b] R. S. Sutton, J. C. Santamaria, 1996, A Standard Interface for Reinforcement 
Learning Software. Internet:  http://webdocs.cs.ualberta.ca/~sutton/RLinterface/ , 
Stand: 19. September 1996, Letzter Abruf: 31. Januar 2014 00:30. 

[SS94] R. S. Sutton, S. P. Singh, 1994, On Step-Size and Bias in Temporal-Difference 
Learning. In: o.A., Proc. of the 8th Yale Workshop on Adaptive and Learning 
Systems”, S. 91 – 96, New Haven: Yale University.   

[SPS99] R. S. Sutton, D. Precup, S. Singh, 1999, Between MDPs and Semi-MDPs - 
Learning Planning and Representing Knowledge at multiple temporal scales. In: 
Artificial Intelligence, Vol. 112, Nr. 1 – 2 / August 1999, S. 181 – 211, 
Amsterdam: Elsevier. 

[Sze98] C. Szepesvári, 1998, The Asymptotic Convergence-Rate of Q-learning. In: M. I. 
Jordan, M. J. Kearns, S. A. Solla (Hrsg.), Advances in Neural Information 
Processing Systems 10, S. 1064 – 1070, Cambridge: MIT Press. 

[Sze10] C. Szepesvári, 2010, Algorithms for Reinforcement Learning. San Rafael: Morgan 
& Claypool. 



189 

[TO94] P. Tadepalli, D. Ok, 1994, H-Learning: A Reinforcement Learning Method for 
Optimizing Undiscounted Average Reward. Technical Report, Oregon State 
University, Corvallis. 

[TH11] H. T. Tan, J. C. Hartman, 2011, Sensitivity Analysis in Markov Decision Processes 
with Uncertain Reward Parameters. In: Journal for Applied Probability, Vol. 48, 
Nr. 4 / Dezember 2011, S. 954 – 967, Sheffield: Applied Probability Trust. 

[TW09a] B. Tanner, A. White, 2009, RL-Glue: Language-Independent Software for 
Reinforcement-Learning Experiments. In: Journal of Machine Learning Research, 
Vol. 10, Nr. 9 / September 2009, S. 2133 – 2136, Brookline: Microtome 
Publishing. 

[TW09b] B. Tanner, A. White, 2009, Project details for RL Glue and Codecs. Internet: 
http://mloss.org/software/view/151/, Stand: 12. Oktober 2009, Letzter Abruf: 06. 
November 2012, 15:00.  

[Tes92] G. Tesauro, 1992, Practical Issues in Temporal Difference Learning. In: Machine 
Learning, Vol. 8, Nr. 3 - 4 / Mai 1992, S. 257 – 277, Dordrecht: Springer 
Netherlands. 

[Thr92a] S. B. Thrun, 1992, The role of exploration in learning control. In: D. A. White, D. 
A. Sofge (Hrsg.), Handbook of Intelligent Control: Neural, Fuzzy, and Adaptive 
Approaches, s. p., New York: Van Nostrand Reinhold. 

[Thr92b]  S. B. Thrun, 1992, Efficient Exploration in Reinforcement Learning. Technical 
Report, Carnegie Mellon University, Pittsburgh. 

[Thr95] S. B. Thrun, 1995, Exploration in Active Learning. In: M. A. Arbib (Hrsg.), The 
Handbook of Brain Theory and Neural Networks, S. 381 – 384, Cambridge: MIT 
Press. 

[TS95] S. B. Thrun, A. Schwartz, 1995, Finding Structure in Reinforcement Learning. In: 
G. Tesauro, D. Touretzky, T. Leen (Hrsg.), Advances in Neural Information 
Processing Systems 7, S. 385 – 392, Cambridge: MIT Press. 

[TW93] P. M. Todd, S. W. Wilson, 1991, Environment Structure and Adaptive Behavior 
from the Ground Up. In: J.-A. Meyer, H. L. Roitblat, S. W. Wilson (Hrsg.), From 
Animals to Animats 2: Simulation of Adaptive Behavior, S. 11 – 20, Cambridge: 
MIT-Press. 

[Toi+12] L. du Toit et al., 2012, Influence of spatial environment on maze learning in an 
African mole-rat. In: Animal Cognition, Vol. 15, Nr. 5 / September 2012, S. 797 – 
806, Berlin: Springer-Verlag. 

[TH30a] E. C. Tolman, C. H. Honzik, 1930, ’Insight’ in rats. In: Publications in Psychology, 
Vol. 4, Nr. 14 / Mai 1930, S.215 – 232, Berkeley: University of California Press. 

[TH30b] E. C. Tolman, C. H. Honzik, 1930, Degrees of hunger, reward andnon-reward, and 
maze learning in rats. In: Publications in Psychology, Vol. 4, Nr. 16 / Dezember 
1930, S. 241 – 256, Berkeley: University of California Press. 



190 

[Tor+09] D. Torres et al., 2009, Hybridization of Evolutionary Mechanisms for Feature 
Subset Selection in Unsupervised Learning. In: A. H. Aguirre, R. M. Borja, C. A. 
R. Garciá, Proc. of the 8th Mexican International Conference on Artificial 
Intelligence, S. 610 – 621, Berlin: Springer-Verlag. 

[TVL03] K. Tuyls, K. Verbeeck, T. Lenaerts, 2003, A Selection-Mutation Model for Q-
Learning in Multi-Agent Systems. In: J. S. Rosenschein et al. (Hrsg), Proc. of the 
2nd Int. Joint Conference on Autonomous Agents and Multiagent Systems, S. 693 
– 700, New York: Association for Computing Machinery. 

[ULL12] C.-H. Uang, J.-W.  Liou,C.-Y. Liou, 2012, Self-Organizing Reinforcement 
Learning Model. In: J.-S. Pan, S.-M. Chen, N. T. Nguyen (Hrsg.), Proc. of the 4th 
Asian Conference on Intelligent Information and Database Systems – Part I, S. 218 
– 227, Berlin: Springer-Verlag. 

[Ver+02] K. Verbeeck et al., 2002, Learning to Reach the Pareto Optimal Nash Equilibrium 
as a Team. In: B. McKay, J. Slaney (Hrsg.), AI 2002: Advances in Artificial 
Intelligence, S. 407 – 418, Berlin: Springer-Verlag. 

[Ver04] H. Verhagen, 2004, Autonomy and Reasoning for Natural and Artificial Agents. 
In: M. Nickles, M. Rovatsos, G. Weiß (Hrsg.), Agents and Computational 
Autonomy - Potential, Risks and Solutions, S. 83 – 94, Berlin: Springer-Verlag. 

[VF07] D. Vernon, D. Furlong, 2007, Philosophical Foundations of AI. In: M. Lungarella 
et al. (Hrsg.), 50 Years of AI, S. 53 – 62, Berlin: Springer-Verlag. 

[Vid03] J. M. Vidal, 2003, Learning in Multiagent Systems: An Introduction from a Game-
Theoretic Perspective. In: E. Alonso, D. Kudenko, D. Kazakov (Hrsg.), Adaptive 
Agents and Multi-Agent Systems – Adaption and Multi-Agent Learning, S. 202 – 
215, Berlin: Springer-Verlag. 

[VD98] J. M. Vidal, E. H. Durfee, 1998, The Moving Target Function Problem in Multi-
Agent Learning. In: Y. Demazeau (Hrsg.), Proc. of the 3rd Int. Conference on 
Multiagent Systems, S. 317 – 324, Washington D. C.: IEEE Computer Society. 

[VD03] J. M. Vidal, E. H. Durfee, 2003, Predicting the Expected Behavior of Agents that 
Learn About Agents: The CLRI Framework. In: Autonomous Agents and Multi-
Agent Systems, Vol. 6, Nr. 1 / Januar 2003, Dordrecht: Springer Netherlands. 

[Vol05] V. Volterra, 2005, Theory of Functionals and of Integral and Integro-Differential 
Equations. Neuauflage, Mineola: Dover Publications. 

[WMH11] L. Wang, S. Mabu, K. Hirasawa, 2011, A Pruning Method for Accumulated Rules 
By Genetic Network Programming. In: o.A., Proc. of the SICE Annual Conference 
2011, S. 1744 – 1749, Tokio: Society of Instrument and Control Engineers.   

[Wat89] C. J. C. H. Watkins, 1989, Learning from Delayed Rewards. Diss., King’s College, 
London. 



191 

[WD92] C. J. C. H. Watkins, P. Dayan, 1992, Technical Note: Q-Learning. In: Machine 
Learning, Vol. 8, Nr. 3-4 / Mai 1992, S. 279 – 292, Dordrecht: Springer 
Netherlands. 

[WC09] M. de Weerdt, B. Clement, 2009, Introduction to planning in multiagent systems. 
In: Multiagent and Grid Systems, Vol. 5, Nr. 4. / Dezember 2009, S. 345 – 355, 
Amsterdam: IOS Press. 

[WR04] M. Weinberg, J. S. Rosenschein, 2004, Best-Response Multiagent Learning in 
Non-Stationary Environments. In: N. R. Jennings et al. (Hrsg.), Proc. of the 3rd Int. 
Joint Conference on Autonomous Agents and Multiagent Systems - Vol. 2, S. 506 
– 513, Washington D. C.: IEEE Computer Society.  

[Wei93] G. Weiß, 1993, Learning to Coordinate Actions in Multi-Agent Systems. In: R. 
Bajcsy (Hrsg.), Proc. of the 13th Int. Joint Conference on Artificial Intelligence, S. 
311 – 317, San Francisco: Morgan Kaufmann.  

[Wei96] G. Weiß, 1996, Adaption and Learning in Multi-agent Systems - Some Remarks 
and a Bibliography. In: G. Weiß, S. Sen (Hrsg.), Adaption and Learning in 
Multiagent Systems - Proc. of the IJCAI’95 Workshop, S. 1 – 21, Berlin: Springer-
Verlag. 

[WD99] G. Weiß, P. Dillenbourg, 1999, What is ‘multi’ in multi-agent learning?. In: P. 
Dillenbourg (Hrsg.), Collaborative Learning: Cognitive and Computational 
Approaches, S. 64 – 80, Amsterdam: Elsevier. 

[Wes+06] J. Weston et al., 2006, Semi-Supervised Prtein Classification Using Cluster 
Kernels. In: O. Chapelle, B. Schölkopf, A. Zien (Hrsg.), Semi-Supervised 
Learning, S. 343 – 360, Cambridge: MIT-Press.  

[WOO07] D. Weyns, A. Omicini, J. Odell, 2007, Environment as a first class abstraction in 
multiagent systems. In: Autonomous Agents and Multi-Agent Systems, Vol. 14, 
Nr.1 / Februar 2007, S. 5 – 30, Dordrecht: Springer Netherlands. 

[Whi02] K. Whitehead, 2002, Component-based Development – Principles and Planning for 
Business Systems. London: Addison-Wesley. 

[WB91] S. D. Whitehead, D. H. Ballard, 1991, Learning to Perceive and Act by Trial and 
Error. In: Machine Learning, Vol. 7, Nr. 1 / Juli 1991, S. 45 – 83, Dordrecht: 
Springer Netherlands. 

[Whi12] S. Whiteson, 2012, Evolutionary Computation for Reinforcement Learning. In: M. 
Wiering, M. van Otterlo (Hrsg.), Reinforcement Learning – State of the Art, S. 325 
– 355, Berlin: Springer-Verlag.  

[WS06] S. Whiteson, P. Stone, 2006, Evolutionary function approximation for 
reinforcement learning. In: Journal of Machine Learning Research, Vol. 7, Nr. 5 / 
Mai 2006, S. 877 – 917, Brookline: Microtome Publishing. 

[WTS10] S. Whiteson, M. E. Taylor, P. Stone, 2010, Critical factors in the empirical 
performance of temporal difference and evolutionary methods for reinforcement 



192 

learning. In: Autonomous Agents and Multi-Agent Systems, Vol. 21, Nr. 1 / Juli 
2010, S. 1 - 35, Dordrecht: Springer Netherlands. 

[WS98] M. A. Wiering, J. Schmidhuber, 1998, Speeding up Q(λ)-learning. In: C. Nédellec, 
C. Rouveirol (Hrsg.), Proc. of the 10th European Conference in Machine Learning, 
S. 352 – 363, Berlin: Springer-Verlag. 

[Wil94] S. W. Wilson, 1994, ZCS: A Zeroth Level Level Classifier System. In: 
Evolutionary Computation, Vol. 2, Nr. 1 / Frühling 1994, S. 1 – 18, Cambridge: 
MIT-Press. 

[Wil96] S. W. Wilson, 1996, Explore/Exploit Strategies in Autonomy. In: P. Maes et al. 
(Hrsg.), From Animals to Animats 4: Proc. of the 4th Int. Conference on the 
Simulation of Adaptive Behavior, S. 325 – 332, Cambridge: MIT-Press. 

[WPH01] M. Winikoff, L. Padgham, J. Harland, 2001, Simplifying the Development of 
Intelligent Agents. In: M. Stumptner, D. Corbett, M. Brooks (Hrsg.), AI 2001: 
Advances in Artificial Intelligence, S. 557 – 568, Berlin: Springer-Verlag. 

[WPP06] S. Winkel, F. Petermann, U. Petermann, 2006, Lernpsychologie. Paderborn: Verlag 
Ferdinand Schöningh.  

[WFH11] I. H. Witten, E. Frank, M. A. Hall, 2011, Data Mining – Practical Machine 
Learning Tools and Techniqes. 3. Auflage, Amsterdam: Elsevier. 

[WT01] D. H. Wolpert, K. Tumer, 2001, Optimal Payoff Functions for Members of 
Collectives. In: Advances in Complex Systems, Vol. 4, Nr. 2 – 3 / September 2001, 
S. 265 – 279, Singapur: World Scientific Publishing. 

[Woo09] M. Wooldridge, 2009, An Introduction to MultiAgent Systems. 2. Auflage, West 
Piscataway: John Wiley & Sons. 

[WP05] F. Wörgötter, B. Porr, 2005, Temporal Sequence Learning, Prediction, and 
Control: A Review of Different Models and Their Relation to Biological 
Mechanisms. In:  Neural Computation, Vol. 17, Nr. 2 / Februar 2005, S. 245 – 319, 
Cambridge: MIT Press.   

[Wus92] J. Wusteman, 1992, Explanation-Based Learning: A Survey. In: Artificial 
Intelligence Review, Vol. 6, Nr. 3 / September 1992, S. 243 – 262, Boston: Kluwer 
Academic Publishers. 

[Wya97] J. Wyatt, 1997, Exploration and Inference in Learning from Reinforcement. Diss., 
University of Edinburgh, Edinburgh.  

[Wya05] J. Wyatt, 2005, Reinforcement Learning: A brief overview. In: L. Bull, T. Kovacs 
(Hrsg.), Foundations of Learning Classifier Systems, S. 179 – 202, Berlin: 
Springer-Verlag. 



193 

[Xu10] L. Xu, 2010, Machine Learning Problems from Optimization Perspective. In: 
Journal of Global Optimization, Vol. 47, Nr. 3 / Juli 2010, S. 369 – 401, Berlin: 
Springer-Verlag.  

[You93] H. P. Young, 1993, The Evolution of Conventions. In: Econometrica, Vol. 61, Nr. 
1 / Januar 1993, S. 57 – 84, Chicago: Econometric Society. 

[You07] H. P. Young, 2007, The possible and the impossible in multi-agent learning. In: 
Artificial Intelligence, Vol. 171, Nr. 7 / Mai 2007, S. 429 – 433, Amsterdam: 
Elsevier. 

[Zad63] L. A. Zadeh, 1963, On the Definition of Adaptivity. In: Proc. of the IEEE, Vol. 51, 
Nr. 3 / März 1963, S. 469 – 470, Washington D. C.: IEEE Computer Society. 

[Zha01] W. Zhang, 2001, Algorithms for Partially Observable Markov Decision Processes. 
Diss., University of Hongkong, Hongkong. 

[Zhu03] S. Zhu, 2003, Learning to Cooperate. Diss., University of Rochester, Rochester. 

[Zin95] R. Zintl, 1995, Der Nutzen unvollständiger Erklärungen: Überlegungen zur 
sozialwissenschaftlichen Anwendung der Spieltheorie. Technischer Report 
MPIFG-95/2, Max-Planck-Institut für Gesellschaftsforschung, Köln. 

 


